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Resumen

Este documento de tesis presenta un método para obtener descriptores globales
(caracteristicas) de una imagen digital, los cuales sirven para obtener una “Firma” o huella de
una imagen digital. Las “Firmas” fueron obtenidas con tres paradigmas pulsantes, se analizo el
comportamiento de las “Firmas” de imagenes con distintos tipos de transformacion en rotacion,
escalado, ruido impulsivo y ruido aditivo. El objetivo es distinguir si las “Firmas” obtenidas son
invariantes a los distintos tipos de transformacion de la imagen o si las “Firmas” son variantes
entre imégenes distintas.

Para esta investigacion se selecciond el paradigma pulsante PCNN(Pulse Couple
Neuronal Network) y dos de sus variantes ICM (Intersection Cortical Model) y SCM (Spiking
Cortical Model), utilizados para extraer caracteristicas de las imagenes digitales. Se experimento
con descripciones o "Firmas" de una imagen digital obtenidas de la aplicacion sucesiva de una
red neuronal pulsante, para obtener una serie de imagenes derivadas. Por medio del conteo del
numero de bits en imagenes binarias pulsantes se obtiene una serie de tiempo que se hipotetiza
para describir la imagen.

Las pruebas realizadas en esta tesis se llevaron a cabo de nueve distintas maneras para
obtener una “Firma” de una imagen digital. Ademas, se establecié una ecuacion para poder
medir el grado de similitud entre “Firmas” de imagenes tratadas con los distintos tipos de
transformacion y la similitud de “Firmas” entre imagenes distintas. También se hicieron pruebas
con 30 iméagenes distintas y para cada imagen se obtuvieron 42 variantes con distintos
porcentajes de rotacion, escalamiento y ruido aditivo e impulsivo.

Por lo expresado anteriormente, se determind que el paradigma SCM derivado de la
PCNN tiene un mejor comportamiento para generar “Firmas” o huellas de las imagenes digitales.
Pero sin la ayuda de alguna técnica extra o modificacion del algoritmo pulsante dista en generar
una buena “Firma”.
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Abstract

This paper presents a method for obtaining global descriptors (features) of a digital image
which serve as a "Signature"” or trace of a digital image. The "Signatures” were obtained with
three pulsating paradigms, and their behavior was analyzed with transformation processes such
as rotation, scaling, impulse noise and additive noise. The purpose is to distinguish if the
"Signatures™ obtained are invariant to the transformation processes as well as to determine if the
"Signatures™ are invariant between different images.

In this research the paradigm PCNN (Pulse Couple Neuronal Network) for extracting
features of digital images was selected, as well as its two variants ICM (Intersection Cortical
Model) and SCM (Spiking Cortical Model). We experimented with descriptions or "Signatures”
of a digital image obtained from the successive application of a pulse coupled neural network, in
order to obtain a series of derivative images. By counting the number of bits of the pulsating
binary images, we can obtain a time series which is hypothesized to describe the image.

Tests conducted in this thesis were implemented from nine different ways for obtaining a
"signature” of a digital image. Furthermore it was established one equation to measure the degree
of similarity between "Signatures"” of images processed with various processes of transformation
and the similarity of "signatures” between different images. We tested with 30 different images
and each image has 42 variants that were obtained with different percentages of rotation, scaling,
and additive and impulsive noise.

Due to the aforementioned, it was found that SCM paradigm derived from the PCNN has
a better behavior to generate "Signatures™ or traces of digital images. The PCNN is far from
generating a good "Signature” without the help of any additional technique or the modification
of the own algorithm.
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Nomenclatura

Fij, Feeding

Uij, Actividad Interna

Lij, Linking

Ej;, Umbral Dinamico

Y;;, salida de RNP (0 - 1)

oF, 0 og; constantes para el tiempo de decaimiento

VE; magnitud de ajuste del del feedback

V| ; magnitud de ajuste del Linking

VE; magnitud de ajuste del Umbral dinamico

B; Coeficiente de conexion de las actividades internas,

Mijui , W ijwi; Matrices de convolucion (Mascaras entrada 3 x 3)

S;;, Imagen de entrada

f, g constantes de decaimiento

h, magnitud de escalamiento para Y

Ui;, Entrada Feedback (Input- Solo Caso SCM)

Y es la imagen de salida de una RNP

indices (i,j) representan una posicion ya sea de la neurona o la imagen
indices (k,I) representan una posicion ya sea de la neurona o la imagen (vecinos de i,j)
n, numero de iteracion de la RNP

u, representa la media de la serie de tiempo
v, es una variable de tamafo n (nimero de iteraciones de la RNP) que toma el valorde n'y
descendiente a 0.

P, , es la probabilidad de que existan 1’s en la imagen binaria

P, , es la probabilidad de que existan 0’s en la imagen binaria
G[n], Serie de tiempo para Y
H[p], Entropia de Y

x es la tupla de 2 filas para el célculo de la distancia entre sus filas

m es la dimensién de la tupla

k es el indice de los elementos de la tupla

max es la funcién de encontrar al maximo de las tuplas

T es la transpuesta de la tupla de caracteristicas x

C~1es lainversa de la covarianza de las dos tuplas

m” es la media de los valores de la tupla de caracteristicas respetivas

gp[n], representa la secuencia de la entropia estandar (es la salida de la serie de tiempo), de la
imagen p

gq[nl, representa la secuencia de la entropia estandar (es la salida de la serie de tiempo), de la
imagen qg.
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Capitulo 1

Introduccion

Esta seccion describe a detalle la problematica que se requiere resolver y plantea las
metodologias implementadas para extraer caracteristicas de una imagen digital con la ayuda de
una RNP, se describe el objetivo general, que se subdivide en varios objetivos especificos. Asi
mismo se describen los alcances, limitaciones, metodologia y organizacion del documento de
tesis.

Las imagenes son procesadas por las redes neuronales pulsantes dando lugar a una secuencia de
imagenes binarias, estas imagenes contienen informacién de la imagen original pero no puede ser
utilizadas por contener demasiada informacion, por lo se utiliz6 una trasformaciéon de la
informacion de las iméagenes pulsantes resultantes (caracteristicas o0 descripciones),
representandola por medio de una serie de tiempo o “Firma” de la imagen, que es la
consecuencia de la sumatoria de los unos de las imagenes binarias pulsantes, cuyo
comportamiento se muestra en esta tesis.

1.1 Motivacion

La capacidad del cerebro humano para pensar, recordar y resolver problemas es la
inspiracion de muchos cientificos para intentar modelar a través de la computadora el
funcionamiento del cerebro humano [McCulloch, 1943].
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El cerebro humano tiene varias caracteristicas deseables para el funcionamiento de un sistema de
cémputo, como la tolerancia a fallas, la capacidad de generalizar y la velocidad con la que
detecta anormalidades en el ambiente, entre otras. En décadas pasadas, surgieron modelos de
Redes Neuronales Artificiales (RNASs) con diversas teorias sobre el funcionamiento de las Redes
Neuronales Bioldgicas. Un area en que se utilizan ampliamente dichas redes es el procesamiento
de imégenes. Al respecto existe gran cantidad de trabajos propuestos con RNAs, [Zhang, 2010],
[Chacon, 2011], [Ramirez, 2012], [Ebied, 2013], [Majid, 2014]. Lo anterior ha motivado a
revisar acerca de la contribucion de dichos trabajos en estudios anteriores.

Més recientemente ha surgido una nueva generacion de RNAs cuya caracteristica principal es su
naturaleza “pulsante”, similar a lo que ocurre en el cerebro bioldgico.

En este trabajo se desea evaluar de primera mano qué tan bien opera este tipo de RNAs para el
caso de extraccion de descripciones de imégenes digitales.

Finalmente las RNPs (Tercera Generacion) llaman la atencidn por su novedosa interpretacion del
funcionamiento de una neurona bioldgica especialmente de la corteza visual del gato, las RNPs
generan un tren de pulsos, méas cercanamente a como lo hace una neurona bioldgica.

1.2 Descripcion del problema

Las Redes Neuronales Artificiales se han empleado en muy diversos dominios,
destacando el area de Vision Artificial. Aunque se han obtenido buenos resultados, en general
existen aun problemas con la extraccién de caracteristicas de una imagen, pero usando las series
de tiempo de las Redes Neuronales Pulsantes (RNPs) para la obtencién de caracteristicas de una
imagen se espera obtener buenos resultados, segun la literatura. Las Redes Neuronales tipo
Pulsantes son una variante que extrae datos de una manera distinta a los anteriores paradigmas
neuronales y ya han sido aplicados en esta area de procesamiento de iméagenes digitales
[Lindblad, 2005] y [Ramirez, 2012].

El presente trabajo de tesis servira para experimentar y hacer una evaluacion adicional del uso y
aplicacién del paradigma pulsante para problemas donde la necesidad de extraer caracteristicas
sobre las imagenes es importante.
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1.3 Complejidad del problema

Cuando se requiere de la extraccion de caracteristicas de una imagen es importante que la
representacion sea Unica, es decir que sea invariante a la rotacion, escala y ruido. Las imégenes
binarias contienen abundante informacion y puede ser extraida como una caracteristica de una
imagen pero los datos pueden ser excesivos. Por lo tanto algunas transformaciones de las
imagenes binarias podrian representar a la imagen original. Aunque existen bastantes trabajos
relacionados con este tema, este problema sigue siendo complejo de resolver para ciertas
iméagenes.

Adicionalmente se considera que el modelo de RNP es mas sofisticado por tener un
comportamiento mas cercano al modelo bilégico que los modelos anteriores, porque toma en
cuenta nuevos descubrimientos sobre el funcionamiento del cerebro, en general de la corteza
visual, de ahi la complejidad del problema. Otro factor importante es que la obtencion
automatica de caracteristicas de una imagen digital sea guardada en una “Firma” o huella, y para
la recuperacion no sea necesaria toda una base de imégenes digitales.

1.4 Objetivo general

Analizar, implementar, experimentar y evaluar la RNASs tipo Pulsante, dentro del dominio
de Vision Artificial para problemas de reconocimiento de patrones a través de la extraccion de
caracteristicas o extraccion de descripciones® de una imagen.

1.4.1 Objetivos especificos

Los objetivos especificos de este proyecto se presentan a continuacion:

1) Desarrollar e implementar computacionalmente un paradigma neuronal pulsante.

2) Definir casos de prueba para las areas de pre-procesamiento de imagenes y extraccion de
caracteristicas dentro de la Vision Artificial para reconocimiento de patrones y realizar la
experimentacion correspondiente.

3) Identificar y aplicar un mecanismo de evaluacion para las redes neuronales tipo Pulsante.

4) Detectar las ventajas y desventajas de las RNP para extraer caracteristicas de una imagen.

! En este trabajo los términos “extraccién de descripciones” y “extraccion de caracteristicas” se emplean
indistintamente.
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1.4.2 Alcances y limitaciones del proyecto

Alcances:

Estudiar el &rea de RNAs tradicional.

Revisar los problemas tipicos de las RNAs en el dominio de Vision Artificial para el
area de extraccion de caracteristicas.

Estudiar e implementar la RNP y una variante Illamada SCM (por sus siglas en inglés
Spiking Cortical Model) importante para problemas de reconocimiento de patrones a
través de la extraccion de caracteristicas.

Experimentar con bases de datos de imagenes digitales conocidas en CENIDET para
la extraccion de caracteristicas.

Realizar un estudio comparativo con técnicas o algoritmos tradicionales pulsantes que
extraigan caracteristicas de una imagen. El tiempo de procesamiento no sera
relevante.

Comparar las RNPs contra técnicas tradicionales de extraccion de caracteristicas.

Limitaciones:

De ser posible se utilizardn mecanismos y medidas existentes en la literatura.

De ser posible no se propondra un nuevo mecanismo o medida para evaluar los
resultados.

El numero de imégenes a procesar estard limitado a las capacidades de velocidad y
almacenamiento de una PC tipica.

Las comparaciones se haran contra resultados presentados en la literatura o utilizando
software y herramientas ya desarrolladas (por ejemplo, OpenCV).

No se busca mejorar los resultados sino mas bien detectar con claridad las ventajas y
desventajas de la RNP para la extraccion de caracteristicas de una imagen.

1.5 Justificacion y beneficios

En el CENIDET adn no se ha generado investigacion respecto a Redes Neuronales
Pulsantes para extraer caracteristicas de una imagen. Por esta razon en el presente trabajo se
pretende crear una nueva perspectiva que aporte a la solucion de algunos de los problemas en
este campo, tales como la calidad o la complejidad de paradigma para extraer caracteristicas de
una imagen.
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En el presente proyecto se propone implementar y evaluar Redes Neuronales tipo Pulsante, para
el reconocimiento de patrones a través de la extraccion de caracteristicas por medio de la firma o
huella de la imagen. De los resultados se obtendra datos para comparar las distintas diferencias
que poseen las técnicas descritas en este trabajo de investigacion en extraccion de caracteristicas.
Estas evaluaciones permitirdn aumentar la certeza para determinar qué técnica resulta mas
apropiada o recomendable para la extraccion de caracteristicas de una imagen.

1.6 Organizacion de la tesis

Este documento estéd estructurado de la siguiente manera. En el capitulo 2 se incluyen
trabajos relacionados con las RNPs; estos trabajos son tomados principalmente de capitulos de
libros, revistas y articulos.

El capitulo 3 contiene la descripcion detallada de las areas involucradas para realizar la
experimentacién correspondiente de las RNPs. Primero se aborda el tema de Vision Artificial
que incluye la vision humana y como se compone la vista (especialmente la corteza visual);
después se describird una neurona bioldgica y su funcionamiento asi como el funcionamiento de
una neurona artificial; extraccion de caracteristicas, medidas de similitud; por ultimo se explicara
el funcionamiento de una neurona artificial pulsante, que es la parte central de la investigacion.

El capitulo 4 explica el motivo de la seleccion de las modificaciones al modelo principal de una
red neuronal artificial pulsante y el proceso de seleccién de firmas.

El capitulo 5 muestra un conjunto de experimentos relacionados con RNPs, que se seleccionaron
utilizando una base de datos de 30 imagenes.

El capitulo 6 de este trabajo de investigacion, resume lo alcanzado en este trabajo.

Al final de todos los capitulos se proporciona toda la Bibliografia citada en el presente
documento de tesis.



Capitulo II

Estado del Arte

En este capitulo se presentan los enfoques y herramientas actuales en el dominio de la
Red Neuronal Pulsante (RNP) o PCNN por sus siglas en inglés (Pulse-Coupled Neuronal
Network) y variantes, que fueron encontrados en diversas publicaciones, creando asi una idea
general de la concepcion actual de las Redes Pulsantes en el dominio de extraccion de
caracteristicas de imégenes digitales. Las propuestas son clasificadas de acuerdo a:

a) Dominio de la Red Neuronal Pulsante en el area de extraccion de caracteristicas de
iméagenes digitales.
b) Variantes del modelo RNP.

A continuacion se resumen los trabajos recopilados que han sido analizados en el CENIDET vy el
extranjero con RNPs. Con base en la informacién recopilada se desarrolla un analisis del
problema y se disefia una propuesta de solucion.

2.1 Antecedentes

En este apartado se describen algunas investigaciones realizadas en CENIDET vy el
extranjero relacionadas al tema citado en esta tesis, relatan las circunstancias para comprender la
evolucion de las RNPs y determinar la interpretacion correctamente de las RNA (Primera y
segunda generacion) en funcion de algunas de las aplicaciones dadas a continuacion.
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2.2.1 Trabajos en CENIDET relacionados con Redes Neuronales Artificiales

Reconocimiento de patrones de fallas en generadores eléctricos empleando redes
neuronales artificiales [Rocha, 1991]

Plantea el uso de RNAs para reconocer patrones de fallas en generadores eléctricos, evalua el
desempefio de los paradigmas: Backpropagation, PHAF Il y Radial Basis Function (RBF), y en
base a los resultados obtenidos determina que PHAF I, es la que mejor desempefio tiene entre
las comparadas, por esa razén realiza su implementacion en el Sistema Computacional prototipo
denominado “Diagndstico de fallas en generadores eléctricos con redes neuronales (DIFGREN)”
el cual permite, diagnosticar fallas en generadores eléctricos de forma automatica mediante la
interpretacion de registros graficos obtenidos en tiempo real.

Implementacion de una red neuronal hologréafica para el control de un brazo robético
articulado [Hernandez, 2003]

Se trabaja con una RNA hologréafica para el control de un brazo robotico articulado la cual fue
evaluada contra una RNA del tipo Backpropagation encontrando que la Gltima so6lo reconoce
figuras en imagenes con maximo 20% de ruido y la primera logra hacerlo en imagenes con hasta
30% de ruido por lo que con base en esta superioridad la implementa en un simulador de control
para dicho robot.

Metodologia para el disefio de sistemas hibridos Neuro-Simbolicos aplicados a problemas
de inspeccidn visual [Cruz, 2010]

Presenta una metodologia para desarrollar sistemas computacionales que simulan el
comportamiento humano durante la toma de decisiones de control de calidad y reconocimiento
de patrones, en la que a través de diversas etapas desarrolla estrategias para la integraciéon de
sistemas neuronales, simbolicos y numéricos. La red que implementa en su trabajo es el
Perceptron ya que debido a sus caracteristicas es la que mejor se integra a la metodologia
planteada.

Control embebido de un vehiculo guiado automéaticamente mediante redes neuronales
artificiales [Martinez, 2012]

Aplica las RNAs en el control de un vehiculo guiado automaticamente, especificamente
implementa una red neuronal recurrente de alto orden (RHONN por sus siglas en inglés) en el
control embebido de dicho vehiculo y lo compara contra los resultados obtenidos previamente
por [Camarena, 2009], encontrando que el control usando la red RHONN tiene un mejor
desempefio.
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2.2.2 Trabajos en CENIDET relacionados con Vision Artificial

Indexado y recuperacion de imagenes por contenido [Troncoso, 2007]

Esta tesis consistio en realizar un sistema de indexado Yy recuperacion automatica de
iméagenes, es decir, realizar un sistema CBIR (Content-Based Image Retrieval). Para la
busqueda de las imagenes se implementaron dos criterios: por una descripcion textual o
dada una imagen o sub-imagen de referencia. Se utilizaron texturas con agua, con
arboles, con montafias y flores, se definieron sub-categorias, para la categoria agua, tierra o
arena, piedras y cielo; para la categoria arboles son: arbol, tierra o arena, pasto y cielo.

Caracterizacion automatica de imagenes en un dominio transformado [Galeana, 2008]

Este trabajo de tesis permitié verificar que si trasformando el dominio de la imagen, se puede
obtener una mejor caracterizacion o descripcion de su contenido, en comparacion con los
procesos tradicionales que se hacen a las imagenes en la etapa de segmentacion. Este enfoque
propuesto en esta tesis se basa en que se aplique a las regiones de interés ciertas trasformaciones
a los pixeles que permitan obtener descriptores independientes de las formas o colores de los
objetos, en los casos en que los objetos que pertenecen a la misma clase no tienen un color o
forma unica.

Se trabajo con las siguientes categorias: paisajes con flores, paisajes con arboles, paisajes con
montanas, piel y construcciones. Se implementaron transformadas en el dominio: wavelets (Haar,
Daubechies 4, Daubechies 5 y Daubechies 8), de color (RGB normalizado, HSI, YQQ, YES,
XYZ, CIE Luv, CIE Lab, CMY y YCbCr) y paramétrico (Hough para lineas), con sus
respectivos descriptores.

Los resultados muestran que el dominio paramétrico y el de color, bajo este conjunto de
descriptores, son mejores que el dominio original y que en el dominio wavelets se obtienen
buenos resultados cuando se trabaja con variaciones de escala, traslacion e iluminacion.

Recuperacion automatizada de imagenes mediante la implementacion de descriptores del
estandar MPEG-7 [Pérez, 2014]

Esta investigacion fue desarrollada por [Pérez, 2014]. Realiza la recuperacion de iméagenes
utilizando descriptores del estdndar Multimedia Content Description Interface (MPEG-7), para
lo cual se desarrollo un sistema denominado Recuperacion de Imagenes por Ejemplo (RIPE)
aplicando los descriptores MPEG-7 de color y textura denominados Color Layout Descriptor
(CLD) y Edge Histogram Descriptor(EHD).Para la experimentacion se utilizaron cuatro
datasets, tres de éstos empleados en la literatura y uno elaborado por este autor. Se comparé el

8
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rendimiento del sistema elaborado por [Troncoso, 2007] contra la implementacion del sistema
basada en MPEG-7 y se obtuvieron resultados parecidos al usar el descriptor CLD. Para medir
los resultados de recuperacion de imagenes, se utilizo el Average Normalized Modied Retrieval
Rank (ANMRR). Con base en los resultados se propuso usar cinco medidas de distancia para
mejorar la recuperacion de imagenes empleando el descriptor de textura.

Implementaciéon y Evaluaciéon de Redes Neuronales Artificiales tipo “Pulse - Coupled
Neural Networks”(PCNN) aplicadas a Vision Artificial [Cardenas, 2015]

Dentro de este trabajo de tesis se propone incursionar en el tema de Redes Neuronales Pulso
Acopladas, para detectar las ventajas y desventajas de este paradigma PCNN, al ser aplicadas.

Se realiza un estudio de las variantes de las RNPs para el proceso de deteccion de bordes y
segmentacion de imagenes y se comparan los resultados contra otras técnicas de deteccion de
bordes tradicionales, al igual que los tiempos de procesamiento entre una metodologia y otra. A
futuro se busca hacer experimentos con imagenes médicas.

2.2.3 Trabajos relacionados con Variantes del modelo RNP

En esta categoria se presentan los trabajos que parten del modelo RNP, ya sea de manera
simplificada o realizando una fusion con otra metodologia, para el pre-procesamiento y
extraccion de caracteristicas de imagenes.

Aplicaciones de la RNP [Jhonson, 1999]

Este trabajo describe las redes neuronales pulsantes y principalmente el campo de modulacion, se
demuestra que es una caracteristica universal de cualquier modelo bilégico de dendritas. Se
revisan las aplicaciones e implementaciones de la RNP y describe en detalle el modelo RNP para
la extraer caracteristicas de una imagen.

Procesamiento de imagenes médicas con ICM [Kinser, 2004]

Kinser describe el mecanismo de funcionamiento de la variante Intersecting Cortical Model
(ICM) la cual permite obtener imagenes de pulso largo a través de varias iteraciones en donde se
pueden encontrar segmentos, bordes y texturas que pertenecen a la imagen de entrada, con lo que
se puede crear un motor de reconocimiento de la textura del espectro de los pixeles individuales
en donde a partir de regiones seleccionadas se desarrolla una biblioteca de reconocimiento. La
precision de este método depende de la representante de las firmas y su clasificacion, por lo que
dentro de las imagenes médicas se puede lograr que los parasitos puedan ser rapidamente
reconocidos. Una de las ventajas notorias que mencionan en ésta metodologia es que la ICM
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estd utilizando firmas para representar objetos y que a su vez puede extraer las caracteristicas
internas de los objetos y representarlos con estas firmas.

Adelgazamiento de iméagenes binarias usando auto-ondas generadas por una PCNN
[Shang, 2006]

Esta investigacion se centra en las imagenes binarias, ya que una red neuronal pulsante genera
auto-ondas de los objetos viajando en diferentes direcciones. Se hace un estudio a partir de los
experimentos, donde muestran una eficiente extraccion del esqueleto de las imagenes
procesadas. Finalmente propone un nuevo algoritmo pulsante para mejorar los contornos del
esqueleto y de menos costo.

Simplificacion de la PCNN para la extraccion de caracteristicas mediante la matriz de
tiempo [Liu, 2012]

Existen técnicas de extraccion de caracteristicas que tratan de hacer coincidir la mayoria de los
puntos destacados de una imagen contra otra. La matriz de tiempo de una imagen es una matriz
del mismo tamafio de la imagen y guarda en que tiempo fue disparada la neurona, es decir es un
historial de cada neurona. De esta forma se guarda informacidn espacial de la imagen, ya que los
puntos destacados son disparados siempre en el mismo tiempo. Asi mismo hacen una
modificacion a la PCNN, para que las neuronas sean disparadas en un mayor tiempo. El
experimento muestra buenos resultados para las imagenes escaladas y con rotacion.

PCNN simplificada para detectar defectos textiles por [Shi, 2007]

Esta investigacion describe un método de segmentacion de imagen basado en la simplificacion
de una RNP por Shi, para detectar defectos textiles, ya que detecta rasgos delicados de defectos
complicados por las variaciones del tejido en las texturas y los cambios en los factores
ambientales (por ejemplo, iluminacion, ruido). A través de un nuevo pardmetro describen la
diferencia de contraste en la fila y la columna entre la imagen analizada y una imagen libre de
defectos de la misma tela, el cual llaman desviacion del contraste (DOC). A través de las
evaluaciones que pudieron observar y los datos cuantitativos de las imagenes tomadas con una
camara de barrido lineal y las imégenes de la base de datos TILDA prueban que el método
simplificado de RNP es eficaz y robusto para la segmentacion de defectos.

Nuevo modelo cortical de pulsos para la recuperacion de textura invariante y
procesamiento de iméagenes [Zhan, 2009]

Este articulo analiza y propone a partir de estudios relacionados con modelos neuronales
pulsantes artificiales, el modelo cortical de pulsos (SCM).

10
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Describe algunos meétodos populares de extraccion de texturas, ademas del modelo cortical de
pulsos (SCM), seguido de una breve analogia entre filtros digitales recursivos de primer orden y
las neuronas del cuerpo humano. Asi mismo realiza una comparacion entre Redes Neuronales
Pulso Acopladas, el Modelo Cortical de Pulsos (SCM) y el Modelo de Interseccion Cortical
(ICM).

La aportacién consiste en un esquema de recuperacion de caracteristicas invariantes que es eficaz
en la extraccion de la rotacion y escala (segun los resultados experimentales) y se presenta un
nuevo modelo cortical junto con las ventajas que se obtienen al ser utilizado con otras
aplicaciones de procesamiento de imagenes, lo cual es importante ya que mejora la supresion de
ruido de las imagenes y se realiza una segmentacion de imégenes y deteccion de bordes
mejorando la clasificacion de texturas invariantes y el sistema de recuperacion de estas mismas.

Simplificacion de la PCNN [Xiao, 2009]

Los modelos PCNN modificados requieren de un nimero de iteraciones (su realimentacion) y el
efecto del ruido en un cierto punto. Con el fin de reducir ain mas la complejidad computacional
y el efecto del ruido en las imagenes, Xiao propone un modelo simplificado basado en la Red
PCNN, como se muestra en la Figura 2.1

|——'¢.

e e I | )(:lh:?-

-~ 1F ~ U Y
i . I"I_/ | 1\x_,'l Umbra
Campo ‘Campo de © Generador

receptivo  modulacion de pulsos

Figura 2.1 Modelo simplificado de una PCNN

El modelo propuesto elimina en primer lugar todos los integradores con fugas en el campo de
alimentacion y el campo de enlace, y los integradores con fugas idénticas, lo que reducira las
iteraciones. La entrada en el linking L;; esta sdlo para recibir los estimulos externos Lj;, que no era
una variable en el tiempo, pero una constante para una imagen de entrada. Esta simplificacién
fue la modificacion fundamental del algoritmo PCNN estudiado. Asimismo, la funcion de paso
fue eliminado, y el umbral U;; fue una constante ajustada manualmente para controlar el disparo
de toda la red. Los parametros reservados en el modelo simplificado PCNN eran Wija, Sy 6.

En este estudio el modelo propuesto se utilizo para extraer el contorno de la imagen con poco
ruido, por lo que en un trabajo futuro proponen evaluar la robustez de la red.
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Imagen RS con Segmentacion Automatica PCNN y la entropia [Zhang, 2010]

En esta propuesta utiliza la entropia de informacion como herramientas para evaluar el efecto
del tratamiento de la imagen, es decir, cuanto mayor es el valor de la entropia de informacion
mejor sera la imagen. Ademas proponen un algoritmo de segmentacion de RNP basado en el
principio de maxima entropia, el cual determina el nimero de ciclo con la entropia méxima con
el fin de realizar la mejor segmentacion de la imagen automéaticamente en funcion de las
regiones. A partir de sus experimentos determinan que el modelo de Red neuronal Pulsante es
efectivo para la segmentacion de imagenes.

Reduccion de ruido usando un Algoritmo genético basado en una RNP [Zhang, 2011]

El articulo describe la falta de definicion del borde. En consecuencia, en este trabajo presenta un
método de adaptacion de un algoritmo genético basado en el modelo de RNP, para descartar el
ruido gaussiano blanco aditivo. A diferencia de los métodos basados RNP convencionales, GA-
PCNN utiliza un filtro de difusion anisotrdpica para reemplazar el filtro de mediana y optimiza
los parametros de una RNP simplificada mediante algoritmo genético adaptativo. Los resultados
indican que GA-PCNN tiene un mejor rendimiento que las técnicas de eliminacion de ruido
anteriores, es decir, filtro mediana, los métodos basados en filtros de Wiener, filtra difusion
anisotropica y la RNP convencional.

Aplicaciones de una Red neuronal pulso acoplada (Extraccién de caracteristicas) [Ma,
2010]

El Capitulo 7 del libro Applications of Pulse-Coupled Neural Networks, describe detalladamente
la salida de una RNP dada una imagen, muestra que aun distorsionando la imagen en rotacion,
escala y ruido la “firma” de la imagen en invariante. Muestra lo fuerte que pueden ser las RNP
para extraer caracteristicas de una imagen con el objetivo de reconocer el objeto y que la “Firma”
sea una representacion o caracteristica Unica de la imagen original pero aunque la informacion de
las imagenes binarias contienen mucho informacion de una imagen, también se muestra el uso de
trasformadas binarias o formas de representacion de la “Firma” original.

Clasificador de Series de tiempo para segmentacion de texturas PCNN-FCM [Chacon, 2011]

Esta propuesta se centra en la segmentacion de texturas apoyandose de una RNA la cual permite
obtener un mejor procesamiento de los datos. Debido a que la segmentacion de imagenes no es
una tarea facil, se implement6 el modelo RNP para investigar su potencial junto con el algoritmo
Fuzzy c-means (FCM) y propone una segunda etapa de segmentacion a través de operaciones
morfoldgicas. El hallazgo mas importante en el estudio de Chacon es que en el método de
evaluacion los experimentos de sensibilidad al brillo, sensibilidad con respecto a la textura y
sensibilidad a la textura de adyacencia, indico que la funcion de series de tiempo de la RNP
logro capturar informacion excluida por otros modelos en las texturas primitivas.
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Modelo Simple de PCNN (S-PCNN) [Wei, 2011]

En esta investigacion [Wei, 2011] estudia un modelo simple de RNP (S-PCNN) vy aplica la
segmentacion de iméagenes, abordando el ajuste automatico del umbral de decaimiento constante
de tiempo y presentando un nuevo estandar de seleccion de salida de la RNP. En base a su
analisis se determina que una buena segmentacion por RNP ocupa de todos los parametros
expuestos durante el procesamiento y se describe 4 contribuciones principales:

Un nuevo método basado en el modelo simplificado de RNP que se propone para segmentar las
iméagenes automaticamente. Los ajustes de parametros se estudiaron para asegurar que el umbral
de decaimiento de S-PCNN se ajustara adaptativamente de acuerdo con las caracteristicas
generales de la imagen.

Basado en la serie de tiempo en S-PCNN, un simple criterio de seleccion de los resultados finales
se presenta para promover la eficiencia del método propuesto.

Construccion y evaluacion de una Red Neuronal tipo “Adaptative Bidirectional Associative
Memory” [Morales, 2013]

Este trabajo de tesis evalia las RNAs del tipo Adaptative Bidirectional Associative Memory
(ABAM) para medir su capacidad de filtrar ruido a través de la aplicacion “ABAM Evaluator”,
la cual permite entrenar la RNA, probar la recuperacién de iméagenes y medir el tiempo requerido
para realizar dicha recuperacion.

La RNA de tipo ABAM implementada procesa imégenes en blanco/negro; las imagenes en
escala de grises y de color real son procesadas por una variante de BAM. Ademas presenta una
mejora al algoritmo original de las ABAM con el fin de habilitarla para trabajar con imagenes
afectadas por ruido, obteniéndose un muy buen filtrado de ruido.

Otros trabajos relacionados

La Tabla 2.1 muestra un resumen de otros trabajos relacionados con distintas RNPs, lo que
indica popularidad del modelo neuronal pulsante.

13
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Tabla 2.1 Trabajos relacionados con RNPs

Articulo Técnica Datos Resultados Observaciones
[Haiyan, 2008] | Algoritmo Imégenes SAR El nuevo algoritmo | Segmentacion de
basado  en | en escala gris requiere solo de | imagenes SAR
PCNN una iteracion
[Wang, 2010] Algoritmo Imagenes de Multi PCNN con | Segmentacion de
basado en | texturas en escala | Gabor Wavelet imagenes con filtros
multi-PCNN | de grises Gabor y multi-PCNN
[Ma, 2010] Algoritmo Iméagenes en Comparacion entre | Reduccion de ruido
basado en escala de grises dos métodos Aditivo
PCNN con ruido Aditivo | propuestos con
PCNN vs filtro
mediana y wiener
[Shuiming, Algoritmo Imagenes en Muestran las Reconocimiento de
2010] basado en escala de grises, | diferencias entre imagenes con ruido
PCNN con ruido Aditivo | “Firmas” con la Impulsivo y Aditivo
e Impulsivo distancia euclidea
[Francis, 2012] | Neuronas Anadlisis tedrico | Formalismo teorico | Investigaciones empiricas
acopladas del acoplamiento de la sincronizacion entre
de dos neuronas dos neuronas, basado en
los "histogramas de
correlacion cruzada’

2.2.4 Trabajos relacionados

caracteristicas

con Redes Neuronales Pulsantes y extraccion de

El dominio de las Redes Neuronales Pulsantes ha sobresalido en la Gltima década dentro
del entorno de extraccion de caracteristicas de imagenes digitales. En esta seccion se concentran
los trabajos que hacen uso del paradigma pulsante para el procesamiento de imagenes, en donde
cada uno de los trabajos colaboro con la interpretacion y el funcionamiento para la aplicacion de
una RNP.

Modelos RNP (Red neuronal pulsante) [Johnson, 1999]

En la investigacion de [Johnson, 1999] describe el modelo de RNP, en donde el término
“modulacion de campo de enlace” (linking) se muestra como una caracteristica universal
observable en cualquier modelo basado en una red neuronal con dendritas, o interconexiones
neuronales. Ademas de las diversas aplicaciones de las Redes Pulso Acopladas, se hace un
estudio de la dinamica electroquimica de las neuronas y se menciona que la mayoria de los
trabajos relacionados con los modelos bioldgicos se han preocupado principalmente por los
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algoritmos adaptativos para clasificadores de datos, como en el caso del procesamiento de
iméagenes.

Se realizan dos comparaciones entre un modelo de celdas y un circuito equivalente, en donde el
primero muestra el cuerpo de la célula con el comportamiento de las dendritas (ver Figura 2.2)
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Figura 2.2 Modelo neuronal de 2 compartimentos a) modelo de compartimiento b) circuito equivalente

Redes neuronales artificiales para el procesamiento de imagenes, una revision de la ultima
década [Ramirez, 2011]

Este trabajo analiza el amplio uso de las Redes Neuronales en el campo del procesamiento de
imagenes, en una revision de 200 articulos donde se documentan algoritmos que utilizan alguna
arquitectura de Redes Neuronales Artificiales para tareas de clasificacion, reconocimiento o
segmentacion en imagenes digitales. Ademas esta revision presenta los distintos modelos de
redes asi como sus modificaciones y aplicaciones (ver Figura 2.3). Asi mismo se documentan
algunos aspectos de nuevas redes neuronales incluyendo los modelos pulsantes. De acuerdo al
analisis de este estudio, la segmentacion fue la aplicacion mas comdn de varias arquitecturas de
RNA, ya que es dificil extraer con métodos clasicos de procesamiento formas irregulares que no
tienen un patron tan repetible.
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Proc/Red ART CNN MLPBP ONN RNN PRNN RBFNN SOM OTRAS TOTAL

NR 0 0 0 0 1 0 0 0 0 1
TS 0 2 0 1 1 4 0 1 1 10
vs 1 2 0 0 0 0 0 3 2 8
cs 0 8 0 0 1 1 1 1 1 13
SS 2 6 10 9 4 5 7 5 5 53
Ct 9 0 0 0 2 0 1 2 1 15
CrS 2 1 1 0 0 0 1 7 1 13
CL 15 0 5 2 3 5 10 1 2 43
VR 1 0 0 0 2 0 0 0 0 3
OTROS 2 1 0 1 0 0 2 2 8
TOTAL 30 21 17 12 15 15 20 22 15 167
ART CNN ONN PCNN RNN PRNN RBF NN SOom OTRAS MLP, BP
ART MMAP  DCNN LEGION ICM Elman PNN Autoadaptiva SOFM Cadticas
Jordan
MARTMAP  SON PCNN Lotka WPNN FCM RBFNN  PSOM Neurodifusas MLP GMP
multicanal Volterra
RNN
SFAM TCNN Encadenamiento DCRNN GMM NeuroRBFNN  FCNN TCAN MLP pesos
unitario gaussianos
PoCNN RNNBP RNA aleatoria SOTFN TDNN
CTCNN 10 RNN SASOM FNMN
LSTM RNN SOBS Membrana
excitable
Hopfield SOTM

Figura 2.3 Tipos de procesamiento realizado por las RNA. RNA y sus variantes encontradas

Tres Aplicaciones para el procesamiento de imagenes con RNP [Chacon, 2007]

Este trabajo presenta tres aplicaciones para el procesamiento de imagenes de la Red Neuronal
Pulsante.

La primera aplicacion o esquema como le es llamado en este estudio es llevado a cabo con el fin
de obtener una vision del comportamiento del paradigma RNP a través de la segmentacion.

La segunda esta relacionada con la localizacion automatica de objetivos (ATL).
Y la tercera con el reconocimiento de rostros a través de la extraccion de caracteristicas.

Los resultados que se obtienen a partir de estas tres aplicaciones permiten sugerir que la RNP
puede considerarse como un buen elemento pre-procesador para los sistemas de vision,
proporcionando un mejor rendimiento ya que se demostrd a través de los experimentos
realizados el potencial de la Red para generar informacion util sobre todo en tareas de
segmentacion y extraccion de caracteristicas.

Ademas muestra las aplicaciones en sistemas hibridos electro-6pticos los cuales fueron la
primera implementacién de una RNP y en donde estas abstracciones pueden centrarse en la
utilidad practica y la aplicacion eventual de hardware automatizado de las RNPs.
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2.3 Analisis del problema

A continuacion se presentan los problemas relacionados con la presente tesis y se
describe de forma general la solucion propuesta para realizar una descripcién de imagenes
naturales invariante a cambios de escala, rotacion y ruido.

2.3.1 Problemas relacionados con las imagenes de texturas naturales

Para seleccionar las categorias de las texturas naturales con las que se trabajo, se reviso el
estado del arte y se analizd cudles son las texturas naturales utilizadas con mas frecuencia. En la
Tabla 2.2 se detalla informacion del articulo o tesis, las clases de texturas utilizadas y el nimero
de imagenes que se emplean.

Con base en la informacion presentada en la Tabla 2.2 se seleccionaron los tipos imagenes
naturales que se utilizaran en esta investigacion, las cuales son: flores, césped y montafias. En la
Tabla 2.3 se presenta un resumen de las categorias de imégenes de texturas que se usan en esta
tesis. También se describen algunos problemas que se presentan al utilizar estas categorias.

Tabla 2.2 Tabla de bases de imagenes del CENIDET

Autor Tesis Clase No. Imagenes
[Pérez, 2015] Meétricas y funciones de semejanza para e Flores
texturas. Tesis de Maestria en Ciencias e Montafia
Computacionales e Pasto
[Avellaneda, 2009] Caracterizacion de texturas naturales. Tesis e Arboles 243
de Maestria en Ciencias Computacionales e Arena 163
e Cielo 194
e Montafia 142
®  Nubes 200
[Galeana, 2008] Caracterizacion Automatica de Imégenes en e Flores 100
un Dominio e Cielo 100
Transformado. Tesis de Maestria en Ciencias e Arboles 100
Computacionales e Montafias 100
[Troncoso, 2007] Indexado y Recuperacion de Imégenes por e Playay mar 5,195
Contenido. Tesis de Maestria en Ciencias en e Montafias
Computacionales e Bosques
e Rios
e Lagos
e Desiertos
e Flores
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Tabla 2.3 Problemas con iméagenes de prueba

Categorias Problemas

Flores e Variedad de flores

e Variedad en la tonalidad de un tipo en especifico de flor
e Variedad en la forma de un tipo en especifico de flor

e Irregularidad de la flor en las partes del mismo objeto

Césped e Variedad en la tonalidad

e Variedad en la forma y tamafio

e Irregularidad del césped en distintas partes del mismo objeto

o Al presentar un tamafio grande de sus elementos tiende a confundirse con la clase arbol

Montafias e Variedad en la tonalidad

e Variedad en la forma y tamafio

e Existencia de més clases en la categoria montafias como: arboles, césped y nieve
e Irregularidad de la montaria en las partes del mismo objeto

2.4 Propuesta solucion

Para cumplir con el objetivo planteado en esta tesis, se propone resolver el problema
siguiendo los pasos de un modelo que se compone principalmente de 2 etapas: la primera
concerniente al tratamiento del paradigma pulsante y las ecuaciones aplicadas para la extraccion
de caracteristicas; la segunda referente a la aplicacion de las métricas de semejanza.

Para realizar el tratamiento de las imagenes se desarrollan procedimientos que permiten
convertirlas en informacion compatible con las técnicas a implementar. Los procedimientos
dependen del modelo matematico aplicado, pero la entrada para los paradigmas presentados en
esta tesis son las imagenes principales a color que son convertidas a imagenes a escala de grises.

2.5 Discusion

Después de realizar la revision de los trabajos relacionados desarrollados tanto en el
CENIDET como en el extranjero, la presente propuesta de tesis abre este promisorio campo de
estudio de RNPs para la extraccion de caracteristicas.

Aunque en el trabajo de [Cardenas, 2015] también se aplican las RNPs, el dominio abordado ahi
es en la deteccion de bordes y regiones; en cambio, en el presente trabajo, el dominio es la
obtencion de "Firmas" o huellas de una imagen digital que son formadas a través del total de
unos que forman las imégenes binarias que la RNP procesa (caracteristicas o descriptores).

Esta revision del estado del arte indica que el modelo de RNP es util para el procesamiento de
iméagenes en el area de extraccion de caracteristicas de imagenes. Los problemas que existen para
determinar los pardmetros correctos, como menciona [Wei, 2011], no permiten explotar con

18



Mario Bismarck Zarate Galindo Capitulo II Estado del Arte

certeza el buen funcionamiento de la Red. Las simplificaciones al método [Shi, 2007] y las
variantes como en [Xiao, 2009], permiten mejorar los resultados o de alguna manera optimizar la
metodologia PCNN. Se encontr6 que las Redes Pulso Acopladas ICM estan siendo utilizadas
para trabajar con imégenes médicas y que ha sido un buen mecanismo para lograr que parasitos
puedan ser reconocidos rapidamente [Kinser, 2004]. Las Redes Pulso Acopladas SCM segun la
literatura prometen extraer caracteristicas de las imagenes digitales con una reduccién en el
modelo matematico, reduciendo memoria computacional.

Aln se siguen estudiando las variantes de PCNN para la extraccion de caracteristicas de
imagenes digitales y se siguen comparando los resultados contra otras técnicas de extraccion de
caracteristicas tradicionales tales como momentos invariantes [Hu, 1962], descomposicion de
rango, caracteristicas vs templates, template matching, media, moda, mediana de la imagen, al
igual que los tiempos de procesamiento entre una metodologia y otra.

El avance de nuevos descubrimientos y formas de conectar una RNP hace que surjan nuevos
modelos, cada uno con diferentes mejoras segun su propdsito u objetivo, lo cual abre
posibilidades de mejorar los algoritmos.

La presente tesis busca evaluar a las RNPs cuando son aplicadas al problema de extraccion de
caracteristicas, con el fin de obtener informacion sobre las ventajas y desventajas de este tipo de
Redes y determinar su utilidad practica, en particular para futuros trabajos de investigacion en
CENIDET.
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Capitulo III

Marco Conceptual

En este capitulo se describen los conceptos generales necesarios para llevar a cabo el
proyecto de tesis. Se mencionan y describen los temas principales, desarrollados del mas general
al mas particular. Los topicos a tratar son: Elementos de las Redes Neuronales Artificiales,
Vision Artificial (VA), Redes Neuronales Pulsantes (RNPs), Extraccion de caracteristicas.

3.1 Elementos de las Redes Neuronales Artificiales (RNAs)

3.1.1 Laneurona bioldgica

Una RNA es un modelo matematico inspirado en el comportamiento bioldgico de las
neuronas. Existen tareas muy complejas, como el reconocimiento y clasificacion de patrones,
que demandan tiempo y esfuerzo adn en los dispositivos mas potentes y en donde el cerebro
humano es mas apto para resolver dichas tareas, a veces sin aparente esfuerzo.
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Figura 3.1 Neurona biol6gica y sus partes principales

Se estima que hay 26,000 millones (2.6 x10*°) de neuronas en el cerebro humano. El tamafio y
forma de las neuronas es variable, pero todas poseen las mismas subdivisiones anatdmicas
[Delgado, 1998].

La Figura 3.1 [Marrero, 2007] muestra un esquema simplificado de un tipo particular de neurona
biolégica comin, compuesta por: Soma, Dentritas, Ax6n, Sinapsis. Soma es el cuerpo que
contiene el nucleo y se encarga de las actividades metabdlicas de la neurona y recibe
informacidn de otras neuronas a través de sinapsis.

Dendritas que se especializan en la recepcion de sefiales de otras células nerviosas por medio de
conexiones sinapticas.

El Ax6n es quien permite enviar impulsos a otras células nerviosas. Cuando el axén esta cerca de
sus células destino se divide en muchas ramificaciones que forman sinapsis con el soma o
axones de otras células.

Sinapsis es la conexion entre dos células nerviosas. Las sinapsis pueden ser excitatorias o
inhibitorias segin el neurotransmisor que se libere; la neurona recibe aproximadamente de
10,000 a 100,000 sinapsis y su axén realiza una cantidad similar de sinapsis.

Las sefiales se propagan de una neurona a otra mediante una reaccion electroquimica. Las
sinapsis liberan sustancias quimicas transmisoras y entran a la dendrita, con lo cual se eleva el
potencial eléctrico del cuerpo de la célula. Una vez que se rebasa un cierto limite, se envia al
axon un impulso eléctrico. El impulso se difunde a través de las ramas del axon llegando
finalmente a la sinapsis y liberando transmisores en los cuerpos de otras neuronas. Las sinapsis
que aumentan el potencial se conocen como excitadorasy las que lo disminuyen
como inhibidoras. Estos mecanismos constituyen el fundamento del aprendizaje en el cerebro.
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3.1.2 Redes Neuronales Artificiales

Las RNAs (Redes Neuronales Artificiales) son sistemas de procesamiento de la
informacion cuya estructura y funcionamiento estan inspirados en las redes neuronales
bioldgicas [Montafio, 2002]. Consisten en un conjunto de elementos simples de procesamiento
Ilamados nodos 0 neuronas conectadas entre si por conexiones que tienen un valor numérico
modificable llamado peso. Los valores de las entradas que recibe de otras unidades conectadas a
ella se suman, para comparar esta cantidad con el valor de umbral y si lo iguala o supera envia la
activacion o salida a las unidades conectadas. Tanto las entradas que la unidad recibe como las
salidas que envia dependen a su vez del peso o fuerza de las conexiones por las cuales se realizan
dichas operaciones [Delgado, 1998] (ver Figura 3.2)
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Entradas

Figura 3.2 Modelo simplificado de la Neurona

Las entradas son Xx; ;—;... », las sinapsis se modelan por los pesos w;. La neurona se dispara si la
suma ponderada de las entradas excede el valor umbral wp, en este caso la salida de la neurona
toma uno de los dos valores (-1, +1). En notacién matematica. Ecuaciones 3.1y 3.2

y =0 (Xicg wix; + wp) (3.1)
-1,6<0
o(6) = {+1,9§ ) (3.2)

La funcién a(8) se denomina funcién de activacion [Delgado, 1998]. Estas redes surgieron a
partir de las ideas en la publicacion de [McCulloch, 1943] [Rumelhart, 1986] porque se postula
que las neuronas funcionan como dispositivos booleanos. Este postulado fue criticado como
teoria bioldgica, pero permitié generar una neurona como un modelo lineal seguido de una
funciéon de activacién booleana. Aqui, la funcion lineal representa la sinapsis (union entre
neuronas) y la agregacion de la informacion, mientras que la funcion no lineal (limitador duro,
umbral I6gico o funcidn escalon) representa el procesamiento que hace la neurona.
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Este tipo de redes, debido a las caracteristicas mencionadas, pertenece a la primera generacion de
RNAs. El Perceptron fue el primer modelo de red neuronal, el cual utiliza basicamente la
neurona artificial de la Figura 3.3

El mayor problema con el Perceptron es que no puede resolver problemas no lineales (por
ejemplo, XOR). La combinacion de varios perceptrones simples podria resolver ciertos problemas
no lineales pero no existia un mecanismo automatico para adaptar los pesos de la capa oculta.

X
0
0
1
1
Y

Problema separable Problema no separable
linealmente linealmente

Figura 3.3 Problema separable linealmente y problema no separable linealmente

Luego del Perceptron, surge la segunda generacién de RNAs con funciones de activacién
continuas, tales como la sigmoide, funciones de base radial, funcion logistica y tangente
hiperbdlica. Un ejemplo de este tipo de red es el Multi-Layer Perceptron (MLP) con algoritmo
de Backpropagation (BP), ya que la salida no es binaria sino continua. EI MLP puede ser
totalmente o localmente conectado (ver Figura 3.4). En el primer caso cada salida de una
neurona de la capa "i" es entrada de todas las neuronas de la capa "i+1", mientras que en el
segundo cada neurona de la capa "i" es entrada de una serie de neuronas (region) de la capa
"i+1"

Capa de Capa Capa de
Entrada Oculta Salida
Entrada 1
@ S T
Entrada 2 @

Entrada 3 e —_—

Enwada.n & =N @
@

— @ @ \ Salida

—_—

Figura 3.4 Diagrama del Multi-Layer Perceptron
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Rumelhart y otros autores, en 1986, presentan la "Regla Delta Generalizada™ para adaptar los
pesos propagando los errores hacia atras, es decir, propagar los errores hacia las capas ocultas
inferiores. Multi-Layer Perceptron puede aproximar relaciones no lineales entre los datos de
entrada y salida (Figura 3.5).

MLP: Neuran: K1

Outputs

0B

0.4
0z

Input J2 Input J1

Figura 3.5 Salida (Hiper-plano) del MLP para XOR

La tercera generacion corresponde a las RNAs Pulsantes, las cuales seran descritas en la seccién
3.3 y son el tema central de la presente propuesta de tesis.

Como se ha mencionado existen modelos muy diversos de RNAs en los cuales se siguen
filosofias de disefio, reglas de aprendizaje y funciones de construcciéon de las respuestas muy
distintas. Otra clasificacion seria atendiendo al tipo de entradas y otra de acuerdo al mecanismo
de aprendizaje.

Ventajas

Debido a su constitucion y a sus fundamentos, las RNAs presentan un gran numero de
caracteristicas semejantes a las del cerebro. Por ejemplo, son capaces de aprender de la
experiencia, de generalizar a partir de casos de entrenamiento, de abstraer caracteristicas
esenciales a partir de entradas que podrian contener informacidn irrelevante, etc. Esto hace que
ofrezcan numerosas ventajas y que este tipo de tecnologia se esté aplicando en mdltiples areas.
Entre las ventajas se pueden citar las siguientes [Meneses, 2008]: Aprendizaje Adaptativo, Auto-
organizacion, Tolerancia a fallos, Procesamiento Paralelo.

Aprendizaje Adaptativo: La capacidad de aprendizaje adaptativo es una de las caracteristicas
atractivas de las RNAs. Aprenden a llevar a cabo ciertas tareas mediante un entrenamiento con
ejemplos ilustrativos. No es necesario elaborar modelos a priori ni especificar funciones de
distribucion de probabilidad. Son sistemas dindmicos auto-adaptativos. Son adaptables debido a
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la capacidad de auto-ajuste de sus elementos. Son dinamicos porque son capaces de estar
constantemente cambiando para adaptarse o ajustarse a las nuevas condiciones. La funcion del
disefiador humano se limita a la obtencion de la arquitectura apropiada. Es necesario que se
aplique un adecuado algoritmo de aprendizaje que le proporcione a la red la capacidad de
discriminar, mediante un entrenamiento con patrones.

Auto-organizacion: Las redes neuronales emplean su capacidad de aprendizaje adaptativo para
auto-organizar la informacion que reciben durante el aprendizaje y/o la operacion. Mientras que
el aprendizaje es la modificacion de cada elemento procesado, la auto-organizacion consiste en la
modificacion de la red neuronal completa para llevar a cabo un objetivo especifico.

Cuando las redes neuronales se usan para reconocer ciertas clases de patrones, ellas auto-
organizan la informacion usada. Esta auto-organizacion provoca la generalizacion: facultad de
las redes neuronales de responder apropiadamente cuando se les presentan datos o situaciones en
las que no habia sido expuesta anteriormente. El sistema puede generalizar la entrada para
obtener una respuesta.

Tolerancia a fallos: Las redes neuronales fueron los primeros métodos computacionales con la
capacidad inherente de tolerancia a fallos. Haciendo una comparacién con los Sistemas
Computacionales tradicionales, los cuales pierden su funcionalidad cuando sufre un pequefio
error de memoria, en las RNAs, si se produce un fallo en un nimero no muy grande de neuronas,
el comportamiento del sistema no sufre una caida repentina.

Hay dos aspectos distintos respecto a la tolerancia a fallos:

1) Las redes pueden aprender a reconocer patrones con ruido, distorsionados o incompletos. Esta
es una tolerancia a fallos respecto a los datos.

2) Las redes pueden seguir realizando su funcion (con cierta degradacion) aunque se destruya
parte de la red.

Procesamiento en Paralelo: Una de las mayores prioridades, es la necesidad de realizar procesos
con datos de forma muy rapida. Las redes neuronales se adaptan bien a esto debido a su
arquitectura paralela. Para que la mayoria de las redes puedan operar en un entorno de tiempo
real, la necesidad de cambio en los pesos de las conexiones o entrenamiento puede ser
minimizada debido al paralelismo implicito.

Desventajas

Es conveniente describir las desventajas que presentan las RNAs, ya que de esta manera
permitiran un contexto mas general de lo que son y no capaces de realizar. Entre las desventajas
mas notorias [Esaa, 2010] los describe: Consumo de recurso, Las RNAs no dan explicacion de
su salida, Etapa Temprana de Desarrollo, PC’s Secuenciales, Ajuste de Parametro, Modelos
Primitivos.
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Consumo de recursos: Las redes neuronales se deben entrenar para cada problema. Ademas, es
necesario realizar multiples pruebas para determinar la arquitectura adecuada.

Las RNAs no dan explicacion de su salida: Las redes neuronales presentan un aspecto complejo
para un observador externo que desee realizar cambios ya que en general se comportan como
“cajas negras”.

Etapa Temprana de Desarrollo: Las RNASs se encuentran en una etapa temprana de desarrollo, el
inicio de la tecnologia tendra apenas alrededor de 50 afios, por lo cual ain no se puede considerar
una tecnologia madura.

PC’s Secuenciales: La capacidad de las redes neuronales radica en su habilidad de procesar
informacién en paralelo. Pero, las maguinas mas accesibles son en serie (s6lo ejecutan una
instruccion a la vez) por lo que, modelar procesos paralelos en maquinas serie, lleva mas tiempo,
dinero y esfuerzo.

Ajuste de Parametros: Debido a que las redes se entrenan en lugar de programarse, requieren la
definicion y ajuste de parametros antes de poder aplicar la metodologia para poder obtener los
resultados esperados. Por ejemplo hay que decidir la arquitectura méas apropiada, el nimero de
capas ocultas (si fuese necesario), el nUmero de neuronas por capa, las interconexiones, la
funcion de activacion, la tolerancia, la tasa de aprendizaje, los pesos iniciales, etc. todo lo cual se
ajusta tipicamente siguiendo un proceso de prueba y error.

Modelos Primitivos: Debido a que no se conoce mucho sobre el funcionamiento del cerebro
humano o biol6gico alin queda bastante campo dentro de la investigacion, por lo que al
considerar que las redes neuronales son una analogia con las redes del cerebro humano, ocasiona
que los modelos que emulan este funcionamiento sean de alguna manera limitados actualmente.

3.2 Vision Artificial (VA)

La percepcion visual humana es un concepto importante en el desarrollo del paradigma
pulsante, puesto que el objetico de este paradigma es replicar el funcionamiento de las neuronas
de la corteza visual tal y como lo haria la vision humana.

La visién humana

Para entender como los humanos perciben las imagenes es necesario saber acerca de la anatomia
basica de la vista humana. La complejidad de la visiébn humana comienza desde que los ojos
estan conectados con regiones especializadas en el cerebro, Figura 3.6 [Gonzales, 2006]
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e Capturar la radiacion electromagnética (400-700 nandmetros de la longitud de onda)
reflejada por los objetos de la escena.

e Caodificar la luz por medio de reacciones electroquimicas.

e Transmitir la correspondiente sefial eléctrica por medio del nervio dptico hasta el cerebro.

e Las sefiales visuales son trasmitidas por dos caminos visuales paralelos que llevan desde
la retina hasta la corteza visual.

El sistema visual

|1 B/I

1. Globos oculares €. Radiacion optica

2. Nervio optico 7. Corteza visual primaris

2. Quissma optico 8. Campo visusal del ojo derecho
4. Tracto optico 9. Campo visusl del ojo izquierdo
5. Ganglio geniculado |steral 10. Campo binocular

Figura 3.6 Vista simplificada del proceso de conexién de la vista con el cerebro

La VA es una técnica basada en la adquisicion de imégenes para procesarlas digitalmente con el
fin de extraer y medir determinadas propiedades de las imégenes adquiridas, de forma
equivalente a la inspeccion visual humana [Gonzalez, 2006].

Los pasos més comunes del anlisis o procesamiento de imagenes [Gonzalez, 2006], [Ramirez,
2011], [Marques, 2011] se muestran en la Figura 3.7
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Filtrado |——> Segmentacion F—> L <€—— C(lasificacion Implementacién
caracteristicas

Seleccién de Disefio del Disefio
caracteristicas clasificador

Figura 3.7 El proceso de la Vision Artificial

e Filtrado o pre-procesamiento: Correccion de defectos.

e Segmentacion o aislamiento de los objetos de interés: Separacion de objetos de interés, se
pretende detectar los bordes entre los elementos o regiones.

e Extraccion y seleccion de caracteristicas: Con los objetos de interés se extraen las
medidas de sus caracteristicas en forma de vectores.

e Reconocimiento de formas e Inteligencia Artificial: A partir de los vectores de entrada se
utiliza un clasificador para obtener las conclusiones posibles.

3.3 Paradigma Red Neuronal Pulsante (RNP)

Las RNPs se pueden considerar como la tercera generacion de RNAs; la primera
generacion son las RNAs basadas en el modelo de dos clases (como el Perceptron) y la segunda
generacién comprende a los paradigmas donde las neuronas cuentan con funciones de activacion
continuas (como el Multilayer Perceptron, MLP), y por lo tanto son capaces de manejar
maultiples clases.

La principal diferencia las RNPs con respecto a las dos generaciones anteriores es que €s un
paradigma cuyas neuronas son activadas no sélo por valores numéricos, sino ademas por pulsos
o sefiales externas. Esta red ha sido utilizada para el pre-procesamiento de imagenes
desarrollada por Eckhorn en 1989 [Chacon, 2011] a partir de la corteza visual del cerebro del
gato. La RNP es implementada en un modelo de una neurona por pixel y su arquitectura tiene
tres modulos: el mddulo dendritas (Entrada), el mdédulo de encadenamiento L (Linking) vy el
generador de pulsos (Generador de Pulsos). El arbol de dendritas recibe la informacion del
vecindario y se procesa en el modulo de encadenamiento y alimentacion F (Feeding), otra parte
de la red que también contiene la entrada. El generador de pulsos tiene un umbral dinamico T
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que se basa en el proceso interno que tiene la neurona en el modulo de alimentacion y el modulo
de Encadenamiento (ver Figura 3.8).

F - - _/_ -

1
Entrada Linking Generador de Pulsos

1

Figura 3.8 Modelo del campo de Vinculacion

Una RNP esté definida por varias ecuaciones que describen el proceso de alimentacién o feeding,
la actividad de enlace entre neuronas y sus interconexiones, asi como el valor del umbral y la
salida. Esta compuesta de una Unica capa bi-dimensional. En el pre-procesamiento de imagenes
se tiene una correspondencia 1:1 entre los pixeles de la imagen y las neuronas de la red como se
muestra en la Figura 3.9

(o]
(o]
> ® (o] (o]
o (o)
|~
O— O—
i ° b4
1 o
(o] (o]
el (e} s
Entradade @ Salida de la
e . RNP
la imagen Imagen
<l Pixel O Neurona
| O

Figura 3.9 Modelo de conexion de una sola neurona PCNN
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Figura 3.10 Origen y variantes de las RNPs [Cardenas, 2015]

Los modelos de RNP estan contribuyendo en las areas del procesamiento de iméagenes como
segmentacion, eliminacion de ruido, deteccion de objetos y extraccion de caracteristicas debido
su capacidad de pre-procesamiento, segun los estudios realizados por [Wang, 2010].

En la Figura 3.10 se puede observar el origen y las variantes de las RNPs, asi como el propdsito
con el que fueron creadas [Zhan, 2009].

[Johnson, 1994] observo que las RNPs pueden generar para cada entrada de una imagen su
propia y Unica firma de serie de tiempo. De acuerdo a esta observacién las RNPs podrian
reconocer con éxito la imagen que fue contaminada por ruido o que fue rotada, trasladada e
incluso escalada.

En otras palabras Johnson descubrid la facilidad que tienen las RNPs para extraer caracteristicas
porque determind que la salida de las iméagenes pulsantes de una RNP podria ser reconocida aun
con cambios de rotacion, escala o traslacion. En otro trabajo [Ma, 2010] presenta un experimento
para el reconocimiento de imagenes afectadas por ruido, dada la imagen original y la imagen
afectada por ruido y hace uso de una RNP para obtener una “Firma” o huella de las imagenes y
asi extraer caracteristicas independientes de la misma imagen.
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3.4 Modelo Matematico de las RNPs

Las RNPs, son un modelo simplificado real de las células neuronales bioldgicas, por
supuesto, también tiene muchos aspectos que hay que tener en cuenta, tales como la esperanza de
vida real de las células vivas, la edad, y la temperatura, entre otras. Por lo tanto, con el
desarrollo de la biologia, el papel desempefiado por las RNPs serd mas y mas importante en el
campo de procesamiento de imégenes [Ma, 2010].

El modelo se muestra en la Figura 3.11. La RNP acepta la entrada del Feeding (F) y la entrada
de Linking (L), estos generan una actividad interna U. Cuando U es mayor que el Umbral
dindmico E, la RNP produce una secuencia de pulsos Y [Liu, 2010][Zhang, 2012].

l L’J[n] ;
Yiln-1] »{()— t=-»| Bias | el i
fLD(.'J!thﬂ.'J T E ‘]
Ny r— I [
& \:‘~ .(‘: @ Decamiento ‘ E Elj[n]
- i f 1 Yifn]
| 4 " >
- .{ Fifn] AN+ Uidn] _/- ’»—’
g *17 A P[/.{_J : »
Entrada Linking | Generador de pulsos

Figura 3.11. Modelo Linking

La RNP tiene practicamente una capa bi-dimensional de neuronas pulso acopladas, la cual esta
conectada con todos los pixeles de una imagen. Es decir, cada pixel es asociado con una neurona
de la Red Neuronal Pulsante, asi la estructura de la RNP da como salida otra estructura para la
siguiente entrada de la imagen que sera procesada.

3.4.1 Pulse Coupled Neuronal Network (PCNN)

La Figura 3.11 muestra una neurona de una PCNN [Zhang, 2012], donde acepta como
entrada el Feeding (F) y la entrada de Linking (L), generando un estado interno U. Cuando U es
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mayor que un umbral dindmico la PCNN produce secuencialmente pulsos. EI modelo es el
siguiente:

Fij[n] = e * F;j[n — 1] + Ve Yoy MijraYia[n — 11 + Syj; (3.3)

Lij[n] = e~ L[n — 1] + V; % Wiji Yian — 1]; (3.4)

Uijln] = F;j[n](1 + BL;;[n]); (3.9)

Eij[n] = e *FE;j[n — 1] + VgY;;[n — 1]; (3.6)
_ (1 uyml> Egjin]

Y [n] = {0 étT:o cas]on @3.7)

F ij, Feeding; U j;, Actividad Interna; Lj, Linking; Ej Umbral Dindmico; Yjj, salida de PCNN
(0 - 1); ar a_ og; constantes para el tiempo de decaimiento, Vg; las magnitud del domino del
feedback, V_; Acoplamiento de dominio de conexion, Vg; magnitud de ajuste Umbral dinamico,
B; Coeficiente de conexion de las actividades internas, M jju Y W jj; pesos de las matrices del
dominio de entrada del feeding y el dominio de la conexion de acoplamiento, respectivamente.

Cada neurona es denotada con los indices (i,j) y sus neuronas vecinas son denotadas con los
indices (k,1). Feeding (F) es combinado con el Linking (L) como una actividad interna U de la
neurona. La neurona recibe de entrada via Feeding y la sinapsis M, y cada neurona es conectada
con sus vecinos, por lo tanto la salida de la neurona modula la actividad de sus vecinos via
Linking y la sinapsis W. El Pulso es retroalimentado para modular el Umbral E. La magnitud del
Umbral incrementa con Ve y decrementa con la constante ag. Cuando la actividad interna U de
la neurona excede el umbral dinamico E, un pulso es generado.

5 [
[ Tl

a) b)
Figura 3.12. a) Representacion esquematizada de la Actividad Interna sin estimulos inducidos. b). Representacién esquematizada del Umbral
dindmico mientras no ocurren pulsos

Combinando las Figuras 3.12 (salidas a 'y b) [Ma, 2010] se puede obtener la salida pulsante de la
RNP (Figura 3.13).
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Figura 3.13. Representacion esquematizada de la salida de una RNP sin estimulos inducidos

La Figura 3.14 [Ma, 2010] muestra el comportamiento de cada una de las salidas de las
ecuaciones (3.3),(3.4),(3.5),(3.6),(3.7), para una neurona mostrando la forma en que la red
genera los pulsos.

o+
o

Ecuacion

[ S I T
o o O

o]

. — 23
1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 —_— (3T

Mimero de lteraciones

Valor de la Variable

Figura 3.14 Salida de una neurona pulsante

La RNP es un modelo digital en base a un solo modelo bioldgico. Cabe indicar que hay varios
modelos bioldgicos que se han propuesto. Estos modelos son matematicamente similares al
sistema de Fitzhugh-Nagumo [Fitz, 1961] [Nagumo, 1962] en que cada neurona consta de
osciladores acoplados. Cuando el objetivo es la creacion de una imagen en la aplicacion del
procesamiento ya no es necesario replicar exactamente el sistema bioldgico. La contribucion
importante del modelo cortical es extraer la informacion de la imagen y no hay que preocuparse
en cuanto a un modelo bioldgico Unico [Lindblad, 2005].

Los modelos descritos a continuacion tratan de minimizar el costo de célculo, pero mantienen la
eficacia del modelo cortical cuando se aplica a las imagenes.

Su fundamento se basa en los elementos comunes de varios modelos bioldgicos.
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3.4.2 Intersecting Cortical Model (ICM)

El Modelo ICM por sus siglas en ingles Intersecting Cortical Model es un modelo
simplificado de la PCNN [Ekblad, 2004], es un caso especial de la PCNN cuando no hay Linking
entre las neuronas, solo tiene entradas el Feeding, asi si la intensidad de la vinculacion de la
PCNN esté ajustado a 0 entonces se convertird en un ICM.

Por lo tanto, el sistema consta de dos osciladores acoplados, un nimero de conexiones, y una
funcion no lineal. Ecuaciones 3.8 — 3.10

Fijlnl = fFjIn—1]1+ X Mij Y [n— 1] + S;; (3.8)
_ (1 Fij[n]>Egj[n]
Yl[n] - {() étro cas]o (310)

Fij, Entrada Feedback (Input); Ej; K Umbral Dinamico; Yj;, La salida de PCNN (0 - 1); S,
Imagen de entrada; f, g , constantes de decaimiento (valores menores a 1, necesarios para
asegurar que el umbral decaiga con el tiempo y se generen los impulsos neuronales); h,
magnitud de escalamiento para Y (es un valor grande que aumenta dramaticamente el umbral
cuando la neurona se dispara); Mij , son los pesos de las matrices del dominio de entrada del
Feedding y el dominio de la conexion de acoplamiento, respectivamente cae por debajo del
estado y los impulsos neuronales.

El modelo se comporta de forma muy similar a la PCNN, es decir cada neurona es denotada con
los indices (i,j) y las neuronas vecinas con los indices (k,I). La informacion que se desea de estos
sistemas es la extraccién de informacion de la imagen. Se desea tener las imagenes de pulso que
muestran los segmentos, bordes, y texturas que son inherentes en la imagen de entrada.

Los principales cambios son:

e Se elimina el factor de decaimiento e~ | sustituido por f.
e El ajuste Vfeseliminado y L;j[n] es eliminado.
e Se elimina el factor de decaimiento e =% | sustituido por g.

e El ajuste VE es eliminado, sustituido por h.
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3.4.3 Spiking Cortical Model (SCM)

El Modelo SCM por sus siglas en inglés Spiking Cortical Model es un modelo
simplificado de la RNP [Ma, 2010] (Ecuaciones 3.11 - 3.13)

Las Neuronas reciben la sefial de la entrada via sinapsis Feeding y cada neurona es conectada a
sus vecinos de tal manera la sefial de la salida de una neurona modula la actividad de sus vecinos
via sinapsis Linking, por lo tanto el modelo SCM esté dado por [Ma, 2010] [Lindblad, 2005].

Uijlnl = fU;j [n— 1]+ S; Xy WijraYia [n — 1] + S5 (3.11)

— (1 1/G+exp(~y(U;j[nl-Eqj[n])>05
Yl[n] - {() Otrojcaso ’ (3.13)

Uj, Entrada Feedback (Input); Ej Umbral Dinamico; Yj;, La salida de PCNN (0 - 1); S,
Imagen de entrada; f, g constantes de decaimiento (valores menores a 1, necesarios para
asegurar que el umbral decaiga con el tiempo y se generen los impulsos neuronales); h,
magnitud de escalamiento para Y (es un valor grande que aumenta dramaticamente el umbral
cuando la neurona se dispara); Wik , son los pesos de las matrices del dominio de entrada del
Feedding y el dominio de la conexion de acoplamiento, respectivamente cae por debajo del
estado y los impulsos neuronales.

El modelo se comporta de forma muy similar a la PCNN, es decir cada neurona es denotada con
los indices (i,j) y las neuronas vecinas con los indices (k,l). La informacion que se desea de estos
sistemas es la extraccion de informacion de la imagen. Se desea tener las imagenes de pulso que
muestran los segmentos, bordes, y texturas que son inherentes en la imagen de entrada.

Los principales cambios son:

e Se elimina el factor de decaimiento e~ | sustituido por f.

e EI ajuste Vf es eliminado sustituido por S;; y L;;[n] es eliminado.
e Se elimina el factor de decaimiento e~%E | sustituido por g.

e El ajuste Ve es eliminado, sustituido por h.

e Hace uso de la funcion Sigmoidal para determinar la salida.
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3.5 Extraccion de caracteristicas

Las imagenes digitales contienen informacion importante (caracteristicas) que son
esenciales para el reconocimiento. También es necesario encontrar caracteristicas que sean
invariantes a la rotacion y escala, es decir, que el valor numérico de las caracteristicas sea
similar al rotar o escalar. Una caracteristica se define como el elemento capturado de una cierta
porpiedad visual de una imagen [Datta, 2008] y debe de tener las siguientes particularidades
[Chatzichristofis, 2011]:

1.- Discriminacion. Las caracteristicas deben ser capaces de diferenciar un objeto de otro.

2.- Confiabilidad. Para los objetos similares los valores también tienen que ser similares.

3.- Bajo costo computacional. El tiempo de procesamiento depende del tipo de imégenes con que
se trabaje.

El grado de independencia de las caracteristicas se puede tomar de dos enfoques: primero,
transformar la imagen, es decir, rotarla y escalarla para hacerla lo mas similar posible a un patrén
estandar, después de esto se pueden extraer caracteristicas numéricas de la imagen; un segundo
enfoque consiste en trabajar con la imagen tal cual es tomada por la camara, y utilizar
caracteristicas en las que se obtengan valores numéricos similares para una misma imagen, es
decir que sean invariantes a cambios de rotacidn, escala e iluminacion.

Para el reconocimiento es conveniente encontrar métodos de extraccion de caracteristicas que
minimicen la pérdida de informacion, pero que al mismo tiempo sean invariantes a la rotacion y
a la escala. Los momentos invariantes, como los momentos de [Hu,1962] o de [Flusser, 2000],
son caracteristicas que cumplen dicha propiedad.

También una imagen puede ser analizada como la composicion de tres sefiales de informacion
principales: a) bordes, b) texturas y c) detalles asociados a los bordes. Los bordes representan
informacion de gran valor para el entendimiento de una imagen, por ejemplo los caracteres de
texto. Las texturas de fondo representan la informacion restante después de remover los bordes.

Los bordes son los puntos de alto contraste en una imagen, es decir donde la intensidad de la
imagen aumenta o disminuye bruscamente, los detalles asociados a los bordes representan
informacion de color cercana a los lados de los bordes. Los detectores de bordes mas utilizados
en la literatura son: Canny, Roberts, Sobel, Prewitt y SUSAN, (por las siglas en inglés de
Smallest Univalue Segment Assimilating Nucleus) este ultimo definido como el mejor método
para la obtencion del mapa de bordes segin [Canny, 1986].
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3.6 Extraccion de caracteristicas con una RNP

[Johnson, 1999] descubri6 la facilidad de usar las RNP para extraer caracteristicas y esto
podria ser usado para representar de manera unica la imagen de entrada. Las imégenes pulsantes
son llamadas imégenes binarias porque ellas solo tienen dos valores 0 6 1. Las imagenes binarias
contienen abundante informacién de las caracteristicas de la imagen original, pero no es posible
usar todas las imégenes, ya que seria abundante informacion asi es necesario de una trasformada
de datos que pueda representar a la imagen original.

Por lo tanto se introducira la aplicacién de la RNP en el campo de reconocimiento de patrones,
especialmente extrayendo caracteristicas en base a la RNP. Posteriormente se expresaran otras
medidas y medidas estadisticas mas eficientes para medir las series de tiempo.

G[n] = Zi,j Yi,j[n] (3.14)

donde Y es la imagen de salida de una RNP; los indices (i,j) representan la posicion de neurona
en la imagen; n es el nimero de iteracion de la RNP, Ecuaciones 3.14 — 3.18.

3.6.1 Series de tiempo

Las series de tiempo de una RNP son un tren de impulsos en funcion del tiempo (ver
Figura 3.15). La sefial de tiempo de un objeto especificado en la entrada del Feeding de la
imagen es un tren de impulsos que emana de todas las neuronas. Las series de tiempo tienen la
propiedad deseable de especificar un objeto, siendo insensibles a no solo todas las distorsiones
geomeétricas conocidas debido a objeciones de un sistema de imagen, sino también insensible a la
escena global de iluminacion y objetos de articulacion. Johnson consideré un tipo de
transformada que es un tipo de suma para cada salida binaria de la imagen de la RNP, dando una
salida de una serie en una dimension, la llamo serie de tiempo G[n], (Ecuacion 3.14)

1 2 3 4 5 100

Figura 3.15 Ejemplo de las imagenes binarias de la salida de una RNP (SCM)

Johnson atribuy6 que esta serie de tiempo o “Firma” era muy poco invariante a la rotacion,
escalado y ruido, lo cual lo hace adecuado para la clasificacion. Practicamente G[n] realiza una
trasformada de una multi-dimencion a una sola dimension, reduciendo enormemente el poder
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computacional y el espacio en memoria. También es posible derivar una nueva serie a partir de la
serie de tiempo, como por ejemplo las siguientes [Ma, 2010]:

Serie de Energia de tiempo
el = X, Y [n]? (3.15)

Media Residual

e2 =Yn Y ln] — u| (3.16)
donde u representa la media de la serie de tiempo.

Desviacion estandar

e3 = Yn(Y;j[n] — w)? (3.17)
donde u es la esperanza matematica de la imagen de entrada (imagen en escala de grises).
Energia Ponderada (Propuesta)

ed=3,;;Y [nlxv (3.18)

donde v, representa un peso mayor para las primeras salidas de la serie de tiempo, es decir, es
una variable de tamafo n (numero de iteraciones de la RNP) que toma el valor de n y
descendiente a 0.

3.6.2 Series con entropia

Si se hace una combinacion de las series de tiempo con informacion de entropia se puede
representar una nueva sefial o “firma” distinta. La entropia es un tipo de representacion
estadistica de las caracteristicas de una imagen, la cual refleja informacion que contiene la
imagen. Entonces la entropia de una imagen binaria, es decir, Entropia(Y[n]) = En[n] = H(P),
como lo muestra la Ecuacion 3.19.

Entropia

H[p] = =P, log, (P;) — Pylog, (P,) (3.19)

donde P, es la probabilidad de que existan 1’s en la imagen binaria y P, es la probabilidad de

que existan 0’s en la imagen binaria [Ma, 2010]. Similar a G[n], H[p], la salida de la entropia de
las imagenes binarias es un tipo de serie de tiempo. También esta serie de tiempo es invariable a
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la rotacion, escalamiento y ruido. Y algunas formas para extraer las caracteristicas derivadas de
la entropia (Ecuacion 3.19) se incluyen la energia logaritmica, logaritmica, energia entropica
(Ecuaciones 3.20 — 3.22).

Energia logaritmica

e5=—Y,P? X log,P? (3.20)
Logaritmica

e6 =—Y, log, P (3.21)
Energia entropica

e7 ==Y, log, P? (3.22)

3.7 Mediciones

La medida de similitud, funcion de distancia o simplemente distancia, es un factor
importante para conocer la relacién de emparejamiento con otras firmas o series de tiempo. Esto
es medir la distancia que existe entre dos puntos (caracteristica), una del ejemplo contra cada
imagen de una base de datos. La eleccion de una medida de similitud esté relacionado con los
datos extraidos de la imagen (firma o serie de tiempo) por lo tanto se realizé una busqueda de
distintas medidas de similitud.

De este tipo de métricas se encuentran dos tipos [Chatzichristofis, 2011]: similitud y disimilitud.
Se habla de una medida de similitud cuando las imagenes son idénticas y la distanciaes 0, y 1 en
el otro caso, esto es cuando la salida esta normalizada.

Siguiendo la idea de [Lux, 2013], la medida es una funciénd : X * X > IR para x,y,z ¢ X (es
decir, el cuadrado de un conjunto de X que contiene los elementos x,y,z y pertenecen a los
numeros reales) que especifica las siguientes propiedades:

1.- No negatividad: dix,y)> 0
2.- Identidad: dixx)=0
3.- Simetria: d(x,y) = d(y,x)

4.- Desigualdad triangular: d(x,z) <d(x,y) + d(y,2)

A continuacion se describiran las medidas de similitud més representativas en recuperacion de
iméagenes y similitud de series de tiempo.
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Meétrica Minkowski: Esta es la métrica mas usada para determinar similitud entre dos
caracteristicas y se define como sigue, Ecuacion 3.23

dp(i,)) = (Rl — x| P )P (3.23)

donde: p, es el orden de la distancia; x es la tupla de 2 filas para el célculo de la distancia entre
sus filas; (i,j) son los indices de las filas de la distancia a calcular; m es la dimension de la tupla;
k es el indice de los elementos de la tupla. De esta medida se desprenden tres técnicas:

Distancia Manhattaan: La distancia es tomada como la suma absoluta de las diferencias entre
los elementos a comparar, Ecuacion 3.24

d(i,j) = Xitq|xm — x| (3.24)

donde: x es la tupla de 2 filas para el calculo de la distancia entre sus filas; para el calculo de la
distancia entre sus filas; (i,j) son m es la dimension de la tupla; k es el indice de los elementos de
la tupla.

Distancia euclidiana: Es la raiz cuadrada de la sumatoria de las diferencias entre los elementos
de las tuplas al cuadrado, Ecuacion 3.25

(i) = (0 | — x| 2 )2 (3.25)

donde: x es la tupla de 2 filas para el célculo de la distancia entre sus filas; para el calculo de la
distancia entre sus filas; (i,j) son m es la dimension de la tupla; k es el indice de los elementos de
la tupla.

Distancia de ajedrez: La distancia es el valor més alto de las diferencias absolutas de los
elementos, Ecuacion 3.26 [Chatzichristofis, 2011].

Xim = Xjm|} (3.26)

donde: x es la tupla de 2 filas para el calculo de la distancia entre sus filas; para el calculo de la
distancia entre sus filas; (i,j) son m es la dimension de la tupla; k es el indice de los elementos de
la tupla. max es la funcion de encontrar al maximo de las tuplas.

d(i,j) = max{|xi1 - xj1|, |xi2 - xj2|, .

Distancia Canberra: Similar a la distancia Manhattan, Ecuacién 3.27, la diferencia es que es
dividida por la suma de absoluta de sus valores [Bloom, 1981].

d(i,j) = gy, e (3.27)

R=1 (arel+ ]
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donde: x es la tupla de 2 filas para el calculo de la distancia entre sus filas; para el calculo de la
distancia entre sus filas; (i,j) son m es la dimension de la tupla; k es el indice de los elementos de
la tupla.

Distancia Mahalanobis: Similar a la euclidiana (Ecuacion 3.28) en que esta medida toma en
cuenta la correlacion de los datos, es decir, la matriz de covarianza es usada como factor en las
diferencias de ambas tuplas, ademéas de que ese invariante a la escala de dichas tuplas de
muestras.

My = r2(xpx;) = (2 — m;) €7l — m)) (3.28)

donde; T es la transpuesta de la tupla de caracteristicas x; C~* es la inversa de la covarianza de
las dos tuplas; m” es la media de los valores de la tupla de caracteristicas respetivas.

Distancia Tanimoto: Es la razon entre dos tuplas de caracteristicas, obteniendo como salida un
valor entre cero y uno (Ecuacion 3.29) [Tanimoto, 1982] .

T,
al 7 B (3.29)

Ton T _ )
X X+ XXX X

Ty = t(xi, %) =
donde; T es la transpuesta de la tupla de caracteristicas x; C~* es la inversa de la covarianza de

las dos tuplas; m es la media de los valores de la tupla de caracteristicas respetivas.

Error Absoluto: Es la suma de las distancias que existe entre dos vectores de la misma
magnitud. (Ecuacion 3.30).

r = Zn |(gp [n] —Yq [Tl])l (330)

donde: g,[n], representa la secuencia de la entropia estandar (es la salida de la serie de tiempo),
de la imagen p; g4[n], representa la secuencia de la entropia estandar (es la salida de la serie de
tiempo), de la imagen q.

Medida Johnson: Johnson propone usar el vector normalizado usando las caracteristicas en cada
tiempo. De esta forma se obtiene la informacion de similitud entre dos objetos, cuando dos
objetos son el mismo J es 1, Ecuacion 3.31 [Fei, 2008].

] =10-%, |(gp[n] _gq[n])l (331)

donde: g,[n], representa la secuencia de la entropia estandar (es la salida de la serie de tiempo),
de la imagen p; g,[n], representa la secuencia de la entropia estandar (es la salida de la serie de
tiempo), de la imagen q.

Distancia S: Es una medida de similitud, similar a la medicién de Canberra y Johnson. Toma en
cuenta los cuadrados y el resultado es la suma de la distancia entre las dos series, multiplicado
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por cien. De esta forma se obtiene la informacion de similitud entre dos objetos, cuando dos
series de tiempo son iguales S es igual a 100, en caso contrario a 0 (Ecuacion 3.32).

Zn|(gp[n]_gq[n])|2 *

=(1.0- 1 32

5= zn(gp[n]2+gq[n]2)) 00 (3-32)
donde: g,[n], representa la secuencia de la entropia estandar (es la salida de la serie de tiempo),
de la imagen p; g4[n], representa la secuencia de la entropia estandar (es la salida de la serie de
tiempo), de la imagen q.

3.8 Discusion

En el presente capitulo se describieron conocimientos de un proceso de implementacion de los
paradigmas pulso acoplados para extraer caracteristicas de una imagen digital, se describe la
hipotesis de la invariancia de la “Firma” obtenida a partir de una imagen con distintos grados de
transformacion de rotacion, escalado, ruido aditivo e impulsivo. De la “Firma” principal (serie de
tiempo) se derivan ocho formas distintas de obtener una “Firma” para finalmente elegir una.

También se describen los conceptos involucrados en la aplicacién de medidas de similitud entre
“Firmas” dadas por una RNP. Con base en la informacién presentada en este capitulo se
determina lo siguiente:

e La similitud entre dos “Firmas” se basa en una operacion donde los valores numéricos de
los vectores n-esimos son comparados uno a uno, es decir se busca una mayor
aproximacion entre un vector y otro, para garantizar la calidad de la “Firma” aun con
invariantes de rotacion, escalado y ruido.

e La métrica S seleccionada expresa sus valores de 0 a 100, siendo 0 el menor numero de
semejanza, y 100 para el mayor nimero de semejanza entre las “Firmas.

e La “Firma” obtenida de una imagen es invariante a la “Firma” obtenida dada una
transformacion a la imagen ya sea de rotacion, escalado, ruido aditivo y ruido impulsivo.
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Capitulo IV

Analisis, Diseio e

Implementacion

En este capitulo se da a conocer el proceso de anélisis, disefio e implementacion del
paradigma neuronal pulso acoplado, incluyendo el material y las tecnologias empleadas para la
extraccion de caracteristicas de una imagen digital, asi también es necesaria la comparacion entre
las “Firmas” de las imagenes, por lo que se describe el proceso para obtener la similitud y la
medida empleada. En la seccion de extraccidn de caracteristicas se describen 8 distintas formas
basicas de obtener una “Firma”, y una forma de obtener una “Firma” propuesta en esta tesis.

4.1 Analisis y Diseiio

Se pretende analizar la creacion de un sistema computacional para la obtencidon de
“Firmas” de una imagen digital. El objetivo del andlisis es cumplir a través de los procesos y
etapas en base a los requerimientos necesarios para su desarrollo, para ello, en el analisis se
incluird de forma general las iméagenes, los paradigmas pulsantes y a partir del paradigma
neuronal pulsante, se determinara el disefio general para generar “Firmas” de imagenes digitales,
para finalmente implementar un algoritmo pulsante que obtenga 9 “Firmas” distintas por cada
imagen. Para complementar se analizaran las “Firmas” obtenidas de las imagenes originales y
sus respectivas trasformaciones de escalado, rotacion, ruido impulsivo y ruido aditivo, por medio
de una medida de similitud propuesta en esta tesis. La Figura 4.1 muestra los requerimientos y
como se relacionan entre si, esto para desarrollar la arquitectura del proceso y la implementacion
del paradigma neuronal pulso acoplado.
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Comparacion

—[rnp | — [Fpe ] — 5
B

Figura 4.1 Anlisis de problema

La figura 4.1 muestra las principales fases del problema a resolver. Primeramente la obtencion de
las imégenes de entrada es importante, ya que hay que determinar el formato, tipo de imagen
digital, bytes, resolucion, tipo de color o tamafio; posteriormente hay que determinar qué tipos y
cuéntos algoritmos neuronales pulsantes se pueden implementar para las imagenes de entrada;

una vez determinado el tipo de imégenes y el algoritmo, se iniciara la experimentacion para

la

obtencion de distintos tipos de “Firmas”; finalmente con una medida de similitud se compararan
las “Firmas” para determinar las ventajas y desventajas que tiene este paradigma pulsante de

tercera generacion.

La figura 4.2 muestra el diagrama general que se realizo para obtener todas las “Firmas” de las
imagenes originales e imagenes transformadas (Rotacion, Escalado, Ruido), posteriormente

hacer una comparacion entre las “Firmas” obtenidas con una medida de similitud.

Aplicar:
PCNN
S5CM

Imagen ICM
Original

Salida de
100
Imagenes
Binarias

Pre procesamiento

Conteo de la Calculo
Informacion estadistico
contenida en las para cada

100 Imagenes salida

Conversion
aescala de

grises

Se obtienen 9
Base de Datos “Firmas”
Original de
Imagenes

| Base de datos de
“Firmas"

Figura 4.2 Diagrama general para la obtencion de firmas
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Los pasos descritos en la Figura 4.2 se describen a continuacion:

1.- Se obtiene la imagen a color original; primeramente son descargadas imagenes de la web,
particularmente imagenes ya tratadas por distintos autores tales como Lena, Cameraman, etc,
posteriormente se escoge una base de imagenes del CENIDET, que contiene 30 imagenes de 3
tipos: montanas, flores y pasto (ver Figura 4.3).

Pasto 1

Montafia 1

Figura 4.3 Ejemplo de tres tipos de iméagenes

2.- La imagen nuevamente guardada con la ayuda de Paint; una vez obtenida la imagen es
estandarizada, es decir con ayuda de Paint la imagen se estandarizada en tamafio (128x128
pixeles) y formato (JPG) para todas las imagenes (ver Figura 4.4).

- = |

N

Montana 1 Imagen de Pre-proceamiento Imagen Montafa 1
entrada estandarizada (128x128 JPG)

Figura 4.4 Ejemplo del pre-procesamiento de las imagenes originales de entrada

3.- Se obtiene la imagen en escala de grises con ayuda de las librerias de OpenCV; con ayuda de
las librerias de OpenCv las imagenes a color estandarizadas (Paso anterior) son procesadas para
obtener una nueva imagen en escala de grises (ver Figura 4.5).

= N, = B

LN
Montana 1 Imagen Pre-proceamiento Imagen escala de Montafa 1
(128x128 JPG) estandarizada con OpenCv grises (Escala a grises)

Figura 4.5 Ejemplo del pre-procesamiento de las imagenes de entrada en escala de grises

4.- Se guarda la imagen en una base de datos para su procesamiento posterior; La nueva imagen
en escala de grises se guarda en una base de datos temporal, ya que esta es la imagen final es
decir la imagen de entrada para los algoritmos PCNN, ICM y SCM (ver Figura 4.6)
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PCNN
Base de Datos Temporal ICM
de Imagenes SCM
:
Montaiia 1 Base de Imagenes temporal Imagenes de entrada en las RNPs

(Escala a grises)

Figura 4.6 Ejemplo de imégenes de entrada a la Red Neuronal Pulsante, finalmente es la imagen de entrada

5.- Se hace uso de uno de los paradigmas de RNP; la imagen en escala de grises es la entrada de
la red. Si una RNP es alimentada, esta producird una salida y se autoalimentara, por lo tanto
necesita de una condicion de paro, ya que la red puede autoalimentarse hasta que ceda la
memoria o la energia de la computadora y como el tiempo de procesamiento no es de interés
tanto que en la literatura no existe tal condicion la imagen es procesada con 100 iteraciones por
cada algoritmo (ver Figura 4.7).

PCNN
ICM
SCM

Montafal Imagen de entrada 100 iteraciones

Figura 4.7 Ejemplo de entrada a los Paradigmas pulso acoplados

6.- Se obtienen las imagenes binarias como salida de las RNPs; por cada iteracion que los
algoritmos crean una imagen binaria, esta imagen es guardada momentaneamente para ser
examinada por el algoritmo, es decir se obtienen 100 imagenes binarias por cada imagen de
entrada (ver Figura 4.8).

Iteracion 1 Iteracion 2 Iteracion 3 Iteracion 4 Iteracion 100
Figura 4.8 Ejemplo de la salida de las RNPs como imagenes binarias
7.- Se obtiene el nimero de 1's y de 0 “s de cada una de las imagenes binarias obtenidas; por
medio de una funcidén el algoritmo obtiene el nimero de pixeles prendidos por cada imagen
binaria obtenida del paso anterior (ver Figura 4.9).

8pxs | 396pxs 6458pxs 3474pxs eee | 2416pxs

Figura 4.9 Ejemplo del conteo de pixeles encendidos en cada imagen binaria
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8.- El conteo de la salida de la RNP es trasformado para extraer 9 formas de “Firmas” distintas;
La Figura 4.9 muestra el conteo de cada imagen binaria en total se utilizan 9 funciones distintas
para obtener 9 ”Firmas” distintas por cada imagen de entrada (ver Figura 4.10).

. lteracion  Numero de pixeles
1 8

Formula aplicada (Entropia):

H[p] = —P; log, (P;) — Pylog, (Py)
Resultado: 0.00607536

Figura 4.10 Ejemplo de la aplicacion de la Entropia para los valores numéricos de los pixeles encendidos

9.- Se grafica en 2 ejes la firma, el eje x para el tiempo, es decir para el nimero n de imagen, el
eje y para el nimero de 1°s de la imagen n; la gréfica obtenida de este paso es llamada la “Firma”
de la imagen original. Se presentan los datos de las imagenes binarias como un solo vector de
100 elementos “Firma” (ver Figura 4.11).

0.00607536 | 0.16360128 | 0.65696704 | 0.92698867 | 0.79573385 0.60344966
Iteraciéon 1 | Iteracion 2 | lteracion 3 | lteracion4 | Iteracidn 5 | Iteracion k | Iteracion 100
1
0.8 A

0.6 \ AN
o AN A - A

o‘z / A I\ |

’g

<
S
D
—

T T
AT NO N OO NN AdSNOMNMOVONLWOO A NOMWLVIOEANLL QO oS NNO
A A A AN AN AN T TTND NN OO ONMNNNOGOOOOGDWO OO ‘C_|)

Figura 4.11 Ejemplo de la obtencion de una “Firma” en base a la formula de Entropia

10.- Las 9 “Firmas” son guardadas para poder ser comparadas con una medida de similitud; las
“Firmas” se guardan en un documento .xml, los datos son guardados en forma de un vector
(“Firma”), es decir se guardan 100 nimeros o datos, obtenidos de las iteraciones del algoritmo
por cada imagen de entrada (ver Figura 4.12).

1 0.00607536
0.16360128
0> 0.65696704 Base de Datos de
0 0.92698867 “Firmas”
- 00 1D N OO O
- M 1N O 0

Montafia 1 Vector Base de Datos de
“Firmas”

Figura 4.12 Ejemplo de una “Firma” guardada como un vector n-esimo en formato .XML
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Una vez obtenida la base de imagenes sin trasformaciones se procede a obtener la base de datos
de las “Firmas” para cada una de las imagenes, el objetivo principal es tomar una imagen de la
base de imagenes y que tal imagen sufra una trasformacion ya sea de escalamiento, rotacion o
ruido, para posteriormente tomar su “Firma” de la imagen transformada y poder ser comparada
con la base de datos de las “Firmas” existente, entonces con una medida de similitud determinar
si existe una “Firma” parecida en la base de datos de “Firmas”. Es posible derivar nuevas series a
partir de la serie de tiempo (Ecuaciones 3.24 - 3.32), las ecuaciones fueron implementadas dentro
del algoritmo, tomando como salida la imagen binaria, de esta forma es posible tomar 9 “Firmas”
distintas por cada imagen (ver Figura 4.13).

4.1.1 Obtencion de una “Firma” de una Imagen

Esta seccion introducira la aplicacion de las RNPs en el campo de reconocimiento de
patrones, especialmente extrayendo caracteristicas en base a las RNPs. Posteriormente
introduciremos otras medidas estadisticas para medir la eficiencia en las series de tiempo.

Johnson construyd un tipo de transformada que una suma para cada salida binaria de la imagen
de la PCNN es una serie en una dimension, la llamo serie de tiempo G[n] (Ecuacién 3.14)

La RNP genera imagenes binarias como salida, dependiendo del nimero de iteraciones. Para
cada iteracion se cuentan el numero de 1's y 0’s de cada imagen binaria.

Figura 4.14 Ejemplo de imagenes binarias creadas por una RNP

La Figura 4.14(1) de Lena, es la primera salida de la primera iteracion de la RNP, la Figura
4.14(2) corresponde a la segunda imagen binaria (segunda iteracion), asi sucesivamente, de esta
forma se toman en cuenta los pixeles prendidos de cada imagen formando un vector de tamafio n
y de forma numérica 0 una “Firma ” o serie de tiempo de forma grafica (ver Figura 4.15).

De la Ecuacion 3.11 se obtienen el numero de 1's y 0°s de la imagen binaria resultante para cada
iteracion de la RNP, es decir, se obtiene un vector del tamafio n del nimero de iteraciones, como
lo indica la Figura 4.15. Se toman los valores de las iteraciones mapeados en una grafica y se
obtiene una “Firma” con la Ecuacion 3.14 (ver Figura 4.16).
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Figura 4.13 Ejemplo de 9 “Firmas” distintas para la imagen de Montafal
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Figura 4.15 Salida de iméagenes binarias de una RNP

En la seccion 3.5 se describieron las ecuaciones con las cuales se obtuvieron las distintas series
de tiempo o “firmas” (Ecuaciones 3.24 - 3.32). Que una vez que se ha obtenido G[n], es aplicada
cada una de las Ecuaciones 3.25 — 3.32 y son obtenidas 9 “Firmas” que pueden ser representadas

con 9 vectores.
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Figura 4.16 Ejemplo de una firma de una imagen

4.1.2 Similitud entre imagenes

Una vez obtenidas las “Firmas” de las imagenes, es necesario obtener una medida de
similitud entre las “Firmas” o series de tiempo de las imagenes, esto para poder medir qué tanto
las “Firmas” son parecidas y para llevar a cabo esta similitud se hace uso de la Ecuacion 3.32

La Tabla 4.1 muestra un ejemplo de la obtencion del grado de similitud entre dos “Firmas”,
aplicando la Ecuacién 3.32, asi se puede observar que el grado de similitud sélo entre dos

iméagenes.
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Tabla 4.1 Ejemplo para obtener la similitud entre “Firmas” o series de tiempo

2
gpln]  gqln] 9p [?’.',]2 ‘dq [n]2  gp[n]“+gqlnl? (9p [n]_gq [nD|*
8 0 64 0 64 64
394 317 155236 100489 255725 5929
2780 2815 7728400 7924225 15652625 1225
5608 5791 31449664 33535681 64985345 33489
3939 3982 15515721 15856324 31372045 1849
2033 1941 4133089 3767481 7900570 8464
1136 1097 1290496 1203409 2493905 1521
422 397 178084 157609 335693 625
58 36 3364 1296 4660 484
6 6 36 36 7 0 (10- Enlgplel-gqtDE
: : : R ; ; Ealgplnl* tgglnf*)
123000708 53654 99.956379

El diagrama de la Figura 4.17 muestra las trasformaciones hechas a la base de imagenes original
(Color), en rotacion, escala y ruido para cada imagen, tales imagenes resultantes formaran parte
de la Base de Imagenes de entrada de las RNPs, esto para extraer las caracteristicas por medio de
una “Firma” o “Firmas” extraidas con los 9 métodos antes descritos. Finalmente las “Firmas”
extraidas de las nuevas imagenes ya trasformadas se compararan con la Base de “Firmas”
obtenida anteriormente de las 30 imagenes originales a color (es decir sin ningln tipo de
trasformacion), para analizar si las “Firmas” extraidas corresponden o tienen el mejor grado de
similitud con su imagen original, es decir si la ”Firma” obtenida de la imagen rotada, escalada o
con ruido genera una “Firma” parecida a la “Firma” de la imagen original o si es que existe una
diferencia notable con la “Firma” de la imagen trasformada.

4.2 Implementacion de los modelos pulsantes

La RNP es una red que contiene dos compartimientos principales Feeding (F) y
Linking (L) donde éstos se comunican con sus neuronas vecinas a través de los pesos sindpticos
M y W. Cada uno de ellos retiene su estado previo pero con un factor de decaimiento. Solo el
Feeding recibe un estimulo de entrada S. El estado de estos dos compartimentos es combinado
en un segundo orden, para crear un estado interno U de la neurona. El estado interno de la
neurona es comparado con un umbral dindmico E y produce una salida Y (ver Figura 4.18).

51



Mario Bismarck Zarate Galindo Capitulo 1V Andlisis, Diserio e Implementacion

Base de datos de
“Firmas”
sin transformacion

Base de Datos
Original de
Imagenes

Pre
procesamiento

Comparaciony

medicion de Resultados
Rotacion Escalado Ruido similitud

Imagen
transformada

Firma o serie
de tiempo

Figura 4.17 Diagrama de las Imagenes invariantes de comparacion de "'firmas" medicion del grado de similitud

Umbral F;
o,

L Ey

: U, _/ j;

Figura 4.18 Modelo simple de una RNP [Ma, 2010]

L=H
-

El modelo matematico para los tres paradigmas fue presentado en la seccion anterior. El disefio
de la implementacion de éstos es la siguiente:
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4.2.1 Modelo Computacional PCNN

Como lo muestra la Figura 4.19, [Lindblad, 2005] la neurona de una PCNN, acepta como
entrada el Feeding (F) y al Linking (L) y entonces genera actividad interna U. Cuando U es
mayor que el umbral dindmico E, la PCNN produce un pulso secuencial Y.

v Lifn] : |

Yi[n-1] ! ™) I ’l Bias Decaimiento!
oy 1l )| TK—_D‘.;J:-:“':‘.TI‘ e ; | )‘~I

— ¥: ‘:’,t‘v‘? Decatmiento ; EU[n]
i L 4 > Yifni
s Y Fifn] <N 1 Uin] / ——
if b'\ } y - ’{"/ . : »
Entrada Linking Generador de
'+ pulsos

Figura 4.19 Modelo de una red neuronal pulsante PCNN

El Algoritmo, muestra el funcionamiento computacional de las Ecuaciones (3.3 - 3.7), como
parametros se le asigno lo siguiente: el algoritmo tiene como entrada dos variables enteras filas,
columnas , donde filas corresponde al nimero de pixeles horizontales de la imagen de entrada
(S), columnas es el nimero de pixeles verticales de la imagen de entrada (S), contiene 8
constantes (n, V_F, V_L, V_E, Beta, Alpha_F, Alpha_L, Alpha_E) n es nimero de iteraciones de
la RNP o el nimero de paro, V_F, V_L, V_E, Beta, Alpha_F, Alpha_L, Alpha_E son valores de
ajuste y decaimiento ya determinados por los pardmetros de entrada, también como entrada
tiene 9 matrices (S,F,L,U,E,Y,Convolucion,M,W), M y W son matrices inicializadas de 3x3 y
F,L,U,E,Y son variables inicializadas segin los pardmetros de entrada (regularmente a 0 0 1), las
variables S,F,L,U,E,Y,Convolucion son matrices de tamafio k,I (donde k es el nimero de filas y |
el numero de columnas de la imagen original). La variable Convolucion es la matriz que
representa la sumatoria del producto escalar de MW y Y, es decir Y, M Yyln—1],
Yt Wijiy Yiu[n — 1] de la Ecuacion 3.1 y 3.2, que se interpreta como la convolucion de una
imagen, en este caso la convolucion de Y con My W. Como en este caso M y W son iguales la
variable Convolucion contiene el mismo valor en Y, My, Yy[n — 1], Y Wiy Yiu[n — 1]. S es
la Unica entrada como una imagen en escala de grises. La funcion Unos(), es un contador del
numero de bits (1°s) asignados a Y o la imagen binaria. La matriz Y representa la imagen binaria
obtenida en la iteracion c.
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Function PCNN

ENTRADA: filas, columnas, n: entero; S,F,L,U,E,Y,Convolucion: matrices;
INICIALIZA: V F€ 0.8, V.L€ 0.2, V_E€20, Beta€9.1, Alpha F<0.1,
Alpha L<€1.0, Alpha E€1.0

1 For c :=0 ton //n es el numero de iteraciones

2 For i := @ to filas

3 For j := @ to columnas

4 F[jI[i] = exp(-Alpha_F) * F[j][i] + V_F * Convolucion[j][i] + S[j1[i];
5 L[F]1[i] = exp(-Alpha_L) * L[j][i] + V_L * Convolucion[j][i];
6 U[JI[1i] = F[JI[i]*(1+Beta*L[]][i]);

7 E[JI[1i] = exp(-Alpha_E) * T[j][i] + V_E* Y[J1[i];

8 if (ULJIAT > E[31031)4

9 Y[JI[il= 1;

10 Unos(); //funcion cuenta los pixeles prendidos
11 }

12 else

13 Y[jI[i]= e;

14 End for j

15 End for i
16 End for c
SALIDA: Y es la nueva imagen binaria obtenida

4.2.2 Modelo Computacional ICM

vy

§——  + T —» % _/_ -

|

Figura 4.20 Modelo de una red neuronal pulsante ICM

La Figura 4.20 muestra el modelo de ICM. El Algoritmo, muestra el funcionamiento
computacional de las Ecuaciones 3.8 - 3.10, como parametros se le asigné lo siguiente; el
algoritmo tiene como entrada dos variables enteras filas, columnas, donde filas corresponde al
namero de pixeles horizontales de la imagen de entrada (S), columnas es el nimero de pixeles
verticales de la imagen de entrada (S); contiene cuatro constantes (n, f, g ,h) n es nimero de
iteraciones de la RNP; f, g, h son constantes de ajuste y tiene como entrada seis matrices (M, S,
F, T, Y, Convolucion), M es una matriz inicializada de 3x3, F, T, Y son inicializadas segun los
parametros de entrada (regularmente a 0 o 1), la variable Convolucion es una matriz de tamafio
k,I (donde k es el numero de filas y | el namero de columnas de la imagen original) que
representa la sumatoria del producto escalar de My Y, 0 sea Y M, Yiu[n — 1] de la Ecuacion
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3.8, que se puede interpretar como la convolucion de una imagen, en este caso la convolucion de
Y y M. S es la Unica entrada de la imagen en escala a grises.

Function ICM

ENTRADA: filas, columnas, n: entero; S,F,E,Y,Convolucion: matrices;
INICIALIZA: f<€ 0.1, g€ 0.9, HE20,

1 For ¢ := 0 ton //n es el numero de iteraciones
2 For i := @ to filas

3 For j := © to columnas

4 F[JI[i] = £ * F[J][i] + Convolucion[Jj][i] + S[J][i];

5 E[JI[i]= g * E[JI[i] + H * Y[31[i];

6 if (FL3I04] > E[FI[4] )A

7 Y[JI[11=1;

8 Unos(); //funcion cuenta los pixeles prendidos
9 }

10 Else

11 Y[31[il= o;

12 End for j

13 End for i

14 End for c
SALIDA: Y es la nueva imagen binaria obtenida

4.2.3 Modelo Computacional SCM

El algoritmo, muestra el funcionamiento computacional de las ecuaciones (3.11 - 3.13),
como parametros se le asigno lo siguiente; el algoritmo tiene como entrada dos variables enteras
filas, columnas , donde filas corresponde al nimero de pixeles horizontales de la imagen de
entrada (S), columnas es el nimero de pixeles verticales de la imagen de entrada (S), contiene
cinco constantes (y, n, f, g ,h) n es nimero de iteraciones de la RNP o el nimero de paro f, g, h
son constantes de ajuste, el algoritmo también tiene como entrada seis matrices (S, F, T, Y,
Convolucion, W), W es una matriz de 3x3 y F,T,Y son inicializadas segun los pardmetros de
entrada (regularmente a 0 o 1), las variables F,T,Y ,Convolucion son matrices de tamafio k,j
(donde k es el nimero de filas y | el nimero de columnas de la imagen original) Convolucion es
una matriz que representa la sumatoria del producto escalar de My Y, es decir Y My, Yy [n —

1] de la Ecuacién 3.6, que se interpreta computacionalmente como la convolucién de una
imagen, en este caso la convolucion de Y y M. S es la Unica entrada como una imagen en escala a
grises. La funcién Unos(), es un contador del niumero de bits (1's) asignados a Y o la imagen
binaria. La matriz Y representa la imagen binaria obtenida en la iteracion c. A diferencia de los
Algoritmos de PCNN y ICM, la salida generada como pulsos es producida por una funcion
sigmoidal, llamada sigmoide() donde y es una constante. Modelo SCM ver Figura 4.22
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Figura 4.22 Modelo de una red neuronal pulsante SCM
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Function SCM

ENTRADA: filas, columnas, n: entero; S,U,E,Y,Convolucion: matrices;
INICIALIZA: f€ 0.1, g€ 0.9, H€20,

1 For c :=0 ton //n es el numero de iteraciones
2 For i := @ to filas

3 For j := @ to columnas

4 ULJ1[1i]= £ * U[JI[i] + (S[J1[i] * Convolucion[j][i])+ S[31[il;

5 E[31[i]= g * E[JI[i] + h * Y[JI[i];

6 if (sigmoide(U[j][il,E[J]1[i]) > ©.5 ){ //function sigmoidal

7 Y[jI[i]= 1;

8 Unos(); //funcidén cuenta los pixeles prendidos
9 }

10 else

11 Y[jI[i]= o;

12 End for j

13 End for i
14 End for c
SALIDA: Y es la nueva imagen binaria obtenida

4.3 Implementacion de las nueve “Firmas”

La Figura 4.23 muestra como se obtienen los vectores que representaran las 9 “Firmas”
distintas entre imagenes transformadas, en la figura se puede observar la obtencion de las 8
firmas subsecuentes de la serie de tiempo G[n] (En total 9 “Firmas”). Como ya se ha
mencionado antes, la imagen es procesada por una RNP, la cual obtiene su “Firma” por medio
del conteo de 1's de las imagenes binarias salientes, posteriormente los valores obtenidos por
medio de G[n] de la Ecuacion 3.11 son guardados en un vector de tamafio 100 (Figura 4.23 solo
muestra algunos valores), los 100 valores del vector de G[n] son sustituidos como valores de x,
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para las Ecuaciones 3.12 -3.19. Obteniendo sistematicamente cada uno de los valores para los

ocho nuevos vectores.
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Figura 4.23 Ejemplo de la obtencidn de los nueve vectores que representan una “Firma” de una imagen

Los nueve valores son guardados en un archivo, para su posterior comparacion de similitud entre
valor y valor de cada “Firma” de otras imagenes.

La Figura 4.24 muestra un diagrama del funcionamiento de la funcién Unos() que aparecen en
los algoritmos anteriores. La funcién Unos() es inicializada en 0. Una vez que una imagen es
tratada con la RNP, esta genera una imagen binaria, la funcion Unos() contiene un contador que
suma el nimero de 1’s que existen en la imagen binaria n, ya que el algoritmo tiene una
condicion de paro en la iteracion 100, verifica si la iteracion es menor que 100, si la opcion es
no, la funcién toma el valor de cont (numero de 1’s que existen en la imagen binaria) para su
iteracion n 'y toma como x el valor de cont, para las funciones el,e2,e3,e4. Para obtener los
valores de H[p], e5,e6,e7, primero se obtiene el complemento de x(cont) y posteriormente se
aplican las ecuaciones, para finalmente ir guardando en un archivo de texto los valores para cada
vector.
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Figura 4.24 Diagrama de flujo de la funcién Unos()

4.4 Implementacion de la similitud de las “Firmas”

Una vez implementadas las RNPs, para todas las imagenes de prueba, es necesario medir
la calidad de las “Firmas” obtenidas con las tres variantes de RNPs y sus respectivas nueve
“Firmas”. Dados los datos obtenidos se midio la similitud de la “Firma” con distintas medidas de
similitud capitulo 3.7, a diferencia de todas las medidas la medida de similitud, la que se tomo en
cuenta es (S) Ecuacion 3.32, donde los valores pueden ser leidos en un rango de 0 para “Firmas”
totalmente distintas o 100 para “Firmas” iguales, lo que proporciona que los resultados pueden

ser leidos con mayor facilidad que los datos arrojados con otras mediciones.

Tabla 4.2 Comparacion de similitud entre imagenes

Similitud Escala Rotacion Ruido Otras imagen
PCNN Si Si No Si
ICM Si Si No Si
SCM Si Si Si Si
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La Tabla 4.2 muestra las comparaciones realizadas de las “Firmas” obtenidas, es decir se
obtuvieron “Firmas” con PCNN fueron comparadas con (S) Ecuacion 3.32, para los casos de
escala, rotacion, ruido y entre imagenes de diferente tipo. Para los casos de PCNN e ICM no se
realizaron comparaciones de “Firmas” dados los resultados de la seccion 5.

Para realizar la comparacion de la similitud entre las “Firmas” se cred una hoja de célculo en
Excel, donde las “Firmas” fueron ordenadas por imagen, se cre6 una hoja de céalculo por cada
imagen original, su respectivo paradigma y su trasformacion, es decir existe una hoja de célculo
por cada una de las 30 imégenes y cada hoja de calculo contiene el célculo de (S) Ecuacion
3.32, de las “Firmas” comparadas. Al aplicar la ecuacion (S) se obtendra un nimero cercano a
100 para indicar que la “Firma” de la imagen es muy parecida a la “Firma” original y se obtendra
un namero cercano a 0 para indicar que la imagen es muy distinta a la original, finalmente en
forma de resumen se obtendran otras tablas de sintesis para deducir qué “Firma” tiene un mejor
comportamiento en general.

4.5 Discusion

El presente capitulo describié el andlisis, disefio e implementacién de los paradigmas
pulso acoplados PCNN, ICM y SCM para la extraccion de caracteristicas de una imagen digital,
por medio de una “Firma” o serie de tiempo. Cada uno de los procesos esta descrito de acuerdo a
las etapas de los diagramas mostrados para lograr el objetivo de esta tesis. El analisis y el disefio
determinaron los elementos que intervienen para la solucion del problema, también se describid
la implementacion de los algoritmos pulsantes (PCNN, ICM, SCM); que practicamente contiene
2 etapas: La extraccion de caracteristicas por obtencion de “Firmas” aplicando una RNP y la
evaluacion de la calidad de las “Firmas” obtenidas contra “Firmas” obtenidas de las
trasformaciones aplicadas a las imagenes digitales, tales como rotacién, escalado y ruido, esto
para determinar si las “Firmas” siguen siendo invariantes considerando sus respectivas
transformaciones.

Los tres algoritmos estdn implementados bajo programacion C++, cada implementacién es
individual. Con el desarrollo de los algoritmos, no sélo se dispone de una nueva herramienta para
continuar experimentando dentro de las redes neuronales pulsantes, sino también brinda la
posibilidad de extraer otras caracteristicas tales como media de escala en grises, media para cada
canal RGB, desviacion estandar para cada canal u otras caracteristicas como momentos de Hu,
esto para ayudar a la RNP a contener mejor informacién de la imagen.
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Capitulo V

Experimentaciony

Resultados

Este capitulo presenta los experimentos realizados una vez obtenida la base de imagenes
completa, se presentan los resultados de dichos experimentos para la extraccion de caracteristicas
de una imagen digital con los paradigmas pulsantes PCNN, ICM y SCM. Los casos de prueba
son de rotacion, escalado, ruido aditivo y ruido impulsivo. La serie de tiempo es tomada para
transformarla en nueve formas distintas de obtener una “firma” con las ecuaciones presentadas
en el capitulo 1l1; finalmente se presentan resultados de la evaluacion de las “firmas™ obtenidas
con una medida de similitud.

5.1 Experimentacion

En la siguiente seccion se muestran los resultados obtenidos de la experimentacion de
acuerdo al proceso general. Se hace una contribucion experimental de los paradigmas pulsantes
PCNN, ICM, y SCM para describir caracteristicas de imagenes digitales y asi como obtener la
mejor salida a partir de 9 formas distintas de analizar la firma. Primeramente de las 30 imagenes
principales (Montafas, Flores, Pasto), con 100 iteraciones se obtuvieron 9 firmas para cada una
de las iméagenes, y sus respectivas trasformaciones de cada una de las imagenes.
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5.1.1 Tecnologias empleadas:

Esta seccidn describe el material y las tecnologias empleadas. Los paradigmas neuronales
PCNN, ICM y SCM se desarrollaron bajo las siguientes caracteristicas:

5.1.1.1 Hardware

e Computadora Sony Vaio (VPCEL)
o Procesador: AMD E-350 Processor 1.60 Ghz
o RAM: 3.60 GB RAM
o SO: Sistema 64 bits
Windows 7 Enterprice. 2009

5.1.1.2 Software
e Eclipse IDE for C/C++ Developers/Version: Kepler Service Release 2
e MinGW Command Prompt TDM GCC 64 bits
e Libreria OpenCV 2.4.8
e Microsoft Windows Paint version 6.1 (compilacion 7600)

5.1.2 Base de datos de imagenes

Para la generacion de la base de imagenes se utilizaron dos colecciones de iméagenes; por
una parte estd constituida por imagenes de bases de datos del CENIDET [Pérez, 2015] e
imagenes de una base de datos de la red [Corbis corporation, 2002] con un total de 30 imégenes
de tamafio de 128x128 pixeles; de las 30 imagenes, 10 son de montafias, 10 de flores y 10 de
pasto (ver Figuras 5.1 - 5.3, respectivamente).

Montanas (tipo I)

G
(N

B

.

>

e

g5 fsnie ‘l;" o o ]
Montafiab Montafa7 Montaifia8 Montafia9

4

Figura 5.1 Iméagenes de distintos tipos de montafias. (Tipo 1)
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Flores (tipo Il)

Flor 9 Flor 10

Figura 5.2 Iméagenes de distintos tipos de flores (Tipo 2)

Pasto (tipo Ill)

Pasto 1 Pasto 3

Pasto 6 Pasto 7 Pasto 8 Pasto 9 Pasto 10

Figura 5.3 Iméagenes de distintos tipos de pasto (Tipo 3)

La Figura 5.4 muestra un ejemplo de los resultados obtenidos de acuerdo al proceso general, a
partir de la “Firma” original de cada imagen, se obtendran las 9 firmas para cada una de las
iméagenes con los paradigmas pulsantes PCNN, ICM y SCM.
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Montafial Montafia2 Montafia3

Montana6 Montafa7 Montafia8 Montana9 MontafalO

Figura 5.4 Ejemplo de firmas obtenidas con SCM para los casos de montafia

5.1.3 Plan de pruebas

Se detalla el plan de pruebas en 5 fases de desarrollo.

5.1.3.1 Fase 1
e Se desarrollaron los paradigmas neuronales PCNN, ICM y SCM.
e Se escogen 30 imagenes de 128 x 128 pixeles (10 Montafas, 10 Flores, 10 Pasto).
e Seaplica PCNN, ICM, SCM a las 30 iméagenes (90 firmas).
e Secalculan las 9 series (810 firmas).

5.1.3.2 Fase 2
e Cada imagen es transformada en 20 rotaciones (600 imagenes).
e Seaplica PCNN, ICM, SCM a las 600 iméagenes (1,800 firmas).
e Secalculan las 9 series (16,200 firmas).

5.1.3.3 Fase 3
e Cada imagen es transformada en 10 escalas (300 imagenes).
e SeaplicaPCNN, ICM, SCM a las 300 imagenes (900 firmas).
e Se calculan las 9 series (8,100 firmas).

5.1.3.4 Fase 4
e Cada imagen es transformada en 6 imagenes con dos tipos de ruido (360 imagenes).
e Se aplica PCNN, ICM, SCM a las 360 imagenes (1,080 firmas).
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e Secalculan las 9 series (9,720 firmas).

5.1.3.5 Fase 5
Evaluacién con la métrica S seleccionada y analisis:

e Evaluaciones con rotacion (420 x 10 x 3) = 12,600 evaluaciones.

e Evaluaciones con escalado (110 x 10 x 3) = 3,300 evaluaciones.

e Evaluaciones entre Montaiias y Flores, Flores y Pasto, Montafias y Pasto.
e Evaluaciones con caracteristicas basicas de una imagen.

5.2 Resultados

Esta seccion muestra los resultados de la experimentacion realizada a la base de imagenes
completa y los distintos casos de transformacion, como los casos de rotacion, casos de
escalamiento, casos con ruido aditivo y casos con ruido impulsivo.

5.2.1 Casos Rotacion

Para obtener la base de imagenes total, para la transformacion de rotacion, fue tomada
una imagen, fue rotada y cortada por el centro, con un tamafio de 128x128 pixeles con un
formato JPG, Figura 5.5, para la estandarizacion del tamafio de la imagen.

Figura 5.5 Imagen rotada para estandarizar el tamafio de la imagen

Cada imagen (Figuras 5.1 — 5.3) fue rotada en los siguientes grados: 1°, 2°, 3°, 4°, 5°, 6°, 7°, 8°,
9°, 10°, 20°, 30°, 40°, 50°, 60°, 70°, 80°, 90°, 180° y 270°, agregando 20 iméagenes (Figura 5.6),
obteniendo 600 imagenes transformadas; a cada imagen se le aplico los paradigmas PCNN, ICM
y SCM. De las 600 “Firmas” obtenidas de las imagenes, se calcularon 9 series de tiempo,
obteniendo un total de 16,200 “Firmas” o series de tiempo.

Las siguientes graficas de barras muestran las similitudes (S) (Ecuacion 3.32) de la firma o serie
de tiempo hechas con la Ecuacion 3.14 (G[n]) de la imagen original, comparada con sus
respectivas rotaciones para cada una de las redes pulsantes PCNN, ICM, SCM, (a, b, ¢
respectivamente ver Figura 5.7).

64



Mario Bismarck Zarate Galindo Capitulo V Experimentacion y Resultados

Montafial.270° Montafial.1°® Montafial.2° Montafial.3° Montafial.4°

Montafial.5° Montafial.6® Montafial.7° Montafial.8° Montafial.9°

Montafial.10° Montafial.20° Montafial.30° Montafial.40° Montafial.50°

=

Montafial.60° Montafial.70° Montafial.80° Montafial.90° Montafial.180°

Figura 5.6 Ejemplo de rotacion de una imagen
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Figura 5.7 Gréficas ejemplo para el caso de rotacién de las “Firmas” de Motanal con PCNN, ICM y SCM con G[n]
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La Tabla 5.1 muestra los resultados obtenidos con la Ecuacion 3.32, al medir la comparacion
entre la imagen original para las nueve series de tiempo (Tablas completas en CD).

Tabla 5.1 Ejemplo de una tabla de similitud entre todas las imagenes trasformadas de Montanal ICM con G[n]

Im3genes 10 > 3 2 5 & 7 & 9 100 200 30° 40° 50° 60° 70° 80° 90° 180° 270°|Promedio

rotadas
O° 100 9994 9993 9994 9994 9991 999 9991 9987 9987 9987 999 99.74 9921 9869 9897 994 99.81 99.99 100 99.99 99.75
1° 99.94 100 9998 9997 99.98 9998 99.96 9997 99.95 9994 9994 9989 995 9887 983 9864 9923 99.72 9989 99.92 99.89 99.69
2° 99.93 99.98 100 9998 99.99 9997 99.99 9996 9997 99.96 99.96 99.92 9948 9884 9827 9859 99.18 99.67 99.89 99.91 99.89 99.68
3° 99.94 9997 99.98 100 9999 9998 99.98 9997 99.96 9997 9995 999 9947 9882 9823 9857 99.M4 9966 9991 99.92 9991 99.68
4,u 99.94 9998 99.99 99.99 100 9998 9997 99.99 9998 9997 9997 99.94 9947 988 9821 9854 9911 9965 9991 9992 99.91 99.68
5° 9991 99.98 9997 99.98 99.98 100 9995 99.98 9997 9995 9995 9988 994 9869 9809 9845 99.06 9962 99.87 999 99.87 99.64
6° 999 9996 99.99 9998 99.97 99.95 100 9996 9996 99.97 9996 9991 9939 9871 981 9843 99.04 9959 99.86 99.88 99.86 99.64
70 9991 99.97 9996 9997 99.99 99.98 99.96 100 9997 99.97 9998 9992 994 9866 98.05 9841 9899 9958 99.88 999 99.88 99.63
8° 99.87 9995 99.97 9996 9998 9997 99.96 99.97 100 9998 9998 99.93 9935 9862 98.03 9835 9895 9953 99.85 99.86 99.85 99.61
90 99.87 9994 9996 99.96 9997 9995 99.97 99.97 9998 100 9999 9995 99.34 9862 9799 983 989 9949 9985 99.85 99.84 99.6
10° 99.87 9994 9996 9995 9997 9995 99.96 99.98 9998 99.99 100 9996 9934 9859 9797 9829 9888 9948 99.85 99.86 99.85 99.6
20° 999 9989 999 9947 9882 9823 9857 99.4 9993 99.95 99.96 100 9952 9887 9829 9853 99 9952 99.89 99.88 99.89 99.39
30° 99.74 995 9948 9947 9947 994 9939 994 9935 99.34 9952 99.82 100 9982 9954 99.68 99.75 99.82 99.75 99.75 99.75 99.61
40° 9921 9887 98.84 9882 988 98,69 98.71 9866 9862 98.62 9859 98.87 99.82 100 999 9991 998 9956 9921 99.21 99.21 99.14
50° 9869 983 9827 9823 9821 9809 981 9805 9803 9799 9797 9829 9954 999 100 9993 9967 99.23 9869 9869 98.69 98.69
60° 9857 9859 9859 9859 9859 9859 9859 9859 9859 9859 9859 9857 9853 9852 9851 100 9856 9857 9856 9857 9856 98.64
70° 994 9923 9911 99.06 99.04 100 989 9923 9895 989 9888 99 99.75 998 99.67 99.83 100 99.85 9934 9939 99.34 99.37
80° 99.81 99.72 9965 9962 9959 99.58 9949 99.72 9953 9949 9948 9952 9982 9956 9923 995 99.85 100 100 99.8 99.76 99.65
90° 9999 9989 9991 9987 99.86 99.88 99.85 99.89 99.85 99.85 99.85 99.89 99.75 9921 9869 9895 99.34 99.76 100 99.99 100 99.73
180° 100 9992 9992 999 9988 999 9985 9992 99.86 99.85 99.86 99.88 99.75 9921 9869 9898 9939 998 99.99 100 99.99 99.74
270° 9999 99.89 9989 9991 9991 99.87 99.86 99.88 99.85 99.84 99.85 99.89 99.75 9921 98,69 9895 99.34 99.76 100 99.99 100 99.73

99.52

La Tabla 5.1 muestra la similitud que existe entre la imagen original y sus trasformadas, solo
para el caso de rotacion de una sola imagen, de uno de los paradigmas; al tomar en consideracion
que son demasiados datos, se mostraran sdlo como ejemplo el contenido de algunas de las tablas
obtenidas y tablas que de manera de resumen generen un panorama general del comportamiento
de las redes neuronales pulsantes, todas las tablas completas estan contenidas en un archivo .Xml
en CD ya que son muchos los datos a tomar en cuenta (9 tablas por imagen, 90 tablas por tipo de
imagen, 810 tablas por paradigma, 2,430 tablas en total); se consideré tomar un promedio para
cada una de las nueve series de cada imagen, es decir las nueve tablas obtenidas por cada imagen
son resumidas en una tabla resumen como lo indica la Figura 5.8.

Las Tabla 5.2, 5.3 y 5.4 se obtuvieron como lo indica la Figura 5.8, la figura muestra las tablas
obtenidas para cada serie, es decir la Tabla 5.1 muestra la similitud sol6 la serie de tiempo G[n],
se considera la columna de promedios para formar una nueva tabla resumen junto con las ocho
tablas restantes (otras series). Asi al comparar todas imagenes originales (color) con sus
trasformaciones en rotacion, disminuird el nimero de los datos en las tablas, es decir en total son
90 tablas (30 por cada imagen y tres paradigmas PCNN, ICM, SCM), con las 30 tablas de un
solo paradigma, una tabla muestra 10 promedios de las 10 imégenes de un solo tipo (Montafia,
Flores o Pasto), asi se obtienen tres tablas con datos mas sencillos de leer y los resultados puedan

ser mejor descritos.
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Figura 5.8 Ejemplo de la obtencion de las tablas promedio para cada imagen

Tabla 5.2 Ejemplo de comparacion de similitud entre rotacién Series PCNN (Montafia 1)

Imagenes Serie Energia de | Media Desviacion Energia Energia Energia
rotadas tiempo | tiempo Residual | Estandar Entropia logaritmica Logaritmica | Entrépica | ponderada
0° 100.00 100.00 99.97 99.97 99.82 99.50 90.15 90.15 99.99
1° 100.00 99.99 99.97 99.97 99.81 99.44 90.70 90.70 99.99
2° 100.00 99.99 99.97 99.97 99.83 99.53 91.17 91.17 99.99
3° 100.00 99.99 99.97 99.97 99.84 99.55 95.08 95.08 99.99
4° 100.00 99.99 99.97 99.96 99.82 99.46 90.68 90.68 99.99
5° 100.00 99.99 99.96 99.96 99.83 99.48 91.35 91.35 99.99
6° 100.00 99.99 99.96 99.96 99.80 99.43 96.02 96.02 99.99
7° 100.00 99.99 99.96 99.96 99.80 99.39 92.30 92.30 99.99
8° 100.00 99.99 99.96 99.96 99.83 99.49 95.86 95.86 99.99
9° 100.00 99.99 99.96 99.96 99.82 99.46 95.84 95.84 99.99
10° 100.00 99.99 99.96 99.96 99.78 99.37 96.04 96.04 99.99
20° 99.99 99.99 99.94 99.94 99.71 99.14 96.97 96.97 99.99
30° 100.00 99.99 99.97 99.97 99.82 99.47 95.53 95.53 99.99
40° 99.99 99.99 99.92 99.92 99.67 98.99 95.73 95.73 99.98
50° 99.99 99.98 99.87 99.88 99.43 98.29 95.62 95.62 99.97
60° 99.98 99.98 99.86 99.85 99.28 98.01 77.25 77.25 99.96
70° 99.99 99.99 99.93 99.91 99.58 98.74 96.23 96.25 99.98
80° 100.00 99.99 99.97 99.96 99.78 99.35 96.26 96.26 99.99
90° 100.00 99.99 99.97 99.97 99.73 99.26 95.04 95.04 99.99
180° 100.00 100.00 99.97 99.97 99.80 99.44 89.89 89.89 99.99
270° 100.00 100.00 99.97 99.97 99.80 99.39 92.30 92.30 99.99
Promedio

de similitud 99.99 99.99 99.95 99.95 99.74 99.25 93.14 93.14 99.99
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Tabla 5.3 Ejemplo rotacion Series ICM (Montafia 1)

Imagenes Serie Energia de | Media Desviacién Energia Energia Energia
rotadas tiempo | tiempo Residual | Estandar Entropia logaritmica Logaritmica | Entrépica | ponderada
0° 99.78 98.83  98.59 96.20 99.93 99.80 36.73 99.80 99.60
1° 99.77 98.57 98.44 95.05 99.95 99.84 50.97 99.84 99.56
20 99.76 98.53  98.37 95.05 99.95 99.83 58.40 99.83 99.56
3° 99.76 98.51 98.40 94.95 99.95 99.84 50.74 99.84 99.57
4° 99.75 98.42 98.35 94.44 99.95 99.83 38.73 99.83 99.53
5e 99.75 98.35 98.31 94.25 99.96 99.83 52.98 99.83 99.52
6° 99.75 98.36 98.35 94.17 99.99 99.97 54.76 99.97 99.97
7° 99.73 98.23 98.15 93.81 99.95 99.83 58.59 99.83 99.48
8° 99.70 98.06 97.97 93.32 99.95 99.80 63.78 99.80 99.44
g° 99.71 98.10 98.05 93.41 99.95 99.82 65.03 99.82 99.45
10° 99.69 98.03 97.90 93.40 99.94 99.79 38.08 99.79 99.43
20° 99.75 98.52  98.35 95.05 99.95 99.84 56.47 99.84 99.54
30° 99.73 98.30 98.16 94.15 99.95 99.81 55.08 99.81 99.53
40° 99.46 96.16  96.28 86.14 99.91 99.65 12.58 99.65 98.98
50° 99.20 94.36 94.60 80.05 99.87 99.50 -2.28 99.50 98.45
60° 99.36 95.44  95.75 83.36 99.88 99.56 -12.22 99.56 98.58
70° 99.58 97.09 97.28 89.11 99.92 99.72 61.89 99.72 99.11
80° 99.77 98.59  98.50 94.95 99.95 99.83 71.10 99.83 99.53
90° 99.70 98.71  98.06 96.29 99.91 99.73 62.98 99.73 99.49
180° 99.76 98.85 98.44 96.44 99.93 99.78 63.47 99.78 99.58
270° 99.71 98.74 98.11 96.37 99.96 99.84 69.32 99.84 99.51
Promedio

Si?nilitud 99.67 97.94 97.83 92.85 99.94 99.78 47.96 99.78 99.40

La Tabla 5.5 muestra un ejemplo de las tres tablas resumen resultantes en este caso es solo para
el de tipo montafa, la tabla estd compuesta de diez filas, cada fila corresponde a uno de los
promedios de las diez imagenes de montafia, entonces las filas son sacadas como datos de
algunas de las tablas anteriores (Tablas completas en CD), en las columnas se observan cada una
de las nueve series de tiempo o “Firmas” propuestas en esta tesis para cada imagen y en la
altima fila, se muestra también un promedio para las 10 imagenes del mismo tipo, esto para tener
un resultado aun mas general de las diferencias entre las “Firmas” resultantes del mismo tipo.

La Figura 5.9 muestra una grafica de barras que resumen las tres tablas que surgen una red
neuronal pulsante s6lo para el caso invariante a la rotacion. Es decir la grafica muestra de forma
general el resumen para los 3 tipos de imagenes, esto es un panorama muy general para todas las
iméagenes probadas con invariancia a distintos grados de rotacion.
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Tabla 5.4 Ejemplo rotaciéon con Series SCM

Imagenes Serie Energia de | Media Desviacion Energia Energia Energia
rotadas tiempo | tiempo Residual | Estandar Entropia logaritmica Logaritmica | Entrépica | ponderada
0° 99.75 99.38 99.55 99.10 99.84 99.81 94.32 94.32 99.75
1° 99.69 99.16 99.44 98.76 99.82 99.78 88.33 88.33 99.69
2° 99.68 99.11 99.43 98.69 99.82 99.79 90.85 90.85 99.69
3° 99.68 99.12 99.42 98.69 99.81 99.77 90.36 90.36 99.68
4° 99.68 99.14 99.42 98.74 99.82 99.79 90.43 90.43 99.68
5° 99.64 98.97 99.36 98.46 99.80 99.77 93.83 93.83 99.64
6° 99.64 99.03 99.35 98.57 99.79 99.74 93.89 93.89 99.65
7° 99.63 99.06 99.34 98.64 99.79 99.76 93.80 93.80 99.64
8° 99.61 98.93 99.31 98.44 99.79 99.77 93.23 93.23 99.63
9° 99.60 99.03 99.29 98.64 99.77 99.73 94.08 94.08 99.62
10° 99.60 99.01 99.28 98.61 99.78 99.75 90.86 90.86 99.61
20° 99.39 98.48 98.90 97.84 99.64 99.59 91.72 91.72 99.40
30° 99.61 98.77 99.29 98.10 99.78 99.74 89.63 89.63 99.62
40° 99.14 97.35 98.45 95.95 99.54 99.49 90.61 90.61 99.14
50° 98.69 96.47 97.63 94.78 99.25 99.13 87.78 87.78 98.66
60° 98.64 96.32 97.54 94.59 99.23 99.09 86.75 86.75 98.66
70° 99.37 98.78 98.87 98.43 99.55 99.46 93.12 93.13 99.36
80° 99.65 99.24 99.38 98.97 99.78 99.74 94.45 94.45 99.67
90° 99.73 99.36 99.51 99.08 99.82 99.78 90.59 90.59 99.73
180° 99.74 99.37 99.53 99.09 99.83 99.80 89.95 89.95 99.74
270° 99.73 99.36 99.51 99.08 99.79 99.76 93.80 93.80 99.74
Promedio 99.52 98.73 99.13 98.15 99.72 99.67 91.54 91.54 99.52
similitud
Tabla 5.5 Resumen Series SCM tipo 1. Montafia
Energia
Montafia Rotado Serie de Media Desviacion Energia Energia Energia
SCM tiempo tiempo Residual Estandar  Entropia logaritmica Logaritmica Entrdpica ponderada
Montafial 99.52 98.73 99.13 98.15 99.72 99.67 91.54 91.54 99.52
Montafia2 99.88 99.60 99.78 99.37 99.94 99.93 96.91 96.92 99.89
Montafia3 99.82 99.55 99.76 99.43 99.85 99.42 97.88 97.88 99.84
Montafiad 99.84 99.51 99.66 99.12 99.90 99.90 98.18 98.18 99.84
Montafia5 99.91 99.85 99.87 99.83 99.91 99.70 99.81 99.81 99.93
Montafiab 99.79 99.56 99.70 99.47 99.88 99.74 94.46 94.46 99.82
Montafia7 99.79 99.29 99.64 98.91 99.89 99.78 99.88 99.88 99.78
Montafia8 99.87 99.65 99.81 99.53 99.93 99.84 99.45 99.45 99.88
Montafia9 99.76 99.17 99.61 98.77 99.87 99.74 92.39 92.39 99.78
Montafial0 99.91 99.81 99.87 99.77 99.92 99.80 94.06 94.07 99.92
Promedio de similitud | 99.80 99.47 99.68 99.23 99.88 99.75 96.45 96.45 99.82
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¢) Resumen de similitud de los tres tipos de imagen en rotacién con SCM

Figura 5.9 Resumen de los tres paradigmas con 9 series de tiempo o “Firmas”
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5.3.2 Casos Escalado

Para el caso de escalado, de igual forma la imagen original fue reducida y recortada por
su centro, para la estandarizacion del tamario, 128x128 pixeles con un formato JPG. Cada una
de las iméagenes sufrié una transformacion de escalado, se obtuvieron 10 imagenes por cada
imagen original (color), con 1%, 2%, 3%, 4%, 5%, 10%, 20%, 30%, 40%, 50% de mayor escala
Figura 5.10.

Montafial.1% Montafial.2% Montafial.3% Montafial.4% Montafial.5%

L PR
Bt

Montafial.10% Montafial.20% Montafial.30% Montafial.40% Mntaﬁal.SO%

Figura 5.10 Ejemplo de escalado para Montafia 1

Los datos se obtuvieron de las tablas para los casos de rotacion, es decir como lo indica la Figura
5.8; las Tablas 5.6, 5.7 y 5.8 muestran un ejemplo para una sola imagen del resumen generado de
todas las comparaciones entre las imagenes escaladas en los distintos porcentajes de
acercamiento.

Tabla 5.6. Comparacion con S, para imagenes con escalado PCNN

Montafal .

Energia
Escalado Serie de Media Desviacion Energia Energia Energia
PCNN tiempo  tiempo Residual  Estandar Entropia logaritmica Logaritmica Entrdpica ponderada

0%| 99.99 99.99 99.87 99.80 99.52 98.97 90.46 90.46 99.98
1% 99.99 99.99 99.90 99.83 99.48 98.96 85.98 85.98 99.98
2%| 99.99 99.99 99.90 99.84 99.55 99.06 91.28 91.28 99.98
3% 99.99 99.99 99.92 99.87 99.63 99.23 90.14 90.14 99.98
4%| 99.99 99.99 99.91 99.85 99.59 99.15 91.63 91.63 99.98
5% 99.99 99.99 99.91 99.85 99.62 99.19 91.91 91.91 99.98
10%(| 99.99 99.99 99.93 99.88 99.68 99.34 91.32 91.32 99.99
20%| 99.99 99.99 99.93 99.88 99.64 99.24 88.47 88.47 99.99
30%| 99.99 99.99 99.88 99.81 99.49 98.81 88.40 88.40 99.98
40%| 99.99 99.98 99.82 99.68 99.14 98.19 87.14 87.14 99.97
50%| 99.97 99.97 99.62 99.39 98.39 97.03 91.06 91.06 99.93

Promedio de
similitud 99.81 99.47 99.68 99.24 99.88 99.75 96.43 96.90 99.82
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Tabla 5.7 Comparacion con S para imagenes con escalado ICM

Montafial Energia
Escalado Serie de Media Desviacion Energia Energia Energia
ICM tiempo tiempo Residual  Estandar Entropia logaritmica Logaritmica Entrépica ponderada
0%| 99.67 98.37 97.96 94.92 99.89 99.68 80.72 80.72 99.40
1%| 99.60 98.60 97.66 96.47 99.84 99.56 57.30 57.30 99.38
2% 99.63 98.63 97.84 96.35 99.85 99.60 91.18 91.18 99.40
3%| 99.75 99.02 98.54 97.24 99.90 99.75 92.10 92.10 99.58
4%| 99.68 98.81 98.10 96.84 99.87 99.64 90.84 90.84 99.48
5% 99.70 98.85 98.20 96.86 99.88 99.67 90.66 90.66 99.50
10%| 99.74 99.06 98.46 97.51 99.89 99.70 91.30 91.30 99.58
20%| 99.75 99.03 98.54 97.23 99.90 99.73 90.82 90.82 99.58
30%| 99.64 98.33 97.91 94.97 99.88 99.66 90.52 90.52 99.36
40%| 99.24 97.40 95.44 93.48 99.69 99.08 81.05 81.05 98.82
50%( 98.72 95.61 92.43 88.69 99.45 98.56 75.39 75.39 97.85
Promedio de
similitud 99.56 98.34 97.37 95.50 99.82 99.51 84.72 84.72 99.27
Tabla 5.8 Comparacion con S, para imagenes con escalado SCM
Montafial )
Energia
Escalado Serie de Media Desviacion Energia Energia Energia
SCM tiempo  tiempo Residual  Estandar Entropia logaritmica Logaritmica Entrdpica ponderada
0% 98.38 96.06 97.06 94.62 99.08 99.09 95.33 95.33 98.35
1% 98.34 95.97 97.03 94.43 99.02 98.96 85.53 85.53 98.32
2% 98.46 96.23 97.23 94.79 99.11 99.08 94.79 94.79 98.44
3% 98.85 97.22 97.93 96.23 99.34 99.35 95.37 95.37 98.84
4% 98.61 96.50 97.50 95.12 99.21 99.19 94.94 94.94 98.59
5% 98.70 96.69 97.66 95.35 99.25 99.23 95.37 95.37 98.68
10% 98.93 97.19 98.07 95.96 99.38 99.33 95.68 95.68 98.91
20% 98.92 97.29 98.05 96.18 99.37 99.33 94.82 94.82 98.94
30% 98.23 95.82 96.84 94.34 99.00 99.00 95.05 95.05 98.20
40% 96.91 91.83 94.38 88.15 98.20 98.06 94.82 94.82 96.85
50% 94.51 85.40 90.09 79.31 96.97 96.94 86.55 86.55 94.44
Promedio
de similitud 98.08 95.11 96.53 93.13 98.90 98.87 93.48 93.48 98.05
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Tabla 5.9 Resumen SCM, Tipo Montafia

Montafal )

Energia
Escalado Serie de Media Desviacion Energia Energia Energia
SCM tiempo tiempo Residual  Estandar Entropia logaritmica Logaritmica Entrépica ponderada

Montafial 98.08 95.11 96.53 93.13 98.90 98.87 93.48 93.48 98.05
Montafia2 99.64 99.09 99.34 98.66 99.78 99.75 95.19 95.19 99.66
Montafia3 98.86 96.51 98.42 95.53 99.31 97.57 91.72 91.72 98.92
Montafiad 99.57 98.95 99.12 98.32 99.71 99.65 96.99 96.99 99.56
Montafia5 99.82 99.74 99.76 99.71 99.83 99.42 99.76 99.76 99.87
Montafiab 99.41 99.05 99.17 98.94 99.63 99.12 93.55 93.55 99.54
Montafia7 99.03 97.22 98.37 95.94 99.39 98.98 99.65 99.65 98.96
Montafia8 99.82 99.63 99.73 99.55 99.88 99.74 98.98 98.98 99.84
Montafia9 99.60 98.72 99.35 98.13 99.80 99.65 92.20 92.20 99.62
Montafial0 99.44 98.61 99.23 98.35 99.79 99.22 90.59 90.59 99.62

Promedio de
similitud 99.32 98.26 98.907 97.62 99.60 99.19 95.21 95.21 99.36

La Tabla 5.9 muestra los resultados resumen (Promedio), para Tipo 1 (los 10 tipos de montafia).
(Todas las tablas en CD).

La Figura 5.11 muestra el resumen tomado de las tres tablas de los tres tipos para las nueve
series. De igual forma que la Figura 5.9, esta grafica muestra una comparacion (S) entre las
distintas “Firmas” tomadas al ser comparadas las “Firmas” de las imagenes originales con sus
respectivas trasformaciones de escalado.
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Figura 5.11 Resumen de similitud de los tres tipos de imagen en escalado
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5.3.3 Casos Ruido

El caso de las imagenes con ruido, se tomaron las imagenes originales de la base original
(30 imagenes) y se les agrego dos clases de ruido, ruido aditivo y ruido impulsivo con los
siguientes porcentajes 5%, 10%, 15%, 20%, 25%, y 30% de ruido para cada una de las imagenes
(Figura 5.12) seis iméagenes con ruido aditivo y seis imagenes con ruido impulsivo. Obteniendo
un total de 180 imégenes con ruido Aditivo y 180 imagenes con ruido Impulsivo. Esta seccion
muestra los resultados de la experimentacion realizada a imagenes con las transformaciones de
ruido.

1@@

10% Ruido Aditivo 15% Ruido Aditivo 20% Ruido Aditivo 25% Ruido Aditivo 30% Ruido Aditivo

Original 5% Ruido Impulsivo 10% Ruido 15% Ruido 20% Ruido 25% Ruido 30% Ruido

Impulsivo Impulsivo Impulsivo Impulsivo Impulsivo

Figura 5.12 Ejemplo de Ruido Aditivo y Ruido Impulsivo

Para el caso de ruido sélo se aplicé el algoritmo SCM, ya que los resultados que mostraron los
paradigmas PCNN y ICM, no lograron hacer una gran separacion de similitud entre “Firmas” de
imagenes distintas (Capitulo 5.2.4), por eso en esta seccion solo se muestran los resultados del
algoritmo SCM para las 360 imagenes obtenidas y se calcularon 9 formas distintas de medir una
“Firma”, obteniendo un total de 3,240 “Firmas” o series de tiempo.

Para medir la similitud entre las “Firmas” obtenidas se hizo uso de la Ecuacion 3.32 (S), la
Figura 5.13, muestra un ejemplo del comportamiento de las “Firmas” a ser modificadas las
imagenes con distintos grados de ruido aditivo e impulsivo con SCM.
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Figura 5.13 Ejemblo de los resultados con G[n], para montafial con ruido Impulsivo(a) y ruido Aditivo (b)
De igual manera en que se obtuvieron las tablas (Figura 5.8) para la rotacion y escalado se
obtuvieron las tablas siguientes. Las tablas 5.10 y 5.11, que muestran un ejemplo de los

resultados de las evaluaciones hechas con S (Ecuacion 3.32 ), con las nueve firmas o series de
tiempo para la figura Montafia 1 de tipo 1.

Tabla 5.10 Evaluacion con S para el caso ruido Aditivo con SCM para Montafial

Montafal .
Energia

Ruido Serie de Media Desviacidn Energia Energia Energia

Aditivo tiempo  tiempo Residual  Estandar Entropia logaritmica Logaritmica Entrépica ponderada
0% 59.83 39.88 39.46 34.81 73.56 75.10 76.14 76.14 57.49
5% 7436 55.88 61.84 50.23 84.86 83.01 78.96 78.96 73.44
10% 80.80 61.64 71.40 54.84 89.27 84.51 81.96 81.96 80.41
15% 83.68 65,55 75.11 58.95 90.53 84.70 85.68 85.68 83.36
20% 81.04 63.79 7141 57.94 88.43 84.64 84.89 84.89 80.52
25% 73.51 53.39 62.08 48.54 84.50 79.47 81.04 81.04 72.71
30% 66.23 46.58 53.24 42.72 78.67 70.43 74.90 74.90 64.79

Pr?m‘f'lf’ti°dde 7421 5524 6208 4972 8426 8026 8051  80.51  73.25

siImiitu

Las Figuras 5.14 y 5.15 muestran las gréficas al tomar de las tres tablas de los tres tipos de
imagenes para las nueve series. De igual forma que la Figura 5.9, esta grafica muestra una
comparacion (S) entre las distintas “Firmas” tomadas al ser comparadas las “Firmas” de las
imagenes originales con sus respectivas trasformaciones de ruido aditivo y ruido impulsivo.
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Tabla 5.11 Tabla resumen para un tipo de imagen (Montafia)

Montafia .
. Energia
Ruido . . . . , ,
Serie de Media Desviacion Energia Energia Energia
aditivo tiempo  tiempo  Residual Estandar Entropia logaritmica Logaritmica Entrdpica ponderada

Montafial 74.21 55.24 62.08 49.72  84.26 80.26 80.51 80.51 73.25
Montafia2 90.34 74.44 86.40 68.46 96.74 91.88 87.65 87.65 90.82
Montafia3 76.65 59.78 70.04 55.34 88.24 82.26 87.18 87.18 78.76
Montafia4 82.16 62.63 71.20 55.01 89.71 86.80 84.16 84.16 80.43
Montafia5 75.93 58.12 66.39 5292 87.84 86.14 87.09 87.09 77.43
Montafiab 78.64 60.12 71.49 55.13 91.65 89.17 85.59 85.59 80.87
Montafia7 85.89 71.03 70.03 63.63 91.53 91.83 91.08 91.08 85.36
Montafia8 82.18 63.70 75.23 58.17 93.44 91.83 87.19 87.19 84.22
Montafia9 8436 72.87 77.13 68.92  90.28 86.81 82.25 82.25 84.30
Montafial0 80.08 62.60 73.90 57.76  91.00 86.00 81.54 81.54 81.46

Promedio de
similitud 81.04 64.05 72.38 58.50 90.46 87.29 85.42 85.42 81.68
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Figura 5.14 Resumen de los tres tipo de imagen con ruido impulsivo con SCM

77




Mario Bismarck Zarate Galindo Capitulo V Experimentacion y Resultados

100
95
90
85 -
S
80 -
75 -
70 -
65 -
60 -
55 -
50 i T T T T T T T
&L &L b""b\ & N & &L N R
. 6\ . @ S QO \o \ 6\ . (0 \0 X
Q Q o) X N3 N3 X <
N X % Q/a,& & N A & Qb
¥ ¥ 2 Q oo oo X <
& & S B NG Y & >
3 & N ©® & & &
<& & ¥ <&

Figura 5.15 Resumen de los tres tipo de imagen con ruido aditivo con SCM

5.3.4 Comparaciones entre imagenes

Después de observar el comportamiento de las redes neuronales pulsantes para obtener
caracteristicas de la generacion de imagenes binarias a partir de una imagen digital con
transformaciones de rotacion y escalado, la comparacion de distintos tipos de imagenes
(“Firmas”) se experimentd haciendo uso de la evaluacion (S), se observa el comportamiento de
las “Firmas” que generan las imagenes ya sean similares o distintas en la Figura 5.16.
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Figura 5.16 Comparacion entre imagenes de distinto tipo con RNPs para tipo Montafial vs Montafias y Flores con (S)

Las Tablas 5.12 5.13 y 5.14 muestran los resultados al hacer uso de la evaluacion S (Ecuacion
3.32). Las tablas muestran solo una comparacion de 5 figuras de los 3 tipos, es decir se compara
la “Firma” de una imagen con otra imagen de distinto e igual tipo. Posteriormente esto se hace
con todas las imagenes. Las tablas 5.12 5.13 y 5.14 muestran la tabla completa sélo para la serie
G[n] con los tres paradigmas pulsantes PCNN, ICM, SCM. (Tablas completas en CD)
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Tabla 5.12 Comparacion PCNN Montafia y Flor (Serie de tiempo G[n])

PCNN ‘Mon 1 Mon2 Mon3 Mon4 Mon5 Florl Flor2 Flor3 Flor4 Flor5 |Promedio

Montada 1 ‘ 100.00 99.16 98.77 99.99 99.32 99.28 99.86 99.67 99.90 99.75 99.57
Montafia 2 ‘ 99.16 100.00 99.95 99.33 99.93 99.97 99.66 98.27 98.69 99.81‘ 99.48
Montada 3 ‘ 98.77 99.95 100.00 98.98 99.88 99.90 99.39 97.83 98.27 99.62‘ 99.26
Montafia 4 ‘ 99.99 99.33 98.98 100.00 99.46 99.44 99.92 99.59 99.84 99.59‘ 99.61
Montafa 5 ‘ 99.32 99.93 99.88 99.46 100.00 99.93 99.71 98.68 98.98 99.88‘ 99.58
Flor 1 ‘ 99.28 99.97 99.90 99.44 99.93 100.00 99.75 98.39 98.81 99.87‘ 99.53
Flor 2 ‘ 99.86 99.66 99.39 99.92 99.71 99.75 100.00 99.23 99.57 99.96‘ 99.71
Flor 3 ‘ 99.67 98.27 97.83 99.59 98.68 98.39 99.23 100.00 99.92 99.15| 99.07
Flor 4 ‘ 99.90 98.69 98.27 99.84 98.98 98.81 99.57 99.92 100.00 99.47‘ 99.35
Flor 5 | 99.75 99.81 99.62 99.84 99.88 99.87 99.96 99.15 99.47 100.00| 99.73

Tabla 5.13 comparacion ICM Montafia vs Flor (Serie de tiempo G[n])

ICM Monl Mon2 Mon3 Mon4 Mon5 Florl Flor2 Flor3 Flor4 Flor5 Promedio

Montafial | 100.00 91.35 82.89 99.18 84.99 92.62 98.96 92.90 94.46 96.08 93.34
Montaiia 2 91.35 100.00 96.20 93.07 95.67 98.45 93.98 84.57 96.94 86.75 93.70
Montaia 3 82.89 96.20 100.00 85.27 99.19 95.04 86.62 77.78 94.66 79.12 89.68
Montaia 4 99.18 93.07 85.27 100.00 87.36 94.40 99.89 93.84 96.38 93.84 94.32
Montaia 5 84.99 95.67 99.19 87.36 100.00 95.85 88.63 81.20 96.32 82.05 91.13
Flor 1 92.62 98.45 95.04 94.40 95.85100.00 95.16 84.91 97.73 87.37 94.15
Flor 2 98.96 93.98 86.62 99.89 88.63 95.16 100.00 93.87 97.05 96.96 95.11
Flor 3 92.90 84.57 77.78 93.84 81.20 84.91 93.87 100.00 90.18 98.44 89.77
Flor 4 94.46 96.94 94.66 96.38 96.32 97.73 97.05 90.18 100.00 92.49 95.62
Flor 5 96.08 86.75 79.12 97.23 82.05 87.37 96.96 98.44 92.49 100.00 91.65

Tabla 5.14 Comparacion SCM Montafia vs Flor (Serie de tiempo G[n])

SCM Mon1l Mon2 Mon3 Mon4 Mon5FlorlFlor2 Flor3 Flor4 Flor5 |Promedio

Montafal | 100.00 49.28 21.36 96.32 23.80 44.40 92.04 87.15 56.61 89.63 91.30
Montafa2 | 49.28 100.00 80.38 60.34 79.90 86.24 76.28 45.04 92.85 48.48 76.34
Montafa3 | 21.36 80.38 100.00 31.12 97.50 69.80 36.04 20.24 75.56 26.04 91.30
Montanad | 96.32 60.34 31.12 100.0 34.76 58.60 84.27 70.26 69.40 74.65 75.59
Montafa5 | 23.80 79.90 97.50 34.76 100.0 88.32 39.58 19.22 89.73 23.48 96.91
Flor 1 4440 92.04 87.15 56.61 89.63 100.0 75.08 30.12 94.92 33.47 82.15
Flor 2 86.24 76.28 45.04 92.85 48.48 75.08 100.0 56.18 87.28 68.83 62.22
Flor 3 69.80 36.04 20.24 75.56 26.04 30.12 56.18 100.0 34.77 90.49 56.70
Flor 4 58.60 84.27 70.26 69.40 74.6594.92 87.28 34.77 100.0 41.28 62.22
Flor 5 88.32 39.58 19.22 89.73 23.48 33.47 68.83 90.49 41.28 100.0 91.30
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Figura 5.17 Comparacion de “Firmas” entre imagenes del mismo y distinto tipo con PCNN, IC y SCM
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b) Series comparacion Flor y Pasto con ICM

a) Series comparacion Flor y Pasto con PCNN
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c) Series comparacion Flor y Pasto SCM

Figura 5.18 Comparacion de “Firmas” de distintos tipos de imagenes con PCNN, ICM, SCM

Las Figuras 5.17 y 5.18 dan un ejemplo de los resultados obtenidos, las graficas de barras
muestran los resultados de las diferencias para las nueve series de los tres paradigmas pulsantes
entre los tres tipos de imagenes. Es decir se evalud con S (Ecuacion 3.32), 5 imagenes tomadas al
azar de cada tipo de imagen. Para comparar cada una de las imagenes contra todas se
seleccionaron 15 imagenes de muestra (Tablas completas en Cd). En estas graficas se puede ver
la discriminacion que existe entre imagenes de distinto tipo y entre el mismo tipo.
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La Figura 5.19 muestra un promedio general de todas las imagenes originales a color (30
iméagenes), con la medida de similitud (S), para las 9 series de tiempo.
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Figura 5.19 Gréfica de similitud para los tres tipos de imégenes, con las nueve series de tiempo

5.3.5 Otras técnicas basicas de extraccion de caracteristicas

Para poder comprar las “Firmas” como obtencién de caracteristicas de una imagen se
tomaron en cuenta técnicas de extraccion de caracteristicas de imagenes digitales, tales como
media en escala de grises, media para cada canal de RGB vy la desviacion estandar para cada
canal RGB, obteniendo 7 cantidades distintas o un vector de caracteristicas con 7 elementos por
cada imagen, en otra medida de comparacion también se obtuvo 7 momentos de tercer ordeny 7
momentos de hu, con la ayuda de las funciones de OpenCv. Estos datos son tomados y
ordenados en un vector de tamafio 21 con el mismo orden de los datos. Solo se consideran las 30
imagenes principales originales para una comparacion con el paradigma SCM.

Estos datos s6lo fueron obtenidos para las 30 imagenes originales, es decir 10 de montafia, 10 de
flores y 10 de pasto, sin ningln tipo de transformacion, con el fin de obtener una especie de
“Firma” con los 21 datos obtenidos con la extraccion de caracteristicas, la Tabla 5.15 muestra un
ejemplo de los datos extraidos para cada una de las imagenes originales, en su primera columna
muestra el nombre de la caracteristica extraida y las siguientes columnas muestran tanto el
nombre de la imagen como el valor obtenido de cada imagen al aplicar las funciones y los
algoritmos para obtener tales datos con ayuda de las funciones de OpenCuv.
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Tabla 5.15 Ejemplo de caracteristicas para cinco imagenes

Caracteristicas de la imagen Montanal Montana2 Montana3 Montana4 Montana5

Media en escala de grises 85.5262 165.583 177.284 85.5262 145.761
Media para el canal R 97.6876 184.125 128.087 97.6876 100.53
Media para el canal G 86.1196 170.875 168.992 86.1196 142.672
Media para el canal B 79.7408 148.142 212.063 79.7408 169.056
Desviacidon estdndar para el canal R 16.6799 39.1173 32.0257 16.6799 35.4212
Desviacion estandar para el canal G 22.0563 47.0862 31.6191 22.0563 55.3423
Desviacidon estandar para el canal B 34.1738 64.3657 30.2933 34.1738 77.7126
Momentos de tercer orden (1) 1.40E+06 2.71E+06 2.90E+06 1.40E+06 2.39E+06
Momentos de tercer orden (2) 9.16E+07 1.72E+08 1.91E+08 9.16E+07 1.39E+08
Momentos de tercer orden (3) 8.06E+09 1.42E+10 1.63E+10 8.06E+09 1.15E+10
Momentos de tercer orden (4) 7.95E+11 1.31E+12 1.56E+12 7.95E+11 1.08E+12
Momentos de tercer orden (5) 8.85E+07 1.65E+08 1.84E+08 8.85E+07 1.37E+08
Momentos de tercer orden (6) 5.76E+09 1.04E+10 1.22E+10 5.76E+09 7.84E+09
Momentos de tercer orden (7) 5.05E+11 8.69E+11 1.05E+12 5.05E+11 6.45E+11
Momentos de Hu (1) 0.00207427 0.0009764 0.0009099 0.00207427 0.00114396
Momentos de Hu (2) 2.77E-09 6.01E-09 7.96E-10 2.77E-09 2.60E-09
Momentos de Hu (3) 1.21E-11 4.81E-12 3.15E-13 1.21E-11 7.39E-12
Momentos de Hu (4) 1.11E-11 2.68E-12 9.55E-13 1.11E-11 2.20E-11
Momentos de Hu (5) -7.04E-23 5.57E-24 3.40E-25 -7.04E-23 -2.80E-22
Momentos de Hu (6) 4.01E-16 1.96E-16 -2.63E-17 4.01E-16 -1.11E-15
Momentos de Hu (7) -1.07E-22 7.83E-24 3.99E-25 -1.07E-22 -2.24E-23

Estas nuevas “Firmas” o vectores de caracteristicas obtenidas de las imagenes principales, son
comparadas entre ellas mismas, es decir se comparan las 30 nuevas “Firmas” de caracteristicas
de las imégenes principales, para obtener la similitud entre estas muevas “Firmas”. Por lo tanto
se hace uso de la Ecuacién 3.32 (S), ya que es la ecuacion que se utilizé en toda la tesis para
obtener la similitud de las “Firmas” de las RNP.

Para la RNP, el caso especial de SCM, se tomaron en cuenta los primeros 21 datos de la “Firma”
(que originalmente tiene 100 iteraciones) con la intencidén de considerar el mismo nimero de
datos obtenidos con las caracteristicas extraidas anteriormente (media escala de grises y RGB,
desviacién estandar RGB, momentos de tercer orden, momentos de Hu).

La siguiente tabla es un ejemplo de los datos obtenidos unicamente para las 30 iméagenes
originales.

La tabla 5.16 muestra el resumen de los resultados de las nueve series. Cabe sefialar que los
valores presentados en la siguiente tabla muestran un resultado cercano a 100 para cuando las
“Firmas” de las imé&genes son muy parecidas y cercanos a 0 cuando son totalmente distintas,
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como se trata de iméagenes distintas un numero cercano a 100 indicaria que no hace una
distincion correcta de las distintas “Firmas”.

La Tabla 5.16 muestra el resumen de las 30 imagenes principales, al comparar las imagenes con
la medida de similitud S (Ecuacion 3.32), tomando en cuenta para cada imagen el vector que
contiene los 21 datos de caracteristicas comunes de una imagen.

Tabla 5.16 Tabla resumen de la comparacion de similitud con S, con los diferentes paradigmas pulsantes

Otras Otras Otras

Paradigma PCNN ICM carac SCM PCNN ICM carac SCM PCNN | ICM carac SCM

Tipo deimagen 1 Mont Mont Mont Mont Pasto Pasto Pasto Pasto Flores Flores | Flores Flores
Tipo de imagen 2 Flores Flores Flores Flores Mont Mont Mont Mont Pasto Pasto | Pasto Pasto
Serie tiempo 99.53 94.08 92.01 70.58 99.74 96.14 96.70 80.88 99.72 95.75 95.05 81.46
Energia de tiempo 99.35 79.92 77.79 49.48 99.58 87.18 89.03 64.88 99.65 84.83 85.86 66.41
Media Residual 94.89 59.58 92.01 5143 97.04 75.82 96.70 69.51 97.11 70.30 95.05 67.77
Desviacion Estandar 94.76 67.07 77.10 4398 97.35 76.63 88.72 59.27 96.78 73.96 85.45 61.89
Entropia 84.05 98.03 91.18 81.24 8873 9859 9552 87.88 89.46 98.53 94.85 88.45
Energia logaritmica 8492 9435 82.88 80.71 88.62 95.26 89.61 85.65 89.07 96.22 90.55 88.45
Logaritmica 69.25 64.54 69.52 8191 73.63 7229 68.10 86.64 7237 7821 67.68 89.89
Energia Entrdpica 69.25 64.54 69.52 8191 73.63 7229 68.10 86.64 7237 7821 67.68 89.89
Energia ponderada 98.90 88.08 92.01 67.41 99.40 92.79 96.70 79.83 99.35 91.36 95.05 79.77

En la Tabla 5.16 se pueden observar los resultados de la comparacién de las RNPs contra otros
métodos de extraccion de caracteristicas de las imagenes, con la medida de similitud de
comparacion S entre “Firmas” de una imagen. En cada cuarta columna se observa que el
paradigma SCM mantiene una mejor separabilidad entre tipo de imagenes distintas, es decir mas
cercano a 0. Cabe resaltar que en la experimentacion sol6 se hace uso de la Ecuacién 3.32 para
generar los resultados y no de otras medidas de similitud (desechadas por obtener datos dificiles
de leer). Por lo tanto segun los datos obtenidos por la Ecuacion 3.32 se puede deducir que dados
los resultados en general, que el paradigma SCM tiene un mejor comportamiento para extraer
descripciones de iméagenes digitales, ya que genera con mayor facilidad firmas distintas para
imagenes distintas. La serie para generar la “Firma” que mejor comportamiento en general tiene
es la Entropia H[p] ya que en la mayoria de los casos mostr6 mejores resultados en cuanto a
similitud de rotacion, escalado, pero existieron ciertos casos, en especial la similitud de “Firmas”
entre imagenes distintas, ya que para estos casos quien tuvo un mejor comportamiento por
obtener datos que mejor hacen esta separabilidad, es la serie propuesta en esta tesis, la que se
identifica con la energia ponderada (Ecuacion 3.15).

En la Tabla 5.17 se muestra la diferencia (o distancia) de cantidades que existe entre la energia
ponderada (Serie propuesta en esta tesis) y la entropia, la primer columna de cada serie muestra
la cantidad mas alta encontrada de similitud entre “Firmas” de imagenes distintas y la segunda
columna muestra la cantidad mas baja encontrada en la similitud de “Firmas” de imagenes
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distintas, la tercer columna se observa como la energia ponderada genera una mayor
separabilidad entre las “Firmas”.

Tabla 5.17 Comparacion de la serie entropia vs energia ponderada, mostrando el mayor ndmero de similitud, tanto el
menor, y en la tercer columna la diferencia que existe entre las cantidades, si la diferencia es grande, significaria una
mejor separabilidad de “Firmas” entre imagenes distintas

Energia Ponderada Entropia

Mayor Menor Mayor Menor

similitud similitud Diferencia | similitud similitud Diferencia
Flores 96.67 14.07 82.61 96.79 47.44 49.34
Pasto 99.97 87.77 12.19 99.96 92.88 7.08
Montafia 98.91 11.95 86.97 99.21 41.94 57.26
Flores vs
Pasto 97.46 18.63 78.83 98.12 47.86 50.25
Montaia
vs Pasto 89.23 34.85 54.38 93.14 65.01 28.13
Flores vs
Montafia 92.55 8.37 84.18 94.73 39.74 54.99

5.4 Parametros

En esta seccidn se muestran los pardmetros usados para los tres tipos de RNP utilizados.

Existen muchas combinaciones de los valores de los pardmetros y aln no existe un estandar de
los mejores valores de entrada, los siguientes parametros son propuestos por [Ma, 2010], ya que
esta tesis colabora con experimentacion realizada con RNPs, los valores no fueron modificados.

Tablas 5.18 -

PCNN

5.20

Tabla 5.18 Parametros utilizado para PCNN

Pardmetros | & aE aF Ve L VE B

Valores 1.0 1.0 0.1 0.80 0.20 20 0.1
0.5 1.0 05
W=M=1.0 0.0 1.0
0.5 1.0 05
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ICM

Tabla 5.19 Parametros utilizados para ICM

Parametros | f° g H F

Valores 0.1 0.9 20 CEros

CCIO0S

unos

05 1.0 05
M=|1.0 00 1.0
0.5 1.0 0.5

SCM

Tabla 5.20 Parametros utilizados para SCM

Parametros | [ g H F Y

Valores 0.1 0.9 20 ceros ceros

unos

1091 0.1409 0.1091
M =[0.1409 0.0 0.1409
1091 0.1409  0.1091

5.5 Evolucion de las “Firmas” o series de tiempo

Las siguientes figuras muestran la evolucion de una “Firma” generada por una RNP segtn su
transformacion de la imagen, para este caso se escogio el modelo SCM, como imagen de entrada
a la red se consider6 la imagen “Florl.JPG” de la base de Datos de imagenes (imagenes
completas CD), el resultado de cien iteraciones con la imagen se pudo obtener un resultado final,
un vector llamado “Firma”, que para estos casos Figuras 5.20 - 5.23, la “Firma” presentada es la
serie de tiempo G[n] (Ecuacién 2.19). Para las Figuras 5.20 - 5.23 el color rojo representa la
“Firma” original, el azul y verde son las variaciones segun su transformada de la imagen

(rotacion, escalado y ruido).
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Figura 5.20 Evolucion de una “Firma” para rotacion con SCM (rojo; “Firma” original, azul; 30° rotados, verde

60° rotados)
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Figura 5.21 Evoluciéon de una “Firma” para escalado con SCM (rojo; “Firma” original, azul; 30%, verde 50°)
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Figura 5.22 Evolucion de una “Firma” para ruido impulsivo con SCM (rojo; “Firma” original, azul; 15% ruido

impulsivo, verde 30% de ruido impulsivo)
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Figura 5.23 Evolucion de una “Firma” para ruido aditivo (media=0, y varianza = 0.01) con SCM (rojo; “Firma”

original, azul; 15% de ruido aditivo, verde 30% de ruido aditivo)

89



Mario Bismarck Zarate Galindo Capitulo V Experimentacion y Resultados

En las Figuras 5.20 - 5.23, se puede notar la forma en la que una “Firma” de una imagen digital
cambia conforme la imagen sufre algun tipo de transformacion (rotacion, escalado o ruido), las
imagenes muestran que la “Firma” es poco alterada al sufrir una transformacion de rotacion y
escalado, existe una pequefia alteracion en cuanto al ruido impulsivo(ruido S&P) y sufre una
mayor alteracion cuando la imagen es alterada con ruido impulsivo (ruido gaussiano), lo cual
indica que el aumento de informacién en los pixeles de una imagen (imagen de entrada) alteran
enormemente una “Firma” de una imagen digital.

5.6 Comportamiento de la “Firma”

La siguiente seccion muestra cada uno de los nueve comportamientos de las “Firmas”
resultantes, segin el paradigma utilizado y la ecuacion utilizada. Se tomd en cuenta el
comportamiento de 15 imagenes principales (5 montafias, 5 flores, 5 pasto), es decir las graficas
muestran la diferencia que existen entre las “Firmas” al ir aumentando el grado de trasformacién
de escalado o rotacién de la imagen original (cercano a 100 iguales, cercano a 0 distintas). Las
graficas muestran en color azul el comportamiento de la PCNN, en color rojo el comportamiento
de ICM vy en color verde el comportamiento de SCM.

En general se puede notar que el comportamiento del paradigma SCM genera una mayor
diferencia para la mayoria de las “Firmas” en ambos casos (rotacion y escalado) al aumentar el
grado de la transformacion. Le sigue ICM, finalmente PCNN que genera una “Firma” muy
invariante a los grados de transformacion realizados, pero observando los resultados anteriores el
modelo PCNN también genera “Firmas” invariantes entre imagenes distintas y SCM genera
“Firmas” con un mayor grado de invariabilidad entre Firmas de imédgenes distintas.
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Figura 5.24 Comportamiento de la Serie de tiempo G[n], para  Figura 5.25 Comportamiento de la Serie Energia de tiempo,
figuras con escalado PCNN (color azul), ICM (color rojo), para figuras con escalado PCNN (color azul), ICM (color rojo),
SCM (color verde). Ecuacion 3.14 SCM (color verde). Ecuacion 3.15
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Figura 5.26 Comportamiento de la Serie Media residual, para  Figura 5.27 Comportamiento de la Serie Desviacion estandar,
figuras con escalado PCNN (color azul), ICM (color rojo), para figuras con escalado PCNN (color azul), ICM (color rojo),
SCM (color verde). Ecuacion 3.16 SCM (color verde). Ecuacion 3.17
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Figura 5.28 Comportamiento de la Serie Entropia, para Figura 5.29 Comportamiento de la Serie Energia Logaritmica,
figuras con escalado PCNN (color azul), ICM (color rojo), para figuras con escalado PCNN (color azul), ICM (color rojo),
SCM (color verde). Ecuacion 3.19 SCM (color verde). Ecuacion 3.20
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Figura 5.30 Comportamiento de la Serie Logaritmica, para Figura 5.31 Comportamiento de la Serie Energia entropica,
figuras con escalado PCNN (color azul), ICM (color rojo), para figuras con escalado PCNN (color azul), ICM (color
SCM (color verde). Ecuacion 3.21 rojo), SCM (color verde). Ecuacion 3.22
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Figura 5.32 Comportamiento de la Serie Ponderada, para Figura 5.33 Comportamiento de la Serie de tiempo G[n], para
figuras con escalado PCNN (color azul), ICM (color rojo), figuras con rotacion PCNN (color azul), ICM (color rojo),
SCM (color verde). Ecuacién 3.18 SCM (color verde). Ecuacion 3.14
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Figura 5.34 Comportamiento de la Serie Energia de Tiempo, Figura 5.35 Comportamiento de la Media Residual, para
para figuras con rotacion PCNN (color azul), ICM (color rojo),  figuras con rotacion PCNN (color azul), ICM (color rojo),
SCM (color verde). Ecuacién 3.15 SCM (color verde). Ecuacion 3.16
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Figura 5.36 Comportamiento de la Desviacion Estandar, para Figura 5.37 Comportamiento de la Entropia, para figuras con
figuras con rotacion PCNN (color azul), ICM (color rojo), rotacion PCNN (color azul), ICM (color rojo), SCM (color
SCM (color verde). Ecuacion 3.18 verde). Ecuacion 3.19
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Figura 5.40 Comportamiento de la Energia Logaritmica, para Figura 5.41 Comportamiento de la Serie Logaritmica, para
figuras con rotacion PCNN (color azul), ICM (color rojo), SCM  figuras con rotacion PCNN (color azul), ICM (color rojo),
(color verde). Ecuacion 3.20 SCM (color verde). Ecuacion 3.21
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Figura 5.42 Comportamiento de la Serie Entropia, para figuras  Figura 5.43 Comportamiento de la Serie Desviacion
con rotacién PCNN (color azul), ICM (color rojo), SCM (color  Estandar, para figuras con rotacion PCNN (color azul), ICM
verde). Ecuacién 3.22 (color rojo), SCM (color verde). Ecuacién 3.18

5.7 Discusion

El presente capitulo presento la experimentacion y resultados. Para el caso de la experimentacion
los parametros de entrada no fueron modificados, ya que parte de la contribucion de esta tesis es
la aportacién de los resultados a partir de la experimentacion de distintos tipos de imagenes, sin
modificaciones al algoritmo. Por lo tanto los pardametros no fueron cambiados en ningun
experimento. Para las pruebas se integraron cambios de escala, rotacion, ruido impulsivo y ruido
aditivo. Se obtuvieron nueve “Firmas” distintas de una misma imagen una de ellas llamada serie
ponderada es propuesta en esta tesis. Para poder comparar la similitud entre las “Firmas”
obtenidas en los resultados, se utilizé una medida de similitud propuesta en esta tesis llamada S.
Los tiempos de procesamiento no fueron tomados en cuenta.

De acuerdo a los resultados anteriores se deduce que el paradigma de SCM tiene el mejor
comportamiento en general, por lo tanto los experimentos realizados para las imagenes con ruido
aditivo y ruido impulsivo sol6 se realizaron con el paradigma SCM, ya que los paradigmas
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PCNN y ICM, han resultado ineficientes porque crean “Firmas” muy parecidas entre imagenes
distintas.

Como ha ganado ampliamente la atencion el estudio de las RNPs en la reduccién de ruido de una
imagen como una técnica de filtrado no lineal, los métodos basados en RNPs convencionales
generalmente son combinados con un filtro de mediana o paso a paso o0 modificando algoritmo,
pero existen principalmente dos problemas. Uno es el filtrado por la falta de definicion del borde
al suavizar una imagen. Dos, es dificil de estimar correctamente los pardmetros de las RNPs, ya
gue aln no existe una estandarizacion de los parametros.

5.8 Conclusiones

Rotacién

e En la experimentacion de imégenes tipo montafia con relacion a la transformacion de
rotacion con el paradigma PCNN, se encontré al comparar las “Firmas” de montafia con
S, que la serie de tiempo G[n] obtuvo resultados muy aproximados a 100, y las series
logaritmica y serie energia entropia obtuvo los resultados mas bajos con 82.37.

e En la experimentacion de imagenes tipo flor con relacién a la transformacién de rotacion
con el paradigma PCNN, se encontr6 al comparar las imagenes de flor con S, que la serie
de tiempo G[n] obtuvo resultados muy aproximados a 100, y la serie logaritmica obtuvo
los resultados mas bajos con 89.33.

e En la experimentacion de imagenes tipo pasto con relacién a la transformacion de
rotacion con el paradigma PCNN, se encontrd al comparar las “Firmas” de pasto con S,
que la serie de tiempo G[n] obtuvo resultados muy aproximados a 100, y las series
logaritmica y serie energia entropia obtuvieron los resultados mas bajos con 82.37.

e En la experimentacion de imégenes tipo montafia con relacion a la transformacion de
rotacion con el paradigma ICM, se encontr6 al comparar las “Firmas” de montafia con S,
que la entropia H[p] obtuvo resultados cercanos a 99.99, y las series logaritmica y serie
energia entropia obtuvieron los resultados méas bajos con 76.62.

e En la experimentacion de imagenes tipo flor con relacién a la transformacidn de rotacion
con el paradigma ICM, se encontrd al comparar las “Firmas” de flor con S, que la
entropia H[p] obtuvo resultados cercanos a 99.99, y las series logaritmica y serie energia
entropia obtuvieron los resultados méas bajos con 78.38.
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e En la experimentacion de imagenes tipo pasto con relacién a la transformacion de
rotacion con el paradigma ICM, se encontré al comparar las “Firmas” de pasto con S, que
la entropia H[p]obtuvo resultados cercanos a 99.99, y las series logaritmica y serie
energia entropia obtuvieron los resultados méas bajos con 83.96.

e En la experimentacién de imagenes tipo montafia con relaciéon a la transformacion de
rotacion con el paradigma SCM, se encontr6 al comparar las “Firmas” de montafia con S,
que la entropia H[p] obtuvo resultados cercanos a 99.94, y la serie energia entropia
obtuvo los resultados mas bajos con 91.24.

e En la experimentacion de imagenes tipo flor con relacién a la transformacion de rotacion
con el paradigma SCM, se encontr6 al comparar las “Firmas” de flor con S, que la
entropia H[p] obtuvo resultados cercanos a 99.93, y las series logaritmica y serie energia
entropia obtuvieron los resultados mas bajos con 91.74.

e En la experimentacion de imagenes tipo pasto con relacion a la transformacién de
rotacion con el paradigma SCM, se encontr6 al comparar las “Firmas” de pasto con S,
que la entropia H[p] obtuvo resultados cercanos a 99.92, y las series logaritmica y serie
energia entropia obtuvieron los resultados mas bajos con 92.81.

Escalamiento

e En la experimentacién de imagenes tipo montafia con relacion a la transformacion de
escalamiento con el paradigma PCNN, se encontr6 al comparar las “Firmas” de montafia
con S, que la serie de tiempo G[n] obtuvo resultados muy aproximados a 100, y las series
logaritmica y serie energia entropia obtuvieron los resultados mas bajos con 82.02.

e En la experimentacion de imégenes tipo flor con relacion a la transformacion de
escalamiento con el paradigma PCNN, se encontr6 al comparar las “Firmas” de flor con
S, que la serie de tiempo G[n] obtuvo resultados muy aproximados a 100, y la serie
logaritmica obtuvo los resultados mas bajos con 81.24.

e En la experimentacion de imagenes tipo pasto con relacién a la transformacion de
escalamiento con el paradigma PCNN, se encontr6 al comparar las “Firmas” de pasto con
S, que la serie de tiempo G[n] obtuvo resultados muy aproximados a 100, y las series
logaritmica y serie energia entropia obtuvieron los resultados mas bajos con 84.84.

e En la experimentacién de imagenes tipo montafia con relaciéon a la transformacion de
escalamiento con el paradigma ICM, se encontrd al comparar las “Firmas” de montafia
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Ruido

con S, que Entropia H[p] obtuvo resultados cercanos a 99.97, y las series Logaritmica y
serie Energia entropia obtuvieron los resultados mas bajos con 81.76.

En la experimentacion de imagenes tipo flor con relacion a la transformacion de
escalamiento con el paradigma ICM, se encontrd al comparar las “Firmas” de flor con S,
que Entropia H[p] obtuvo resultados cercanos a 99.97, y las series Logaritmica y serie
Energia entropia obtuvieron los resultados mas bajos con 81.76.

En la experimentacion de imagenes tipo pasto con relacion a la transformacion de
escalamiento con el paradigma ICM, se encontrd al comparar las “Firmas” de pasto con
S, que Entropia H[p] obtuvo resultados cercanos a 99.97, y las series Logaritmica y serie
Energia entropia obtuvieron los resultados més bajos con 82.22.

En la experimentacion de imagenes tipo montafia con relacion a la transformacion de
escalamiento con el paradigma SCM, se encontr6 al comparar las “Firmas” de montafia
con S, que Entropia H[p] obtuvo resultados cercanos a 99.88 y la serie Energia entropia
obtuvo los resultados més bajos con 90.59.

En la experimentacion de imégenes tipo flor con relacion a la transformacion de
escalamiento con el paradigma SCM, se encontrd al comparar las “Firmas” de flor con S,
que Entropia H[p] obtuvo resultados cercanos a 99.89, y las series Logaritmica y serie
Energia entropia obtuvieron los resultados mas bajos con 92.41.

En la experimentacion de imagenes tipo pasto con relacion a la transformacion de
escalamiento con el paradigma SCM, se encontrd al comparar las “Firmas” de pasto con
S, que Entropia H[p] obtuvo resultados cercanos a 99.81, y las series Logaritmica y serie
Energia entropia obtuvieron los resultados mas bajos con 93.34.

En la experimentacion de imégenes tipo montafia con relacion a la transformacion de
ruido impulsivo con el paradigma SCM, se encontrdé al comparar las “Firmas” de
montafia con S, que entropia H[p] obtuvo resultados cercanos a 99.73, y la serie
desviacion estandar obtuvo los resultados mas bajos con 80.78

En la experimentacion de iméagenes tipo flor con relacion a la transformacién de ruido
impulsivo con el paradigma SCM, se encontrd al comparar las “Firmas” de flor con S,
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que entropia H[p] obtuvo resultados cercanos a 99.75, y la serie Desviacion estandar
obtuvo los resultados mas bajos con 86.78

e En la experimentacion de imagenes tipo pasto con relacion a la transformacion de ruido
impulsivo con el paradigma SCM, se encontrd al comparar las “Firmas” de pasto con S,
que entropia H[p] obtuvo resultados cercanos a 99.74, y la serie desviacion estandar
obtuvo los resultados més bajos con 95.05.

e En la experimentacion de imagenes tipo montafia con relacion a la transformacion de
ruido aditivo con el paradigma SCM, se encontrd al comparar las “Firmas” de montafia
con S, que entropia H[p] obtuvo resultados cercanos a 96.74, y la serie desviacion
estandar obtuvo los resultados méas bajos con 49.72.

e En la experimentacion de imagenes tipo flor con relacion a la transformacion de ruido
aditivo con el paradigma SCM, se encontr6 al comparar las “Firmas” de flor con S, que
entropia H[p] obtuvo resultados cercanos a 96.16, y la serie Desviacion estandar obtuvo
los resultados més bajos con 47.46.

e En la experimentacion de imégenes tipo pasto con relacién a la transformacion de ruido
aditivo con el paradigma SCM, se encontrd al comparar las “Firmas” de pasto con S, que
entropia H[p] obtuvo resultados cercanos a 95.54, y la serie Desviacion estandar obtuvo
los resultados mas bajos con 73.23.

Comparacién entre imagenes

e Las similitudes encontradas con PCNN de las “Firmas” tipo montafia y flores al comparar
las imagenes con S, la Serie de tiempo G[n] obtuvo resultados cercanos a 99.53, y la serie
energia entrépica y logaritmica obtuvieron los resultados mas bajos con 69.25.

e Las similitudes encontradas con PCNN de las “Firmas” tipo pasto y montafia al comparar
las imagenes con S, la Serie de tiempo G[n] obtuvo resultados cercanos a 99.74, y la serie
energia entrépica y logaritmica obtuvieron los resultados mas bajos con 73.63.

e Las similitudes encontradas con PCNN de las “Firmas” tipo pasto y flores al comparar las
iméagenes con S, la Serie de tiempo G[n] obtuvo resultados cercanos a 99.72, y la serie
energia entrépica y logaritmica obtuvieron los resultados mas bajos con 72.37.

e Las similitudes encontradas con ICM de las “Firmas” tipo montafia y flores al comparar
las imagenes con S, la entropia H[p] obtuvo resultados cercanos a 98.03, y la serie media
residual obtuvo los resultados mas bajos con 59.58.
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Las similitudes encontradas con ICM de las “Firmas” tipo pasto y montafia al comparar
las iméagenes con S, la entropia H[p] obtuvo resultados cercanos a 98.59, y la serie
energia entrépica y logaritmica obtuvieron los resultados mas bajos con 72.29.

Las similitudes encontradas con ICM de las “Firmas” tipo flores y pasto al comparar las
iméagenes con S, la entropia H[p] obtuvo resultados cercanos a 98.53, y la serie energia
entropica y logaritmica obtuvieron los resultados mas bajos con 70.30.

Las similitudes encontradas con SCM de las “Firmas” tipo montafia y flores al comparar
las imagenes con S, la serie logaritmica y energia entrépica obtuvieron resultados
cercanos a 81.91, y la serie media residual obtuvo los resultados méas bajos con 51.43.

Las similitudes encontradas con SCM de las “Firmas” tipo pasto y montafia al comparar
las imagenes con S, la serie logaritmica y energia entropica obtuvo resultados cercanos a
87.88, y la serie desviacion estandar obtuvo los resultados mas bajos con 59.27.

Las similitudes encontradas con SCM de las “Firmas” tipo flores y pasto al comparar las
imagenes con S, en resumen la serie logaritmica y energia entrépica obtuvo resultados
cercanos a 89.89, y la serie desviacion estandar obtuvo los resultados méas bajos con
61.89.
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Capitulo VI
Conclusiones

En el presente capitulo se describen las conclusiones de este trabajo de investigacion; se
divide en objetivos logrados, aportaciones, conclusiones Yy trabajos futuros.

6.1 Objetivos Logrados

Habiendo alcanzado todos los objetivos especificos, se concluye que se alcanzd el

objetivo general, citado a continuacion:

Analizar, implementar, experimentar y evaluar la RNA tipo Pulsante (RNP),
dentro del dominio de Visién Artificial para problemas de reconocimiento de
patrones a través de la extraccion de caracteristicas de una imagen.

Tabla 6.1 Objetivos propuestos contra objetivos logrados

Objetivo propuesto

Objetivo logrado

Desarrollar e implementar computacionalmente el
paradigma neuronal Pulsante.

Se implementaron los paradigmas pulsantes
PCNN, ICM y SCM.

Definir casos de prueba para las areas de pre-
procesamiento de imagenes y extraccion de
caracteristicas dentro de la Vision Acrtificial para
reconocimiento de patrones Yy realizar la
experimentacién correspondiente.

Se definieron 3 texturas de imagenes,
montafas, flores, pasto, con 10 imagenes para
cada textura; cada imagen tiene un total de 42
trasformaciones, en rotacion, escalado, ruido
aditivo y ruido impulsivo.

Identificar y aplicar un mecanismo de evaluacion
para las redes neuronales tipo Pulsante.

Se eligieron e implementaron 9 tipos para
obtener una “Firma” y se una evaluacion de
similitud entre “Firmas” de las imagenes
digitales Ilamada S (Ecuacion 3.32)

Detectar las ventajas y desventajas de las RNP
para extraer caracteristicas de una imagen.

Esto se discute en la seccién 6.3.
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La Tabla 6.1 presenta los objetivos propuestos y la descripcion de los objetivos logrados durante

el trascurso de esta investigacion.

6.2 Alcances logrados

En este apartado se presentan los alcances inicialmente propuestos y los logrados (Tabla 6.2).

Tabla 6.2 Tabla de alcances propuestos y alcances logrados

Alcances propuestos

Alcances logrados

Estudiar el &rea de RNAs tradicional.

Se estudiaron las RNAs tradicionales,
iniciando con las RNAs de primera generacion
posteriormente los de segunda generacion
marco tedrico (seccién 3), también en el estado
del arte (seccidn 2) se describen varios trabajos
relacionados con las RNAs.

Revisar los problemas tipicos de las RNAs en el
dominio de Vision Artificial para el area de extraccion
de caracteristicas.

Se estudiaron los problemas tipicos de las
RNAs en VA, para extraer caracteristicas de
una imagen digital (seccion 3).

Estudiar e implementar la RNP y una variante llamada
SCM (por sus siglas en inglés Spiking Cortical Model)
importante para problemas de reconocimiento de
patrones a través de la extraccion de caracteristicas.

Se estudio e implement6 el paradigma SCM.
La implementacion es en el lenguaje C y C++.

Experimentar con bases de datos de imagenes digitales
conocidas en CENIDET para la extraccion de
caracteristicas.

Realizar un estudio comparativo con técnicas o
algoritmos tradicionales pulsantes que extraigan
caracteristicas de una imagen. El tiempo de
procesamiento no seréa relevante.

Se tom6 una base de datos de imagenes
conocida del CENIDET [Pérez, 2015], que fue
modificada  para la  experimentacion
correspondiente. Finalmente son imagenes de
tres tipos (montafias, flores y pasto) en formato
JPG de 128x128 pixeles a color vy
trasformaciones en rotacion, escalado, ruido
impulsivo y ruido aditivo.

Se implementaron los tres principales
paradigmas de las RNPs (PCNN, ICM, SCM)
para extraer caracteristicas o “Firmas” de una
imagen.

Comparar las RNPs contra técnicas tradicionales de
extraccion de caracteristicas.

Se implementé una medida que compara el
grado de similitud entre “Firmas” de una
imagen. Se extrajeron caracteristicas de las
iméagenes principales de la base de datos de
imagenes tales como la media de escala en
grises y RGB, desviacion estandar RGB,
momentos de tercer orden y momentos de Hu.
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6.3 Aportaciones

Al concluir con el presente trabajo de investigacion se obtuvieron aportaciones que se entregan
junto con este documento de tesis y se describen a continuacion:

e Se plante6 un enfoque de estudio para extraer caracteristicas de una imagen digital o
“Firma”, se desconocia si paradigma realmente desempefiaba una aportacion a la
extraccion de caracteristicas de imagenes digitales. Para esto se integraron variaciones de
escala, rotacion, ruido aditivo y ruido impulsivo en imagenes de tres distintos tipos
(montafias, flores, pasto).

e Se plante6 una nueva forma de obtener los datos para extraer caracteristicas con una

RNPs. Modificando la salida para G/n/, se propuso una funcién llamada en este caso
energia ponderada (Ecuacion 3.28). Las ventajas que ofrecen son una mejor separabilidad
de “Firmas” entre iméagenes distintas (Tabla 5.16).

e Se plante6 una nueva forma de comparar la similitud entre “Firmas” de las imagenes
digitales, se propone una funcién llamada en este caso S (Ecuacion 3.32). Se utilizaron
distintas formas de comparar los datos durante el proceso de esta tesis, pero los resultados
eran muy complicados de leer por ser nUmeros muy pequefios, esta medida S llamo la
atencion al obtener datos mas sencillos de leer, cercano a 0 para “Firmas” distintas y 100
para “Firmas” iguales.

e Se gener6 una base de datos de imagenes con cambios de escala, rotacion, ruido aditivo y
ruido impulsivo de tres tipos de imagenes: flores, pasto y montafas. Esta base de datos se
formo a partir de las imagenes descargadas del sitio web Corbis y [Pérez, 2015]. La base
de iméagenes se encuentra dentro del CD, y estan separadas por carpetas para cada tipo de
imagen. Donde cada carpeta contiene las imagenes estandarizadas llamadas por
nombre_tipodetransformada_gradodedeformacion.jpg un total de 1290 imagenes.

e Se gener6 una base de datos de “Firmas”; documentos en .xml (Hojas de célculo en Excel
en CD) de los datos de los vectores resultantes (“Firmas”), asi como las tablas resumen
total de los experimentos que se presentan a lo largo de esta tesis, para una posible
posterior comparacion de los resultados de las RNPs.

e En el desarrollo de la tesis, en el estudio del estado del arte y del estado de la préactica se
encontrd informacién atil y se considerd importante publicarla, debido a que, como el
modelo neuronal es relativamente nuevo hay poca informacion disponible en espafiol.
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6.4 Conclusiones Generales

Con respecto a toda la investigacion llevado a cabo y plasmada en este documento se

tienen los siguientes puntos concluyentes:

6.4.1 Conclusiones principales

Las “Firmas” obtenidas con las RNPs elegidas y estudiadas en esta tesis no generan
“Firmas” perfectas, es decir existen “Firmas” de imagenes distintas muy parecidas,
también existen casos con apenas una diferencia de 3 puntos, por lo tanto dados estos
resultados las “Firmas” no son muy buenas para distinguir entre imdgenes de distinta
clase.

El problema principal es la interpretacion que se les da a las RNPs, no existe
documentacion clara del proceso que hacen las RNPs, esto ha encaminado a distintas
interpretaciones de funcionamiento desde puntos de vista bioldgico [Hodgkin, 1962],
matematico [Ma, 2010], 6ptico [Jonhson, 1994], eléctrico[Kirchhoff, 1846], comput6logo
[Ma, 2010].

Las RNPs y la “Firma” resultante son muy sensibles a factores que el ojo humano no ve,
ya que los experimentos con ruido y las “Firmas™ de las mismas imagenes obtenidas en
distintos sitios resultan distintas.

La imagen de entrada es en gran parte quien le dara el comportamiento a la RNP, por lo
tanto si existen dos imégenes con el mismo grafico pero de distinto peso (bytes), las
“Firmas” obtenidas seran totalmente distintas, es decir el algoritmo no trabaja con la
imagen, sino con informacion que contiene la imagen, esta tipo de investigacion se puede
llevar acabo con codificacién de mensajes a través de imagenes.

Dado que las RNPs contindan siendo una caja negra en su comportamiento interno y
cdémo las deformaciones creadas por las auto-ondas de las imagenes binarias de las RNPs
no son controladas, se ha el motivo del por qué la “Firma” resultante no haga tal
diferenciacion.

El peor comportamiento de SCM de error se muestra con ruido Aditivo (Gauss), lo cual
indica que el aumento de la iluminacion afecta a las RNPs seleccionadas.

Existen muchos algoritmos inspirados en RNP. La PCNN es el estandar de las RNP, pero
la falta de una estandarizacion en los parametros y el tipo de imagen de entrada dificulta
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la exploracion completa del paradigma PCNN, mas sin embargo el paradigma pulsante
resulta ser novedoso para muchos temas.

Ventajas

e Las iméagenes binarias generadas, contienen informacion de los contornos de los objetos,
segmentos y formas, lo cual contienen informacion de la imagen.

e El algoritmo se puede modificar. Se puede crear un algoritmo basado en el modelo
pulsante, respetando el comportamiento de una neurona, haciendo 1A,

e Se puede definir el numero de iteraciones que tenga el algoritmo. Existen RNPs de un
solo pulso (una iteracion).

e Se propuso una nueva forma de medir la similitud entre “Firmas”.

e Se puede generar arte de las imagenes binarias pulsantes.

Desventajas

e No existe una forma automatica de paro.

e No estan estandarizados los parametros.

e Existen muchas interpretaciones del paradigma pulsante.

e AUln no generan firmas perfectas.

e Los paradigmas PCNN, ICM y SCM no toman en cuenta la posicién espacial.
e Las ondas que generan los objetos pueden llegar a crear un grado de error.

e Computacionalmente requiere muchos recursos de memoria, espacio y video.
e No existe una estandarizacion para medir la similitud de “Firmas”.

6.4.2 Conclusiones personales

Las RNPs aun dependen de una estandarizacion, ya que los resultados de los experimentos
pueden variar mucho en la obtencién de los datos, por ejemplo un cambio en alguna de las 8
variables para la PCNN, o el tamafio de la mascara, el tipo de mascara, o el tipo de imagen de
entrada, el tamafo de la imagen de entrada, el lenguaje de programacién (esto se debe a errores
de redondeo), la interpretacion de la sinapsis a nivel visual (es decir la interpretacion de la
convolucion como simulacion de la sinapsis), la orden de las ecuaciones, todo esto modifican los
datos de salida o “Firma” de la imagen haciendo muy complicado establecer una “Firma” tnica 0
un orden, un camino a abordar.

Pese a su complejidad el algoritmo tipo pulsante resulta ser muy interesante por el hecho de
simular a una neurona bioldgica, el concepto puede llegar a ser muy novedoso para su
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entendimiento total, la falta de experiencia a nivel mundial del uso correcto de los parametros de
entrada de las RNPs, no ayuda a obtener rapidamente mejores resultados,es decir hay que hacer
mucha experimentacion para que los datos puedan ser comparados. Actualmente las RNPs estan
siendo utiles para distintos fines dentro de vision artificial, tales como filtrado de imagen, fusion
de imagenes extraccion de caracteristicas, codificacion de imégenes, hasta para problemas de
optimizacion [Ma , 2010], por lo tanto aln se esta explorando la mejor implementacion para este
paradigma pulsante, asi como sus pardmetros adecuados, por lo tanto una aportacion a este
paradigma puede resultar muy importante para la IA.

La documentacion existente de los paradigmas PCNN, ICM y SCM, no contiene informacion
clara de la obtencion de los resultados o de la implementacion de los paradigmas, lo que hace
dificil una comparacién directa con sus resultados. De acuerdo a los resultados de esta tesis el
paradigma PCNN es el que peor comportamiento obtuvo, por lo tanto el paradigma PCNN sélo
debe verse como un ejemplo del modelo matematico de la arquitectura del paradigma, ya que la
falta de los parametros adecuados puede resultar a una experimentacién muy grande, a menos
que se simplifique o mejore el paradigma como por ejemplo ICM y SCM, que son algoritmos
que también deben mejorarse.

Las “Firmas” obtenidas con SCM vy serie la entropia H[p] es la serie que mejor resaltd en
algunos resultados, la serie ponderada estuvo casi siempre situada en segundo puesto, pero en la
Tabla 5.17 se hace una diferencia dados los resultados con S, y se observa que la serie ponderada
es quien hace una mucho mejor discriminacion entre imagenes distintas, por lo tanto se propone
la serie ponderada para futuros trabajos relacionados.

6.5 Trabajos Futuros

Durante el desarrollo de esta tesis, se obtuvieron ideas para continuar con la investigacion acerca
de RNPs y sus aplicaciones:
e Seguir estudiando el paradigma pulsante para mejorar la comprensién del
comportamiento real de una RNP.
e Estudiar por que la “Firma” de una imagen es alterada al agregar un poco de ruido
aditivo.
e Buscar cuales son los factores reales que hacen que una “Firma” sea sensible.
e Realizar estudios de otros modelos pulsantes, para el analisis de los resultados obtenidos

en este trabajo con el fin de detectar si otros algoritmos mejoran las “Firmas” obtenidas

con SCM.
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Experimentar con distintos tipos de imagenes; como imagenes de figuras geométricas,
letras, nUmeros, rostros humanos, imagenes infrarrojas, mapas, etc.
Mejorar o modificar los Algoritmos pulsantes existentes para una tarea en especifico, es
decir extraccion de caracteristicas, filtro de imagenes, fusién de imagenes etc. Pero
respetando el modelo pulsante:
o Cambios en la mascara (sinapsis); mascaras que cambien de tamafio, méascara que
encuentren pesos adecuados, mascaras intercambiables (como cambios de vision).
o Ayudando a el algoritmo para extraer caracteristicas con otro métodos; las
“Firmas” son ayudadas con las caracteristicas extraidas.
o Proponiendo una nueva forma de emplear el modelo pulsante; el funcionamiento
del modelo que indica que envia un de tren de pulsos a través de las imagenes
binarias pulsantes, un tren de pulsos de un pixel puede ser usado como mensaje

codificado dentro de una imagen.
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