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RESUMEN

La toxicidad de solventes ocasiona muchas enfermedades respiratorias, asi como
defectos en embarazos en diversas industrias en la region como es el caso de la

industria automotriz, medica, de cementos, plasticos, etc.

Por esta razén es importante contar con modelos matematicos aproximados que

nos permitan su calculo de forma rapida sin utilizar animales vivos y a bajo costo.

Por lo que en este trabajo utilizando descriptores moleculares del tipo SOAP
desarrollamos un modelo regresivo para calcular la toxicidad de liquidos iénicos, en
donde los datos experimentales fueron obtenidos del articulo de ‘Machine Learning
for lonic Liquid Toxicity Prediction doi:10.3390/pr9010065’ y en conjunto con
herramientas de Machine Learning, como el algoritmo de regresion no-lineal “Kernel

Ridge Regresion” se parametrizo el modelo matematico.

Los resultados predictivos muestran un nivel razonable de precision, lo que permitira
reducir el tiempo de experimentacion en seres vivos, asi como poder determinar la

toxicidad de sustancias quimicas afines de forma rapida.
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INTRODUCCION

La toxicidad de solventes ocasiona muchas enfermedades respiratorias, asi como
defectos en embarazos en diversas industrias en la region como es el caso de la

industria automotriz, medica, de cementos, plasticos, etc. (Mora-Barrantes, 2022)

Por esta razén es importante contar con modelos matematicos aproximados que
nos permitan el célculo de la toxicidad de forma réapida sin utilizar animales vivos y

a bajo costo.

Como mencionan Jose F. Rodriguez Jr. y colaboradores (2021), hoy en dia se estan
desarrollando nuevas tecnologias innovadoras, como la inteligencia artificial, que
asemeja el cerebro humano, y el analisis de un gran numero de datos, asi como la
identificacion de patrones o relaciones entre ellos. Algunos de los beneficios del uso
de la inteligencia artificial en la ciencia de materiales, es que permite el
descubrimiento de nuevas sustancias, asi como el andlisis de compuestos ya

existentes, todo esto en un menor tiempo, costo y esfuerzo.

En ciencias computacionales se emplea el lenguaje de programacién para codificar

algoritmos que ensefien a la computadora a ejecutar una tarea en particular, sin
embargo, con el aprendizaje maquina o “machine learning” se desarrollan
algoritmos que le dicen a la computadora como aprender, con un grupo de datos o
ejemplos y algunas suposiciones subyacentes y asi poder crear modelos
matematicos empiricos de razonable precision. Generalmente los datos
alimentados a la computadora provienen de experimentos de laboratorio.
(Rodrigues, 2021)

En este trabajo utilizando descriptores moleculares del tipo SOAP desarrollamos un
modelo regresivo no-lineal por computadora para calcular la toxicidad de liquidos
iGnicos en base a datos experimentales utilizando algoritmos de inteligencia artificial
como el Kernel Ridge Regresion, para poder predecir de forma rapida el nivel de
toxicidad de nuevas sustancias quimicas afines al conjunto de entrenamiento, ya
gue en estas técnicas no es posible realizar extrapolaciones para sustancias

completamente diferentes.



CAPITULO 1. PLANTEAMIENTO DEL PROBLEMA

La toxicidad de los compuestos quimicos es de suma importancia; en diversas areas
cientificas como: la industria farmacéutica para el desarrollo de medicinas y
vacunas, en agricultura se emplean fertilizantes y diversas sustancias quimicas en
los cultivos, asi como solventes que se utilizan en la industria quimica y de
manufactura. Estos compuestos pueden migrar a diversos ecosistemas como el
aire, suelo, agua y ocasionar enfermedades graves como son problemas:
genéticos, cancerigenos, respiratorios, reproductivos a corto, mediano y largo plazo,

entre otras consecuencias a la salud. (Mora-Barrantes, 2022)

Existen varios métodos in-vitro e in-vivo para determinar la toxicidad de compuestos
quimicos. Sin embargo, estas técnicas experimentales resultan muy costosas,
requieren mucho tiempo para su investigacion y en algunas ocasiones emplean
seres vivos. Otra alternativa son las técnicas computaciones o en silicio que han
abierto una nueva oportunidad para la prediccion de toxicidad de compuestos
quimicos de forma rapida y con una precision aceptable. Recientemente se han
utilizado técnicas de aprendizaje maquina (Machine Learning) como método de ‘k-
vecinos mas cercanos’, maquinas de vector de soporte, arboles de decision,
técnicas de estructura-actividad (QSAR), regresion del tipo Kernel y redes
neuronales artificiales para la predicciéon confiable y de bajo costo de compuestos
téxicos. (Karim, 2019)

Estas técnicas de inteligencia artificial o aprendizaje automatico utilizan como
entrada descriptores moleculares, es decir codifican la geometria espacial de las
moléculas en forma numérica, para el desarrollo de modelos regresivos que nos
permitan obtener la toxicidad. En la Figura 1, se observa la representacion de un
descriptor molecular en cddigo binario que se alimentara a la computadora, el
descriptor molecular debe tener ciertas caracteristicas como ser suave
(matematicas), invariante a la permutacion, traslacion, rotacion, ademas de describir

de forma precisa el nUmero de atomos, es decir el ambiente molecular cercano (que

10



enlaces y tipos de atomos se encuentran unidos entre si, etc.). Su representacion
computacional para un ejemplo de cierto descriptor molecular es a partir de nimeros
binarios como son 010000101, como se observa en la figura. (Fullmetalfelix/ML-
CSC-tutorial, n.d.)

Descriptores para quimica

Los métodos de Machine Learning necesitan una medida amigable para la computadora para ingresar las entradas atémicas

Facil para nosotros Facil para la computadora
O
O ———————— elelleleleleeelellleeleeeleeelllllle
o Caracteristicas ideales:

* General

Problemas para ML: * Compacta

+ Tamafio arbitrario * Unica

* Orden arbitrario * Invariable
¢ Suave
+ Rapida

Figura 1.1 Representacion de un descriptor molecular en las técnicas de machine learning (Fullmetalfelix/ML-CSC-
tutorial, n.d.)

Una analogia simple para los descriptores moleculares, es el cédigo de barras que
se encuentra en los productos de los supermercados. “El cédigo de barras es una
representacion por medio de un conjunto de lineas paralelas de distinto grosor y
espaciado con informacion detallada sobre las caracteristicas del producto, es decir,
las barras y espacios del cédigo representan pequefias cadenas de caracteres”. Al
escanear el codigo de barras, es posible identificar las caracteristicas de forma
rapida y precisa de un producto o bien de consumo. (Cédigo de Barras, la

enciclopedia libre, n.d.)
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1.1 DEFINICION DEL PROBLEMA

El uso de las técnicas de Inteligencia Artificial (Machine Learning) en la industria en
México es limitado, por lo cual existe un gran potencial de aplicacion en diversos
procesos industriales, para minimizar los efectos de las sustancias peligrosas,
toxicas y carcindgenas, asi como, mejorar las condiciones ambientales de los

trabajadores.

1.2 OBJETIVO GENERAL

Implementar técnicas simples de machine learning, mediante descriptores
moleculares, para determinar el grado de toxicidad de compuestos quimicos como
solventes, para incrementar la sustentabilidad en los procesos industriales, y
eliminar sustancias peligrosas, sustancias toxicas y carcindégenas, remplazandolas

por solventes verdes.

1.3 OBJETIVOS ESPECIFICOS

Utilizar descriptores moleculares como ‘Superposicion suave de posiciones
atomicas’ conocido por sus siglas en inglés como SOAP para predecir la toxicidad
de compuestos quimicos en base a datos experimentales.

Implementar técnicas de Machine learning como Regresion del tipo Kernel y
XGBoost para crear un modelo matematico que nos permita identificar el grado de

toxicidad de sustancias o solventes basados en liquidos i6nicos.

1.4 PREGUNTAS DE INVESTIGACION

¢Es posible que nuevos descriptores moleculares puedan ser utilizados para
desarrollar modelos matematicos que nos permitan determinar de forma precisa la

toxicidad de un compuesto quimico a base de liquidos i6nicos?

12



¢ Es posible implementar técnicas de machine learning simples, para identificar de
forma robusta y confiable la toxicidad de compuestos quimicos basados en liquidos

iénicos utilizando determinados descriptores moleculares?

1.5 HIPOTESIS

Se determinara la toxicidad de los compuestos quimicos basados en liquidos idnicos
de forma computacional mediante los descriptores moleculares SOAP.

Se determinara de forma rapida y precisa la toxicidad de compuestos quimicos a a
base de liquidos iénicos, utilizando técnicas de machine Learning como Regresion
del Tipo Kernel o XGBoost, mediante los descriptores moleculares definidos
anteriormente, con un algoritmo computacional utilizando librerias computacionales

en lenguaje Python.

1.6 DELIMITACION

Los compuestos téxicos que se estudiaran con el descriptor molecular SOAP son
obtenidos de base de datos publicadas en la literatura.

Se utilizaran los métodos de inteligencia artificial de Regresion del Tipo Kernel o
técnicas XGBoost mediante célculos computacionales en computadoras de

escritorio, utilizando librerias cientificas de cédigo-abierto en python.

13



CAPITULO 2. MARCO TEORICO

2.1. CONCEPTOS RELACIONADOS CON EL TEMA DE INVESTIGACION

2.1.1 Toxicidad

La palabra “toxicidad” describe el grado en el cual una sustancia es letal o capaz de
producir una lesién en los seres vivos. La toxicidad depende de varios factores como
dosis, tiempo de exposicidn, asi como su ruta oral, respiratoria, cutanea, ademas
de la formay estructura de la sustancia quimica etc., (Modulo | - Introduccién a la
toxicologia | Notas para la instruccion | ATSDR en espafiol, 2022)

La toxicidad esta presente en sustancias con las que convivimos diariamente y que
pueden existir en nuestros espacios laborales, induciendo distintos tipos de
enfermedades, cancerigenas, respiratorias, asi como enfermedades
neurodegenerativas. Ejemplos de enfermedades del sistema nervioso y del cerebro
son: el Alzheimer, Parkinson y enfermedad de Huntington. Por ejemplo, la
exposicion a metales tales como el plomo pueden ocasionar enfermedades
neurodegenerativas, esta exposicion ocurre en industrias de esmaltado y refineria,
manufactura de baterias, plasticos y pinturas.

Una vez que el plomo es absorbido puede acumularse en los 6rganos del cuerpo,
como los huesos, cerebro, higado e inclusive puede llegar al neonato en mujeres
en estado de embarazo. El sistema nervioso es muy sensible a la exposicion del
plomo, y una exposicion frecuente puede afectar el sistema renal neuromuscular y

hepético. (Garcia-Montalvo et al., 2019).

El cadmio, es otro metal muy empleado en la industria, y puede afectar al ser
humano ocasionando osteoporosis, dafio dermatolégico y afecciones en el sistema
nervioso. Un nivel alto de este metal en la sangre, provoca efectos neurotoxicos,
alterando la concentracion de neurotransmisores, afectando el cerebro, y

promoviendo la demencia. (Garcia-Montalvo et al., 2019)
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El uso y la exposicion de sustancias toxicas a la cual un trabajador esta expuesto,
en el ambiente industrial es de suma importancia en la actualidad. Se han
establecido varios estandares internacionales para salvaguardar la salud de los
trabajadores, sin embargo, aln existen casos en donde las personas estan
expuestas a sustancias toxicas durante largos periodos de tiempo. (Guidelines on

the prevention of toxic exposures, 2004)

Ademas, existe en la mayoria de las especies el riesgo de sufrir alteraciones
reproductivas o de desarrollo como la infertilidad, aborto, malformaciones fisicas o
deficiencias funcionales a nivel neuroldgico, endocrino o inmune. En el caso de
defectos congénitos se estima que el 47% ocurre por causas desconocidas, 25%
genéticas, otros 25% mediante una combinacion de factores genéticos y
ambientales y el 3% restante se debe a los ambientes fisico, quimicos o biolégicos.
Existe evidencia en la literatura de toxicidad por medio de agentes quimicos e
infecciosos en el ambiente afectando el desarrollo en diversos seres vivos.
(Cavieres, 2004)

2.1.2 Solventes Organicos

El termino solventes organicos se refiere a compuestos volatiles o0 mezclas que
tienen cierta estabilidad quimica y se encuentran en fase liquida. Los solventes
organicos mas comunes son hidrocarburos alifaticos, hidrocarburos ciclicos,
hidrocarburos aromaticos, hidrocarburos halogenados, cetonas, aminas, ésteres,
alcoholes, aldehidos y éteres. Muchos solventes se encuentran en forma de
mezclas de compuestos quimicos. ("Organic solvent neurotoxicity," 2020)

En 1984, 49 millones de toneladas de solventes industriales fueron producidos en
Estados unidos. Ademas, basados en datos histéricos de los afios setenta,
alrededor de 9.8 millones de trabajadores fueron expuestos a solventes organicos

en los Estados Unidos. ("Organic solvent neurotoxicity,” 2020)
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Varios solventes organicos han sido categorizados por la NIOSH (National Institute
for Occupational Safety and Health) como cancerigenos y con riesgos para la salud
reproductiva y son solventes que se encuentran presentes en los espacios de
trabajo. Por ejemplo, solventes como el benceno producen efectos neurotéxicos, y
las enfermedades neurotoxicas son diez de las enfermedades que ocurren con
mayor frecuencia entre los trabajadores. Estos solventes estan presentes en las
industrias de la: pintura, farmaceéutica, textil, pegamentos, limpiadores, plasticos y
agricultura.

La exposicion de solventes organicos puede ocasionar efectos nocivos en la salud
como: narcosis, anestesia, depresion del sistema nervioso central, fallas
respiratorias, perdida de conciencia y en casos muy graves hasta la muerte; El
instituto nacional de salud y seguridad ocupacional NIOSH en los Estados Unidos
recomienda que se adopten controles de ingenieria para reducir la concentracion y
exposicidon de estos solventes a limites permitidos por la OSHA (administracion de
la salud y seguridad ocupacional), asi como el uso de equipo y ropa de protecciéon
personal y programas de difusion entre los trabajadores. ("Organic solvent
neurotoxicity,” 2020)

2.1.3 Solventes verdes.

El impacto de las emisiones de los solventes en los ecosistemas y en los seres vivos
requiere de implementaciones tecnoldgicas para minimizarlas o eliminarlas por
completo. También es importante el concepto de un ‘solvente verde’, como aquella
sustancia que es amigable con el medio ambiente y de baja ecotoxicidad.
(Winterton, 2021)

La busqueda de solventes no toxicos para la industria requiere de innovaciones que
permitan disefiar nuevos solventes, ya sea sintetizando nuevas sustancias o
modificandolas al adicionar ciertos atomos o grupos funcionales moleculares
(Winterton, 2021)
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2.1.4 Liquidos lonicos

Los liquidos i6énicos son compuestos en fase liquida compuestos por aniones y
cationes, los cuales poseen propiedades fisicoquimicas favorables, que permiten su
uso en varias aplicaciones como electrolitos para baterias, en celdas de
combustible, como agentes de extraccidn en procesos de separacion quimicos, y a
la vez son mas amigables con el medio ambiente que varios solventes organicos

volatiles, y algunos liquidos i6nicos poseen baja ecotoxicidad. (MacFarlane, 2014)

Kaur y colaboradores (2022), describen a los liquidos ibnicos como sales organicas
compuestas por un catidon organico asimétrico y un anién organico o inorganico que
se encuentran en estado liquido a temperatura ambiente, a diferencia del cloruro de
sodio que se encuentra en estado solido a 25°C. Los cationes organicos como el
amonio, sulfonio, imidazolio, triazolio, piridinio, fosfonio entre otros pueden ser
combinados con diferentes aniones como tetrafloruro de borato, bromo, cloro,
Bis(trifluorometilsulfonil)imida, etc., para disefiar liquidos i6nicos de acuerdo a
ciertas propiedades. Algunas propiedades interesantes de los liquidos iénicos
incluyen no volatilidad, baja presion de vapor, no inflamabilidad, amplias ventanas
electroguimicas, estabilidad ante altas temperaturas y buena conductividad
eléctrica. Propiedades fisicoquimicas que los denominan como "solventes verdes",
sin embargo, se ha encontrado que algunos de estos liquidos i6nicos pueden

ocasionar efectos téxicos en los ecosistemas. (Kaur, 2022) .
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Figura 2.1.4 Aplicaciones detalladas de los liquidos iénicos en diferentes industrias
(Kaur y colaboradores, 2022).

Algunas aplicaciones de los liquidos i6nicos se muestran en la figura 2.1.4 en celdas
de combustible, supercapacitores, celdas solares sensibilizadas y celdas termo
electromecanicas, produccién de biocombustible, transferencia y almacenamiento
de calor, conversién de energia electroquimica, conversion y captura de calor,
almacenamiento de energia electroquimica, entre otras. Un ejemplo del uso de los
liquidos i6nicos es en baterias de litio presentando un mayor rendimiento
energético, baja volatilidad y flamabilidad, constituyendo una fuente de energia
estable y segura. Sin embargo, un factor que ha detenido su comercializacion se

debe a los altos costos de sintesis de algunos liquidos ionicos. (MacFarlane, 2014)

Los liquidos i6nicos son sales fundidas con diversas propiedades favorables,
generalmente poseen una mayor conductividad térmica y eléctrica, asi como
propiedades electromecanicas en comparacion con otras sustancias organicas
tradicionales. Algunos Liquidos idnicos son capaces de disolver celulosas y extraer
varios compuestos quimicos lo que les da un gran potencial en la produccion de

biocombustibles, ademas de ser utilizados en catalisis y como sustancias capaces
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de secuestrar gases responsables del efecto de invernadero como dioxido de
carbono (Zhou, 2023)

Estudios en la literatura han sefialado que los liquidos i6nicos son eficientes en
catélisis y sintesis quimica, electroquimica, conversibn de biomasa,
biocombustibles, biotecnologia y muchos otros campos. Algunos ejemplos de los
liquidos i6nicos en el campo de la industria farmacéutica y medicinas son: agentes
para la liberacion de medicamentos, biosensores, etc; Existen 3 generaciones de
liquidos i6nicos de acuerdo a su estructura quimica y sus propiedades. La primera
generacion combina cationes del tipo alquilimidazolio y alquilpiridinio con aniones
de haluros metalicos. La segunda generacién involucra cationes del tipo
alquilimidazolio, alquilpiridinio, amonio y fosfonio, en combinacién con aniones del
tipo haluros, tetrafluoroborato y hexafluorofosfato. La tercera generacion de IL
emplea iones a base de constituyentes naturales y biodegradables, como colina y

aminoéacidos (Egorova, 2017).

2.1.5 Bases de Datos de Toxicidad

Tox21 “Toxicology in the 21st century’ en espafiol toxicologia en el siglo 21, es una
base de datos de acceso abierto que contiene informacién sobre la toxicidad de mas
de 8500 compuestos quimicos, ademas, es una base de datos de toxicidad muy
amplia que involucra varias agencias de gobierno en los Estados Unidos como:
environmental protection agency (EPA), National center for advancing transnational
sciences (NCATS), National toxicologic program (NTP) y Food and Drug
Administration (FDA). Uno de los objetivos de estas agencias era el poder transitar
de modelos mamiferos a modelos in vitro y no mamiferos en la investigacion

toxicolégica (Roper, 2020).

El programa Nacional de Toxicologia en los Estados Unidos (NTP) orienta el
programa tox21 mediante avances cientificos encaminados a mejorar la salud
publica. Cada una de las diversas agencias de gobierno aporta con su

conocimientos y desarrollos, por ejemplo, la NTP se enfoca en la toxicologia
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experimental, la NCGC (National Center of Advanced Translational Science) en
tecnologias de alto rendimiento y la EPA en toxicologia computacional. En el 2010
la FDA (Food and Drug administration) se unid a la base de datos tox 21
incorporando varias sustancias que regula, ademas de coadyuvar con
investigaciones basadas en modelos de animales para enfermedades humanas y

analisis de rutas de toxicidad en el cuerpo humano. (Roper, 2020)

2.2 INTELIGENCIA ARTIFICIAL

2.2.1 Aprendizaje Maquina o Machine Learning (ML)

El aprendizaje automatico (Machine Learning) es una técnica computacional que
utiliza datos para crear modelos generalmente regresivos, infiriendo las relaciones
0 patrones existentes entre los datos. En donde el termino de datos se puede referir
la informacion en forma tabular, audio, imagenes, etc., El "modelo” es el resultado
que por medio de la técnica de Machine Learning permite predecir o generar
informacion a partir de valores nuevos para las variables de entrada (Predictorio).
(Kim, 2017)

El nombre de Machine Learning se debe a que analiza los datos de entrenamiento
y desarrolla el modelo con la minima intervencién humana. Los datos que se
alimentan para la creacion del modelo matematico se denominan datos de
"entrenamiento”. La figura 2.2.1 ilustra los procesos involucrados en el aprendizaje-
maquina o el Machine Learning, como resultado la salida del modelo constituye una
prediccion basada en nuevos datos de alimentacién denominada (inferencia). Por
ejemplo, por medio de la creacion de modelos de ML podemos conocer el grado de
toxicidad de una nueva sustancia y el nivel de concentracion considerado como

peligroso en el ser humana (log (EC50)).
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Figura 2.2.1 Diagrama esquemdtico de los procesos involucrados en el aprendizaje automdtico (Phil, 2017)

El resultado del modelo depende de forma crucial de la calidad de los datos del
conjunto de entrenamiento. Existen diferentes algoritmos para la creacion del
modelo matematico como son: Regresion del tipo Kernel, Redes Neuronales

Artificiales, Arboles de busqueda, etc., (Kim, 2017)

Como observamos en la figura 2.2.2 en machine learning se encuentran con varias
entradas de datos como son: los datos de forma tabular, texto, grafica o imagenes.
Estos son alimentados a las redes neuronales, las cuales ayudan a identificar las
variables importantes y a descubrir otras que impactan al modelo. El modelo nos
arroja informacion como prediccion o datos estadisticos relevantes y nos ayuda a

determinar anomalias en estos.
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Figura 2.2.2 Aprendizaje Maquina aplicado a las ciencias ambientales e ingenieria (Zhong,2021)
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Una aplicacion de Machine Learning, es para la prediccion de solidos suspendidos
en el aire en diferentes regiones espaciales, la prediccion del suministro de agua,
modelado bioquimico de plantas de tratamiento de aguas residuales, disefio de
nuevos materiales para secuestrar el didéxido de carbono, el disefio de nuevos
farmacos, asi como plasticos biodegradables, predicciones climaticas, predicciones
de terremotos y tsunamis, etc. (Zhong, 2021)

Para desarrollar el modelo de ML de prediccion de la concentracion de PM2.5
solidos suspendidos de forma diaria o anual, las variables de entrada (features o
caracteristicas) son temperatura del aire, temperatura de rocio, humedad relativa,
densidad de flujo de radiacién de onda corta y larga, velocidad del viento, densidad

de forestacién, acceso a vias libres en carreteras, etc., (Zhong, 2021)

La prediccién del grado de toxicidad de sustancias basada en algoritmos de
inteligencia artificial se pueden obtener mediante el uso de redes neuronales y se
requiere de suficiente informacion como conjunto de entrenamiento, y asi poder
obtener una respuesta mas precisa que nos permita determinar los efectos de las
sustancias quimicas relacionados con la carcinogenicidad, o efectos en algun
sistema del cuerpo humano, tales como efectos en el sistema reproductivo o

nervioso. (Karim, 2019)

En su articulo Wu y colaboradores (Wu Y., 2018) indican que la inteligencia artificial,
actualmente se aplicar en areas médicas y farmacéuticas, ayudando a reducir los
tiempos de investigacion y la experimentacidn en seres vivos gracias a la prediccion
tan exacta que arroja sobre la toxicidad de sustancias utilizadas en los
medicamentos y en las vacunas.

Estos autores sefialan que la mayoria de los medicamentos atraviesan por muchos
experimentos, largos y tediosos para evaluar su grado de toxicidad, y mas de la
mitad de los medicamentos evaluados en laboratorios resultan ser dafiinos de cierta
forma en las personas. También, al experimentar con animales, los resultados
obtenidos, no son del todo precisos, debido a la diferencia entre el organismo animal

con el organismo humano.
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Actualmente los modelos de inteligencia artificial basados en redes neuronales
artificiales y en arboles de decisiones, han sido utilizados en aplicaciones como
reconocimiento de imagenes, identificacion de patrones, resultando en modelos
matematicos predictivos de bajo costo, y con gran exactitud aplicados en la industria
farmaceutica (Wu Y. , 2018)

Tang y colaboradores (Tang, 2019) mencionan que el aprendizaje profundo, utiliza
las DNN (Deep Neural networks) en espafiol redes neuronales que contienen varias
capas ocultas, para el andlisis de datos y la creacion de modelos matematicos
regresivos no-lineales. El Deep learning, ha resultado ser un modelo de inteligencia
artificial eficaz para la prediccion de toxicidad de gran numero de sustancias. Como
se observa en la figura 2.2.4, estd constituido por una 0 mas capas de entrada,
varias capas ocultas y una o mas capa de salida. Para el procesamiento de la
informacion, cada neurona recibe la informacion de la capa anterior (valores de las
variables independientes o0 X's, y por medio de funciones matematicas no-lineales,
trasmite la informacion hacia las capas de salida en donde se obtiene prediccion
final o el valor de y, en este caso el grado de toxicidad o el log(EC50) (Tang, 2019).

En la vida cotidiana las personas se encuentran en contacto con una gran cantidad
de sustancias quimicas, naturales o sintéticas, por lo cual es de suma importancia
determinar el grado de toxicidad en los diferentes sistemas que comprende el
cuerpo humano. Los modelos mas utilizados para la prediccion de la toxicidad de
las sustancias son los QSAR (Relacion cuantitativa estructura-actividad), de tal
manera que las sustancias con estructuras quimicas similares podrian tener el

mismo grado de toxicidad. (Tang, 2019).
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Figura 2.2.3. Esquema de una red neuronal profunda con 3 capas. (Tang, 2019)

2.3 MODELOS MATEMATICOS

2.3.1 Definicion de Kernel en Machine Learning

Un aspecto clave en ML es la utilizacion de Kernels para la determinacion de los
diferentes modelos matematicos. En esencia un Kernel (k) es una funcién
matematica que me permite proyectar datos (X, y) de una dimension a otra de mayor
orden. (Zhang, 2018, Vovk, V., 2013)

k(x,y) = (xTy)?
= (mlyl + x2ys + w3y3)2

3
= Z TiZ;YiY;

ij=1

En la figura 2.3.1 se observa que si se aplica una funcion matematica (kernel) es
posible mapear los datos del espacio bidimensional al espacio tridimensional y asi

poder determinar una superficie que divida los datos en diferentes clases.
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Figura 2.3.1 Kernel que transforma los datos desde una representacion bidimensional a una representacion
tridimensional. (Zhang, 2018)

2.4 SOFTWARE.

2.4.1 Python

La inteligencia artificial o machine learning, se basa en el manejo de grandes
cantidades de datos, por lo cual para crear modelos matematicos regresivos, asi
como visualizaciones y andlisis estadisticos. Actualmente el lenguaje de
programacion basado en objetos mayormente utilizado en inteligencia artificial es
Python, ya que dispone de grandes cantidades de subrutinas y codigos de acceso
libre, tales como la libreria Pandas, que se utiliza para la lectura, manipulacién y
andlisis de base de datos, asi como las librerias numéricas para el manejo de
matrices como numpy, matplotlib, tensorflow, scikit-learn, pytorch, etc., (Challenger-
Pérez, 2014)

La libreria Scikit-learn en Python incluye varios algoritmos de aprendizaje maquina
para resolver problemas de aprendizaje supervisados y no supervisados a gran
escala. Su amplia utilizacién, se basa en la creciente necesidad de andlisis de datos
de personas no especializadas en softwares computacionales para su uso en las

diferentes industrias, en la medicina, fisica o biologia (Deitel, 2021)
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Numpy, (Python numérico) es una libreria cientifica de algebra lineal, que involucra,
vectores, tensores 0 matrices, asi como operaciones aritméticas basicas y

complejas.

Scipy, (Python cientifico) contiene subrutinas de andlisis numérico, funciones
especiales, asi como funciones estadisticas basicas. Scipy puede interfacearse con
otros paquetes numéricos en Fortran o en C, como LAPACK para realizar
operaciones mateméaticas de forma rédpida y en el menor tiempo de computo.
(Pedregosa, 2011)

Python es una excelente opcién como lenguaje de programacion para principiantes,
ya que es un lenguaje de programacién orientado a objetos que no requiere de
compilacion. Fue desarrollado en 1991 por Guido van Rossum del Instituto Nacional
de Investigaciéon de Matematicas y Ciencias de la Computacibn en Amsterdam.
Algunas de las razones por las que Python se esta convirtiendo en uno de los
lenguajes de programacion mas utilizados en el ambito de la inteligencia artificial

son las siguientes:

* Es de codigo abierto, gratuito y ampliamente disponible en la comunidad cientifica

con una infinidad de cddigos de aplicacion en diversas areas.

* Es mas amigable y de mayor facilidad de comprension, en comparacion a los

lenguajes como C, C++, Fortran y Java.

* Mejora la productividad de los usuarios, debido a la existencia de un gran numero
de bibliotecas de cddigo abierto o subrutinas elaboradas por terceros, disponibles
en internet, lo cual permite escribir cédigos mas rapido y realizar tareas complejas

con minima energia.
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2.4.2 Libreria de descriptores moleculares para Machine Learning
en la ciencia de materiales. “Dscribe”

Dscribe es un software computacional para el célculo de descriptores moleculares
dentro de los algoritmos de inteligencia artificial como se observa en la Figura
2.4.2.1.

El paquete incluye varios descriptores moleculares como la matriz de Coulomb,
representacion de muchos cuerpos tensorial (MBTR), funciones de simetria
centradas en atomos (ACSF) y superposicion suave de posiciones atomicas
“Smooth overlap of atomic positions (SOAP)”. Esta libreria tiene una interfaz de

Python con rutinas computacionales escitas en C y en C++ (Himanen, 2020).

En la figura 2.4.2 se observa como la estructura tridimensional de una molécula por
medio de un descriptor molecular se traduce o0 mapea a un vector numerico, para
alimentarse al modelo de aprendizaje, basado en redes neuronales y finalmente
obtener la propiedad fisicoquimica o de interés de una molécula al crear el modelo

matematico de regresion no-lineal.
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Figura 2.4.2 Flujo computacional de machine learning para la construccion de un modelo mattematico regresivo para la
prediccion de propiedades fisicoquimicas (Himanen, 2020).

2.4.3 Smooth overlap of atomic positions o Superposicidén suave
de posiciones atomicas (SOAP)

El descriptor molecular SOAP (Bartok y col, 2013, Bartok y col. 2017, Willat y col.

2019, Langer y col. 2022) como se observa en la figura 2.4.3 se basa en una
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representacion local de la densidad atémica en un cierto radio r, por medio de la
expansion en funciones de base gaussianas ortogonales radiales y esféricas

mediante la siguiente ecuacion:

p{r) — Z Cnlm gn(f) Ylfm{r)

nl.m

En donde cnim SonN los coeficientes de expansion, gny Yim Son las funciones de base radiales
y esféricas armoénicas. A partir de los coeficientes es posible obtener espectros de potencia,

que describen las interacciones entre dos y tres cuerpos en un determinado radio.
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Figura 2.4.3 La densidad local alrededor de un dtomo central es expandida en funciones de base armdnicas radiales y
esféricas (Langer, 2022)

Estos descriptores moleculares son invariantes con respecto a la traslacion,
permutacion y rotacion, y se utilizan para codificar la geometria espacial de las
moléculas en vectores numéricos. Estos vectores numeéricos se promedian en base
al numero de atomos con la finalidad de que los vectores tengan la misma dimension
en diferentes moléculas compuestas de numeros de atomos desiguales. (Langer,
2022)
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2.5 PREDICCION DE TOXICIDAD DE LIQUIDOS IONICOS MEDIANTE
TECNICAS DE MACHINE LEARNING

Los liquidos i6nicos (LI) presentan varias caracteristicas fisicoquimicas favorables,
como bajo punto de fusion, baja volatilidad y alta estabilidad térmica. Por estas
razones, los LI constituyen una alternativa como solventes verdes para remplazar
los solventes organicos tradicionales. A pesar de sus amplias propiedades y
grandes perspectivas de aplicacion, muchos LI presentan posibles efectos
negativos sobre los ecosistemas. La toxicidad es una variable de suma importancia
en la seleccion de los liquidos i6nicos para su utilizacibn en proceso quimicos
sustentables. (Wang, 2020)

En este contexto Wang y colaboradores utilizaron las técnicas basadas en
aprendizaje maquina (ML) para predecir la toxicidad de IL basandose en un conjunto
de datos experimentales (logaritmo de la concentracion media efectiva, log(EC50))
utilizando lineas de células de ratones del tipo IPC-81, por medio de un procedimiento
sistematico que incluye la utilizacion de descriptores moleculares estructurales, optimizacion de
hiperparametros, entrenamiento y evaluacion de los modelos matematicos
obtenidos. En este estudio la red neuronal de alimentacién hacia adelante (FNN) y
algoritmos de maquina de vectores de soporte (SVM) se adoptaron para predecir la
toxicidad de las IL directamente de sus estructuras moleculares, obteniéndose un

coeficiente de ajuste R? superior a 0.90

Wu vy colaboradores utilizaron descriptores basados en la existencia de ciertos
grupos funcionales en el catién y anion, tamafo de la cadena alquilica, numero de
atomos de oxigeno, numero de atomos sustituyentes en el cation, para determinar
la toxicidad de 304 liquidos ionicos en la linea celular de leucemia de rata IPC-81,

obteniendo un coeficiente de determinaciéon de alrededor de 0.90 (Wu T. , 2020)
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2.6 XGBOOST: REFUERZO DE GRADIENTE EXTREMO, EXTREME
GRADIENT BOOSTING

El algoritmo “XGBoost” es un algoritmo de aprendizaje maquina que se basa en la
combinacion lineal de un ensamble de modelos multiplicados por sus respectivos
pesos, en donde cada modelo esta conformado por arboles de decision. Los
modelos se afladen uno por uno de forma secuencial con la finalidad de mejorar los
errores de prediccién en cada iteracion, una especie de refuerzo o boosting, en
donde se busca que la nueva funcién maximice el producto interno con el gradiente
negativo de la funcion de pérdida o error evaluada en la iteracion previa (Brownlee,
2021; Chen & Guestrin, 2016); El algoritmo XGBoost se encuentra disponible como
cadigo abierto en internet para su utilizacién en la creacion de modelos mateméaticos

regresivos.
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CAPITULO 3. METODOLOGIA

La figura 3.1 muestra las tres etapas involucradas en el aprendizaje automatico
(ML); En la primera denominada preprocesamiento o preparacion de modelaje es
importante contar con datos significativos y representativos en lugar de datos
inmensos y superfluos. En esta primera etapa se deben de escalar los valores de
las variables, para que los valores se encuentren en el mismo orden de magnitud
(normalizacién), también es importante eliminar los valores extremos (Outliers) para
evitar ruido en el modelo matematico, generalmente los datos se dividen en tres
bloques que son: entrenamiento, prueba y validaciéon donde se utilizan en el proceso
el 80%, 10%, 10% respectivamente del total de los datos. Los datos de validacién
se utilizan para la optimizacién de los hiper parametros del modelo matemético, que
puede ser las variables del kernel, el nUumero de capas de la red neuronal, las
diferentes funciones matematicas usadas, etc. La segunda etapa, conocida como
desarrollo de modelo, involucra el entrenamiento basado en métricas de salida
como el error medio al cuadrado (RMSE) y se basa en una serie de iteraciones
hasta determinar los pardmetros del modelo matematico. Subsecuentemente se
procede a la optimizacion de los hiper pardmetros con el conjunto de validacion y

posteriormente al empleo del conjunto de prueba. (Zhong, 2021)

La etapa después de modelado final es el despliegue del modelo, basado en datos
frescos o0 nuevos para las diferentes predicciones o clasificaciones cientificas, o
determinacién de caracteristicas significativas entre las variables del modelo.
(Zhong, 2021)
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Eligiendo puntos de datos representativos

Recoleccion de datos Evaluacién de los métricos
Fuente de datos publica +Regresion: rmse, mse, mae, r42, etc

eImportancia de las caracteristicas

Entrenamiento del modelo permutables

+Seleccion de algortimos de ML *Redes neuronales atencionales
Procesamiento de informacion *Hyperpardmetros s*Mecanismo de co-Atencién
sEstandarizacion y normalizacién +Control de sobreajuste *Gréficas de dependencia parcial
*Remocion de duplicados ‘
«Datos faltantes Evaluacion del modelo Determinacion del dominio de
*Deteccion de salida aplicabilidad
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sSeleccion y reduccién de caracteristicas +Dominio estructural
sRespuesta del dominio
Divisién de datos Mejora Del desempefio del modelo *Métodos integrades
Entrenamiento, validacién y conjunto de datos *Modelo conjunto o modelo apilado
de prueba sTransferencia de conocimiento
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*Validacion cruzada de datos de entrenamiento *Moadificacién del dominio del conocimiento

y de validacion #Probabilidad maxima Estimacion
«Similitud de datos

sAplicacién web
sArchivos ejecutables
+Co-origen del codigo
+Compartir base de datos

Figura 3.1. Etapas involucradas en el desarrollo de un modelo de aprendizaje maquina (Zhong, 2021)

Las moléculas utilizadas para la prediccion de la toxicidad con respecto a la linea
celular en ratas IPC-81 (log EC50), se basan en solventes a base de liquidos i6nicos
y se obtuvieron de las siguientes fuentes bibliograficas (Sosnowska y col. 2017,
Wang y col., 2020, Wu y col. 2020)

La estructura de los 355 liquidos ionicos se encuentran en formato SMILES
“Simplified Molecular Input Line Entry System” (Weininger, 1988) y se convirtieron
a formato XYZ para ser alimentados a la subrutina SOAP en Dscribe utilizando el
software open babel (O'Boyle, N.M. y col. 2011)

La siguiente figura 3.2 muestra la subrutina computacional utilizada en el calculo de

los descriptores soap obtenida del paquete computacional DSCRIBE.
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from ase.build import molecule
from dscribe.descriptors import SODAP

# Define the atomic systen
system = molecule("H20")

# Setup the descriptor
soap = SO0AP(
species=["H", "0"],
rbf="gte",
rcut=3,
nmax=10,
Imax=8,
sparse=True
)

# (Query the number of features

n_features = soap.get_number_of_features()
# Get output as a dense or sparse array
output = socap.create(system)

# Get output for multiple systems

systems = [melecule("H2"), molecule("02")]
outputs = soap.create(systems, n_jobs=2)

Figura 3.2 Subrutina para obtener el descriptor molecular SOAP (Smooth Overlap of Atomic Positions — DScribe 0.3.x
Documentation, n.d.))

Una vez teniendo la informacioén de una manera que la computadora lo puede leer,
es necesario normalizar los valores de X, y, en donde x corresponde a el vector
numeérico de SOAP para cada sustancia Y, donde Y es el valor logaritmico de la
concentracion media de toxicidad en la linea celular IPC-81, después se procede a
la utilizaciéon de las subrutinas en Python (scikit-learn) para dividir el conjunto de
datos en subconjuntos de entrenamiento y prueba (80-20) utilizando los algoritmos
Kernel Ridge Regression, y Xgboost.

A continuacion, se presentan las moléculas y su grado de toxicidad experimental
utilizados en este trabajo de investigacion (Sosnowska y col. 2017, Wang y col.,
2020, Wu y col. 2020, Zhao y col 2014):

Id SMILES Toxicidad
Experi
mental
logEC50

1 | [N+](C)(C)(CcC)cocCc.[Cl-] 3.59
[N+](C)(C)(CC)COCC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.8
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3 | O1c4c(0[B-]120c3c(02)ccece3)cececcd.CC[N+](CC)(CC)CcC 1.17

4 | [N+](C)(C)(Ccleceee1)CCCCCCCCCC.[Cl-] 0.64

5 | [N+](C)(C)(CC)CC(=0)OCC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.53

6 | [N+](C)(C)(C)CCCC.[N-](S5(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.61

7 | [N+](C)(C)(CC)CCOCC.[N-](S(=0)(=0O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.27

8 | [N+](C)(C)(CC)CCO.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.7

9 | [N+](C)(C)(CC)CCOC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0)C(F)(F)F 33
10 | [N+](C)(C)(CC)CCCOC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.54
11 | [N+](CCCC)(CCcce)(ceece)cecc.[Br-] 2.25
12 | [N+](C)(C)(CC)CCHN.[CI-] 4.6
13 | [N+](C)(C)(cc)ccoc.[Cl-] 4.6
14 | [N+](C)(C)(CC)CCO.[I-] 4.6
15 | [N+](C)(C)(cc)ccocc.[Cl-] 4.6
16 | [N+](C)(C)(cC)cccoc.[Cl-] 4.9
17 | [N+](C)(C)(CC)CC#N.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.86
18 | [N+](C)(C)(CC)CCCO.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.83
19 | [NH2+](CCOC)CCOC.[0-]S(=0)(=0)N 3.48
20 | [N+](C)(C)(C)Ccco.[0-]c(=0)co 3.89
21 | [NH3+]CCO.[0-]C=0 4.15
22 | [CI-].0(CC)CCINH+](C)C 4.6
23 | [N+](C)(C)(cc)cccec.[Cl-] 4.6
24 | [N+](C)(C)(C)CcCOo.[0-]Cc(=0)c(C)o 4.6
25 | [N+](C)(C)(Cclcececcl)CCCCcccccccceec.[Cl] 0.16
26 | [N+](C)(C)(Cclcceccc1)CCCCccccccec.[Cl-] 0.28
27 | [N+](C)(C)(Cclceececcl)CCCCCccccceeceec.[Cl] 0.33
28 | [NH+](C)(C)CCO.[0-]C(=0)C 3.39
29 | [NH+](C)(C)CCO.[0-]C(=0)CO 3.4
30 | [N+](CC)(Cc)(cc)ce.[Cl-] 3.78
31 | [N+)(C)(C)(C)C.[P-](F)(F)(F)(C(F)(F)C(F)(F)F)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F 2.03
32 | [N+](C)(C)(CC)CCCC.[N-1(S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.53
33 | [N+](CCCC)(Ccce)(ceee)ceec.[B-]12(0c3cccee301)0c3ccecc302 1.61
34 | [N+](C)(C)(CC)CC(=0)0cCC.[Br-] 3.85
35 | [N+]1(C)=CN(C=C1)CC.[B-](F)(F)(F)F 3.44
36 | [N+]1(C)=CN(C=C1)CCCCCCCC.[CI-] 2.012837
37 | [N+]1(C)=CN(C=C1)CCCCCCCC.[P-](F)(F)(F)(F)(F)F 1.96
38 | [N+]1(C)=CN(C=C1)CCCCCCCC.[B-](F)(F)(F)F 1.591065
39 | [N+]1(C)=CN(C=C1)cccccececc.[cl-] 1.399674
40 | [N+]1(C)=CN(C=C1)CCCCCCCCC.[P-](F)(F)(F)(F)(F)F 1.854913
41 | [N+]1(C)=CN(C=C1)CCCCCCCCC.[B-](F)(F)(F)F 1.65
42 | [N+]1(C)=CN(C=C1)CCC.[B-](F)(F)(F)F 3.454845
43 | [N+]1(C)=CN(C=C1)CCCC.[B-](F)(F)(F)F 3.230449
44 | [N+]1(C)=CN(C=C1)CCCC.[Br-] 3.426511
45 | [N+]1(CC)=CN(C=C1)CCCC.[B-](F)(F)(F)F 3.257679
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46 | [Cl-].c1c[n+](cn1C)CCCCC 3.16
47 | F[P-](F)(F)(F)(F)F.c1c[n+](cn1C)CCCCC 3.07
48 | [Cl-].0CCC[n+]1ccn(cl)C 3.09
49 | [N+]1(C)=CN(C=C1)CCCCCC.[CI-] 2.85
50 | [N+]1(C)=CN(C=C1)CCCCCC.[B-](F)(F)(F)F 2.980003
51 | [N+]1(CC)=CN(C=C1)CCCCCC.[Br-] 2.01
52 | [N+]1(CC)=CN(C=C1)CCCCCC.[B-](F)(F)(F)F 2.26
53 | [N+]1(C)=CN(C=C1)CCCCCCC.[CI-] 2.53
54 | [N+]1(C)=CN(C=C1)CCCCCCC.[P-1(F)(F)(F)(F)(F)F 2.3
55 | [N+]1(C)=CN(C=C1)CCCCCCC.[B-](F)(F)(F)F 2.58
56 | [N+]1(C)=CN(C=C1)Cccccceecc.[Cl-] 1.34
57 | [N+]1(C)=CN(C=C1)CCCCCCCCCC.[P-](F)(F)(F)(F)(F)F 1.498311
58 | [N+]1(C)=CN(C=C1)CCCCCCCCCC.[B-](F)(F)(F)F 0.769377
59 | [N+]1(CC)=CN(C=C1)CCCCccccccc.[Br-] 0.53
60 | [N+]1(C)=CN(C=C1)CCCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 2.682145
61 | FC(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F.OCC[n+]1ccn(c1)C 3.763428
62 | [N+]1(C)=CN(C=C1)Cclcccccl.[B-](F)(F)(F)F 2.974051
63 | CCOS([0-])(=0)=0.CCN1C=C[N+](C)=C1 3.928396
64 | [N+]1(C)=CN(C=C1)CCCC.[CI-] 3.553883
65 | [N+]1(C)=CN(C=C1)CCCCCC.[P-](F)(F)(F)(F)(F)F 2.909021
66 | [N+]1(C)=CN(C=C1)CCCC.[P-](F)(F)(F)(F)(F)F 3.09691
67 | FC(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F.O(C)C(Cnlcc[n+](c1)C)C 3.342423
68 | [CI-].O(C)C(Cnlcc[n+](c1)C)C 4.49
69 | [N+]1(CC)=CN(C=C1)CCCC.[O-]C(=O)C(F)(F)F 3.313867
70 | [N+]1(CC)=CN(C=C1)CCCC.[0-]S(=0)(=O)C(F)(F)F 3.426511
71 | [N+]1(C)=CN(C=C1)CCCC.[0-]S(=0)(=O)C(F)(F)F 3.021189
72 | CCCCN1C=C[N+](=C1)C.C(#N)[N-]C#N 3.15
73 | [N+]1(C)=CN(C=C1)CCCC.[0-]S(=0)(=0)0occoccoc 3.158362
74 | [N+]1(C)=CN(C=C1)CCCC.[0-]S(=0)(=0)0C 3.212188
75 | [N+]1(C)=CN(C=C1)CCCC.[0-]S(=0)(=0)occceecccce 3.225309
76 | [N+]1(C)=CN(C=C1)CCCC.[0-]S(=0)(=0)0 3.287802
77 | CCCCN1C=C[N+](=C1)C.CC1=CC=C(C=C1)S(=0)(=0)[0O-] 3.29
78 | [N+]1(C)=CN(C=C1)CCCC.[S-]C#N 3.416641
79 | [N+]1(C)=CN(C=C1)CCCC.[0-]S(=0)(=0)C 3.511883
80 | [N+]1(C)=CN(C=C1)CCCC.[I-] 3.481443
81 | [N+]1(C)=CN(C=C1)CC.[B-]12(0OC(=0)C(=0)01)0C(=0)C(=0)02 2.93
82 | [N+]1(C)=CN(C=C1)CC.[B-](C#N)(CHN)(CHN)C#N 3.5
83 | [N+]1(C)=CN(C=C1)CC.[P-1(F)(F)(F)(F)(F)F 3.91803
84 | [N+]1(C)=CN(C=C1)CC.[O-]C(=O)C(F)(F)F 4.004321
85 | CCN1C=C[N+](=C1)C.CC1=CC=C(C=C1)S(=0)(=0)[0-] 3.81
86 | [N+]1(C)=CN(C=C1)CC.[0-]S(=0)(=0)0 3.99
87 | [N+]1(C)=CN(C=C1)CC.[O-]S(=0)(=0)C(F)(F)F 4.08636
88 | [N+]1(C)=CN(C=C1)CCccceeccccccccc.[cl-] -0.24033
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89 | [0-]C2=NS(=0)(=0)clcccecl2.clc[n+](cn1CCCCCC)C 2.29
90 | [N+]1(C)=CN(C=C1)CCclcccecl.[P-](F)(F)(F)(F)(F)F 2.927883
91 | Cclcec(ccl)Cn2cc[n+](c2)C.[Cl-] 2.64
92 | F[B-](F)(F)F.clcc(ccclC)Cn2cc[n+](c2)C 2.67
93 | F[B-](F)(F)F.clc[n+](c(n1C)C)CCCCCC 1.9
94 | [N+]1(C)=CN(C=C1)CCccceeecececcceccececec.[cal-] 0.012837
95 | FC(F)(F)S(=0)(=0)[N-]5(=0)(=0)C(F)(F)F.c1c[n+](cn1CCCCCCCC)C 1.64
96 | [N+]1(C)=CN(C=C1)CCCCCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 2.243038
97 | [N+]1(C)=CN(C=C1)CC.[P- 2
1(F)(F)(F)(C(F)(F)C(F)(F)F)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F
98 | [N+]1(C)=CN(C=C1)CCCC.[P- 1.374748
1(F)(F)(F)(C(F)(F)C(F)(F)F)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F
99 | [N+]1(C)=CN(C=C1)CCCCCC.[P- 1.428135
1(F)(F)(F)(C(F)(F)C(F)(F)F)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F
100 | [N+]1(C)=CN(C=C1)CCCCCC.[P- 14
1(F)(F)(F)(C(F)(F)C(F)(F)C(F)(F)F)(C(F)(F)C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)C(F)(F)F
101 | [N+]1(C)=CN(C=C1)CC.[O-]P(=O)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F 2.832509
102 | CCCCN1C=C[N+](=C1)C.[C-]#[O+].[C-]#[O+].[C-]#[O+].[C-1#[O+].[CO] 2.447158
103 | [N+]1(C)=CN(C=C1)CCO.[I-] 4.6
104 | [N+]1(C)=CN(C=C1)CCCO.[CI-] 4.6
105 | [N+]1(C)=CN(C=C1)COCC.[CI-] 3.603144
106 | [N+]1(C)=CN(C=C1)CCOCC.[Br-] 4.139879
107 | [N+]1(C)=CN(C=C1)CCOC.[CI-] 4.6
108 | [N+]1(C)=CN(C=C1)CCCOC.[CI-] 4.79
109 | [N+]1(C)=CN(C=C1)CC#N.[N-](S(=0)(=0)C(F)(F)F)S(=0O)(=O)C(F)(F)F 3.900367
110 | [N+]1(C)=CN(C=C1)CCCO.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.659916
111 | [N+]1(C)=CN(C=C1)COCC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.201397
112 | [N+]1(C)=CN(C=C1)CCOC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.25042
113 | [N+]1(C)=CN(C=C1)CCOCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.181844
114 | [N+]1(C)=CN(C=C1)CCCOC.[N-](5(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.342423
115 | [N+]1(C)=CN(C=C1)CCC.[CI-] 4.6
116 | [N+]1(C)=CN(C=C1)CCCC(=0)0.[CI-] 3.78
117 | [N+]1(C)=CN(C=C1)CCCCCCCC(=0)0.[Br-] 3.78
118 | [N+]1(C)=CN(C=C1)CCCCO.[CI-] 3.78
119 | [N+]1(CC)=CN(C=C1)CCC.[Br-] 3.6
120 | [B-](F)(F)(F)F.C[NH+]1C=CN=C1 3.09
121 | [N+]1(C)=CN(C=C1)CCC.[P-](F)(F)(F)(F)(F)F 33
122 | [N+]1(C)=CN(C=C1)CCCC.[N-](C(F)(F)F)C(F)(F)F 2.187521
123 | [N+]1(C)=CN(C=C1)CCO.[B-](F)(F)(F)F 3.482874
124 | [N+]1(CCCCCCCCCC)=C(C)N(C=C1)CCCCCCCCCC.[N- -0.12843
1(S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F
125 | [N+]1(CC)=C(CCCCCCCC=CCCCCCCCC)N(CC1)CCO.[0-]S(=0)(=0)0ocC 0.068186
126 | [N+]1(C)=CN(C=C1)CC.[O-]C(=0)C 4.225309
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127 | [N+]1(C)=CN(C=C1)CCC(F)(F)C(F)(F)C(F)(F)C(F)(F)C(F)(F)C(F)(F)F.[P- 1.93902
1(F)(F)(F)(F)(F)F
128 | [N+]1(C)=CN(C=C1)CCclcccccl.[Cl-] 33
129 | [N+]1(C)=CN(C=C1)CCC(=0)C.[Br-] 3.78
130 | [N+]1(C)=CN(C=C1)CCCCCCCCO.[Br-] 2.357935
131 | [N+]1(C)=CN(C=C1)Cclccc(ccl)C.[P-1(F)(F)(F)(F)(F)F 2.663701
132 | [N+]1(C)=CN(C=C1)CCCC.[0-]S(=0)(=0)clccc(C)ccl 3.290035
133 | [N+]1(C)=CN(C=C1)Cclcccecl.[P-](F)(F)(F)(F)(F)F 3.3
134 | [N+]1(C)=CN(C=C1)Cclcccccl.[Cl-] 33
135 | [N+]1(C)=CN(C=C1)CCCCCCCC.[0-]S(=0)(=0)0ccccccce 1.525045
136 | [N+]1(C)=CN(C=C1)CC.[0-]S(=0)(=0)0ccoccocC 3.845718
137 | [N+]1(C)=CN(C=C1)CCCCCC.[C- 3.44
1(S(=0)(=0)C(F)(F)F)(S(=0)(=O)C(F)(F)F)S(=0)(=0)C(F)(F)F
138 | [N+]1(C)=CN(C=C1)CCCCCC.[N-]1C(=0)c2ccccc2S1(=0)=0 2.307496
139 | [N+]1(C)(CCOCC1)CCO.[N-](S(=0)(=0O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.18
140 | [N+]1(C)(CCOCC1)COCC.[N-](S(=0)(=0O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.36
141 | [N+]1(C)(CCOCC1)CCCC.IN-]1(S(=0)(=0)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.43
142 | CCOC[N+]1(CCOCC1)C.[CI-] 3.52
143 | N#C[N+]1(C)CCOCC1.FC(F)(F)S(=0)(=0)[N-1S(=0)(=0O)C(F)(F)F 3.53
144 | [N+]1(C)(CCOCC1)CCCO.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.53
145 | [N+]1(C)(CCOCC1)CCOCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.69
146 | [N+]1(C)(CCOCC1)CCCOC.[N-](S(=0)(=0O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.77
147 | [N+]1(C)(CCOCC1)CC.[0-]S(=0)(=0)c1ccc(C)ccl 3.81
148 | [N+]1(C)(CCOCC1)CCOC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.81
149 | [Br-].01CC[N+](CCCC)(C)CcCa 4.6
150 | [N+]1(C)(CCOCC1)CCO.[I-] 4.6
151 | [N+]1(C)(CCOCC1)CCOC.[CI-] 4.6
152 | [Br-].O(CC[N+]1(C)CCOCC1)CC 4.6
153 | [CI-].N#CC[N+]1(C)CCOCC1 4.6
154 | [N+]1(C)(CCOCC1)CCCO.[CI-] 4.6
155 | [N+]1(C)(CCOCC1)CCCOC.[CI-] 4.6
156 | [N+]1(C)(CCOCC1)Cclcceccl.[0-]IN(=0)=0 4
157 | [N+]1(C)(CCOCC1)Cclcccecl.[B-](F)(F)(F)F 2.61
158 | [N+]1(C)(CCOCC1)Cclcccecl.[0-]S(=0)(=0)0 3.64
159 | [N+]1(C)(CCOCC1)Cclcccecl.[0-]C=0 4.1
160 | [N+]1(C)(CCOCC1)Cclcecccl.[0-]C(=0)C 4.1
161 | [N+]1(C)(CCOCC1)Cclcccecl.[0-]C(=0)COoC 3.9
162 | [N+]1(C)(CCOCC1)Cclcececl.[0-]C(=0)CcOoccoc 3.89
163 | [N+]1(C)(CCOCC1)Cclcccecl.[O-]C(=0)Cccccc 3.63
164 | [N+]1(C)(CCOCC1)Cclceccccl.[0-]C(=0)cceececece 3.22
165 | [N+]1(C)(CCOCC1)Cclcececl.[0-]S(=0)(=0)0cceeeccecccce 2.4
166 | [N+]1(C)(CCOCC1)Cclceccccl.[0-]C(=0)C(CcC)cc 4.13
167 | [N+]1(C)(CCOCC1)Cclcccecl.[0-]C(=0)C(C)0 4.3
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168 | [N+]1(C)(CCOCC1)Cclcccecl.[0-]C(=0)/C=C/C 4.15
169 | [N+]1(C)(CCOCC1)Cclcccccl.[0-]C(=0)/C=CC(=0)0 3.35
170 | [N+]1(C)(CCOCC1)Cclccececl.[0-]C(=0)clc(O)ccecl 2.9
171 | [N+]1(C)(CCOCC1)Cclcccecl.[N-]1C(=0)c2cccec2S1(=0)=0 35
172 | [P+](CCCCCC)(CCCCCr)(ceececec)ceececcececececce.N- 0.24
1(S(=0)(=O)C(F)(F)F)S(=0)(=0)C(F)(F)F
173 | [P+](CCCCCC)(CCCCCC)(cceeecece)cceeccceccceecece.B-1(F)(F)(F)F 0.48
174 | [P+](CCCC)(CCCC)(CCCC)ccCC.[B-]12(0c3ccececec301)0c3ccccc302 1.32
175 | [P+](CCCC)(CCCC)(ccee)ccec.[Br-] 1.66
176 | [0-]C=0.0CCC[NH3+] 4.490661
177 | O=C([0-])CCC.OCCC[NH3+] 3.260071
178 | O=C([O-])C.OCC[NH2+]CCO 4.032216
179 | O=C([0-])CC.OCC[NH2+]CCO 3.767156
180 | 0=C([0-])CCC.OCC[NH2+]CCO 3.245513
181 | O=C([0O-])C(C)C.OCC[NH2+]CCO 3.474216
182 | 0=C([0-])CCCC.OCC[NH2+]CCO 3.724276
183 | [0-]C(=0)CCC.OCC[NH+](CCO)CCO 3.394452
184 | [O-]C(=0)CCCC.OCC[NH+](CCO)CCOo 3.5302
185 | [N+]1(C)(CCCCC1)CCCOC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.27
186 | [N+]1(C)(CCCCC1)CCOC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.28
187 | [N+]1(C)(CCCCC1)CCOCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.34
188 | [N+]1(C)(CCCCC1)CCCC.[N-1(S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.41
189 | [N+]1(C)(CCCCC1)CCCO.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.63
190 | [N+]1(C)(CCCCC1)CCO.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.65
191 | [N+]1(C)(CCCCC1)CCHN.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 4
192 | CCCC[N+]1(CCCCC1)C.[Br-] 4.03
193 | CCOCC[N+]1(CCCCC1)C.[Br-] 431
194 | C[N+]1(CCCCC1)CCCOC.[CI-] 4.4
195 | C[N+]1(CCCCC1)CCO.[I-] 4.58
196 | C[N+]1(CCCCC1)CCH#N.[CI-] 4.58
197 | C[N+]1(CCCCC1)CCOC.[Br-] 4.6
198 | C[N+]1(CCCCC1)CCCO.[CI-] 4.6
199 | CCOC[N+]1(CcCCCCa)C.[Cl-] 4.23
200 | [N+]1(C)(CCCCC1)COCC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.41
201 | [N+]1(C)(CCCCC1)CCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.16
202 | [n+]1(ccceccl)CCCS(=0)(=0)0.[0-]5(=0)(=0)C(F)(F)F 3.9
203 | [n+]1(cc(C)cccl)CCCC.[N-](CHN)CH#N 3.46
204 | [n+]1(ccccc1)CCOCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=O)C(F)(F)F 3.26
205 | [n+]1(cccccl)CCOCC.[Br-] 4.24
206 | [n+]1(cccccl)CCO.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.79
207 | [n+]1(cccccl)CCO.[I-] 4.16
208 | [n+]1(cccccl)CCOC.[N-]1(S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.19
209 | [n+]1(cccecc1)CCCO.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.55
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210 | [n+]1(cccecl)CCCOC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.38
211 | [n+]1(ccccec1)COCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.12
212 | [n+]1(ccececl)COCC.[Cl-] 3.32
213 | [n+]1(c(C)cceccl)CCCC.[B-](F)(F)(F)F 3.25
214 | [n+]1(cc(C)c(C)cc1)CCCC.[B-1(F)(F)(F)F 3.02
215 | [n+]1(cc(C)cc(C)c1)CCCC.[B-1(F)(F)(F)F 3.26
216 | [n+]1(cc(C)cccl)CCCC.[B-](F)(F)(F)F 33
217 | [n+]1(cce(C)ccl)CCCC.[B-](F)(F)(F)F 2.98
218 | [n+]1(cccccl)CCCC.[B-](F)(F)(F)F 3.6
219 | [n+]1(cc(0)ccec1)COCCC.[N-]1C(=0)C=C(C)0S1(=0)=0 3.5
220 | [CI-].NCCN1cC=CCC=C1 3.79
221 | [n+]1(cce(C)ccl)CCCCCC.[B-](F)(F)(F)F 2.17
222 | [n+]1(ccc(C)ccl)CCCCCCCC.[B-1(F)(F)(F)F 1.49
223 | [n+]1(ccc(C)ccl)CCccceec.Cl-] 1.63
224 | [n+]1(cccececl)CCCCCCCC.[CI-] 1.27
225 | [n+]1(ccc(N(C)C)ccl)CCCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0O)C(F)(F)F 1.82
226 | [n+]1(ccc(N(C)C)ccl)CCCC.[CI-] 1.94
227 | [n+]1(ccc(N(C)C)ccl)CC.[N-](S(=0)(=0O)C(F)(F)F)S(=0)(=0)C(F)(F)F 2.79
228 | [n+]1(ccc(N(C)C)ccl)CC.[Br-] 2.9
229 | [n+]1(ccc(N(C)C)ccl)CCCCCC.[Cl-] 0.93
230 | [n+]1(ccc(N(C)C)ccl)CCCCCC.[N-1(S(=0)(=0)C(F)(F)F)S(=0)(=0O)C(F)(F)F 0.93
231 | [n+]1(cccccl)CCCO.[Cl-] 4.6
232 | [n+]1(cccccl)CCOC.[CI-] 4.6
233 | [n+]1(ccceccl)CCCOC.[Cl-] 4.6
234 | [n+]1(cc(O)ccc1)COCCCCCCL.[N-]11C(=0)c2ccecc2S1(=0)=0 33
235 | [n+]1(ccceccl)CCCC.[Br-] 3.9
236 | [n+]1(cc(C)c(C)cc1)CCCC.[CI-] 3.05
237 | [n+]1(cc(C)cc(C)c1)CCCC.[CI-] 3.42
238 | [n+]1(cc(C)cccl)CCCCCC.[CI-] 2.4
239 | [n+]1(cc(C)cccl)CCCC.[CI-] 3.86
240 | [n+]1(ccc(C)cc1)CCCCCC.[CI-] 2.67
241 | [n+]1(ccc(C)ccl)CCCC.[Cl-] 3.32
242 | [n+]1(ccc(C)ccl)CCCC.[B-](CHN)(CHN)(CHN)CHN 2.88
243 | [n+]1(cccccl)CCCCC.[Br-] 3.15
244 | [n+]1(cccecl)CCCCC.[N-]1(S(=0)(=0)C(F)(F)F)S(=0)(=0O)C(F)(F)F 2.85
245 | [n+]1(ccccecl)CCCC.[0-]5(=0)(=0)0C 3.92
246 | [n+]1(cccccl)CCCC.[P-1(F)(F)(F)(F)(F)F 3.85
247 | [n+]1(cccccl)CCCC.[0-1S(=0)(=0)C(F)(F)F 3.66
248 | [n+]1(ccccc1)CCCCCC.[CI-] 2.8
249 | [n+]1(cccecl)CCCCCC.[P-](F)(F)(F)(F)(F)F 2.51
250 | [n+]1(cccecl)CCCCCC.[0-]5(=0)(=0)C(F)(F)F 2.54
251 | [n+]1(cccecl)CCCCCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 2.87
252 | [n+]1(cccecl)CC.[Cl-] 4.22
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253 | [n+]1(cccccl)CCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.2
254 | [n+]1(cc(O)cccl)COCCC.[Cl-] 2.9
255 | [n+]1(cc(O)cccl1)COCCCCCCC.[Cl-] 3
256 | [n+]1(cc(0)ccec1)COCCCCCCCCCCC.[Cl-] 1.6
257 | NCCN1C=CCC=C1.FC(F)(F)S(=0)(=0O)NS(=0)(=0)C(F)(F)F 3.5
258 | [n+]1(cc(0)ccc1)COCCCC.[N-]1C(=0)C=C(C)0S1(=0)=0 3.7
259 | [n+]1(cc(O)ccc1)COCCCCCC.[N-]1C(=0)C=C(C)0S1(=0)=0 3.4
260 | [n+]1(cc(0)ccec1)COCCCCCCC.[N-]1C(=0)C=C(C)0S1(=0)=0 3
261 | [n+]1(cc(0)ccc1)COCCCCCCCCCCC.[N-]1C(=0)C=C(C)0S1(=0)=0 1.6
262 | [n+]1(cc(O)ccc1)COCCC.[N-]1C(=0)c2cccec2S1(=0)=0 3.6
263 | [n+]1(cc(O)cccl)COCCCC.[N-]11C(=0)c2ccececc2S1(=0)=0 3.6
264 | [n+]1(ccc(C)ccl)CCCC.[P-1(F)(F)(F)(F)(F)F 3.3
265 | [n+]1(cc(O)cccl)COCCCCCCC.[N-]11C(=0)c2ccccc251(=0)=0 3
266 | [n+]1(cc(0)ccc1)COCCCCCCCCCCC.[N-]1C(=0)c2ccccc2S1(=0)=0 1.6
267 | [n+]1(cc(C)ccecl)CCCCCCCC.[Cl-] 1.47
268 | [n+]1(ccc(N(C)C)cc1)C.[I-] 2.89
269 | [N+]1(C)(CCCC1)CCCC.[N-](S(=0)(=0)C(F)(F)F)S(=0O)(=0)C(F)(F)F 3.01
270 | [N+]1(C)(CCCC1)CCOCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.2
271 | [N+]1(C)(CCCC1)CCO.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.72
272 | [N+]1(C)(CCCC1)CCOC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.3
273 | [N+]1(C)(CCCC1)CC#N.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.8
274 | [N+]1(C)(CCCC1)CCCO.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.6
275 | [N+]1(C)(CCCC1)CCCOC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.4
276 | [N+]1(C)(Ccccr)cocce.[cl-] 3.05
277 | [N+]1(C)(CCCC1)COCC.[N-](S(=0)(=O)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.26
278 | [N+]1(CCCCCC)(CCCC1)CCCCCC.[B-1(F)(F)(F)F 1.23
279 | [N+]1(C)(CCCC1)CCCC.[B-]1(F)(F)(F)F 2.9
280 | [N+]1(C)(CCcc1)cCCC.[Br-] 3.77
281 | [N+]1(C)(CCCC1)CCCC.[N-](CH#N)CHN 4.23
282 | [N+]1(C)(cccci)cccecc.[Cl-] 2.91
283 | [N+]1(C)(CCCC1)CCCCCCCC.[B-1(F)(F)(F)F 1.82
284 | [N+]1(C)(CCcc1)cceececcec.[cl-] 2.59
285 | [N+]1(C)(CCCC1)CCO.[I-] 4.6
286 | [N+]1(C)(CCcCcC1)Ccccc.[Cl-] 4.6
287 | [N+]1(C)(Ccccr)ccco.[cl-] 4.6
288 | [N+]1(C)(Ccccr)ccoc.[cl-] 4.6
289 | [N+]1(C)(CCCC1)CCOCC.[Br-] 4.6
290 | [N+]1(C)(Cccci)ceccoc.[cl-] 4.6
291 | [N+]1(C)(CCCC1)CCCC.[P- 2.41
1(F)(F)(F)(C(F)(F)C(F)(F)F)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F
292 | [N+]1(C)(CCCC1)CCH#N.[CI-] 4.23
293 | [N+]1(C)(CCCC1)CC(=0)OCC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0O)C(F)(F)F 3.592177
294 | [N+]1(C)(CCCC1)CC(=0)OCC.[Br-] 3.844477
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295 | C[N+]1(CCCC1)CCOC.C(F)(F)(F)C(F)(F)[P- 2.16
1(F)(F)(F)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F
296 | C[N+]1(CCCC1)CCOC(=0)C.C(F)(F)(F)C(F)(F)[P- 2.91
1(F)(F)(F)(C(F)(F)C(F)(F)F)C(F)(F)C(F)(F)F
297 | F[B-](F)(F)F.c12ccccclecc[n+]2CCCCCCCC 0.17
298 | F[B-](F)(F)F.c12ccccclccc[n+]2CCCC 2.16
299 | [Br-].c12ccccclcec[n+]2CCCC 2.32
300 | [n+]1(cccc2ecececl2)CCCCCC.[B-](F)(F)(F)F 1.07
301 | [Br-].c12ccceclcec[n+]2CCCCCCCC -0.03
302 | [Br-].[S+](CC)(CC)CC 3.4
303 | [S+](C)(CC)CC.[N-](S(=0)(=0)C(F)(F)F)S(=0)(=0)C(F)(F)F 3.48
304 | CCCCCCCCN1C=C[N+](=C1)C.[CI-] 2
305 | CCCCN1C=C[N+](=C1)C.[CI-] 3.55
306 | CCCCCCCCCCCCCCCCNIC=C[N+](=C1)C.[CI-] -0.24
307 | CCCCCCC[NH+]1CN(C=C1)C.[CI-] 2.53
308 | CCCCN1C=C[N+](=C1)C.[Br-] 3.43
309 | CCCCN1C=C[N+](=C1)C.[I-] 3.48
310 | [B-](F)(F)(F)F.CCN1C=C[N+](=C1)C 3.44
311 | [B-](F)(F)(F)F.CCCCCCCCN1C=C[N+](=C1)C 1.59
312 | [B-](F)(F)(F)F.CCCN1C=C[N+](=C1)C 3.45
313 | CC1=CC=C(C=C1)CN2C[NH+](C=C2)C.[CI-] 2.64
314 | [B-](F)(F)(F)F.CCCCCCN1C=C[N+](=C1C)C 1.9
315 | [B-](F)(F)(F)F.C[N+]1=CN(C=C1)CC2=CC=CC=C2 2.97
316 | CCN1C=C[N+](=C1)C.CC(=0)[0-] 4.23
317 | CCCCN1C=C[N+](=C1)C.COCCOCCOS(=0)(=0)[0-] 3.15
318 | CCN1C=C[N+](=C1)C.C(F)(F)(F)S(=0)(=0)[0O-] 4.09
319 | CCCCN1C=C[N+](=C1)C.C(F)(F)(F)S(=0)(=0)[N-]S(=0)(=0O)C(F)(F)F 2.68
320 | CCCCCCCCN1C=C[N+](=C1)C.C(F)(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F 1.64
321 | CCN1C=C[N+](=C1)C.C(=O)(C(F)(F)F)[O-] 4
322 | CCN1C=C[N+](=C1)C.CS(=0)(=0)[0-] 3.97
323 | [B-](F)(F)(F)F.CCCC[N+]1=CC=CC=C1 3.16
324 | CCCC[N+]1=CC=C(C=C1)C.[CI-] 3.32
325 | CCCCCCCC[N+]1(Cccci)c.[Cl-] 2.59
326 | CCCC[N+]1=CC=CC=C1.[Br-] 3.9
327 | [B-](F)(F)(F)F.CCCC[N+]1=CC=CC(=C1)C 33
328 | CCCC[N+]1=CC=CC=C1.C(F)(F)(F)S(=0)(=0)[0-] 3.66
329 | CCCCCC[N+]1=CC=CC=C1.C(F)(F)(F)S(=0)(=0)[0-] 2.54
330 | CCCC[N+]1=CC=CC=C1.[Cl-] 3.77
331 | CCCCCC[N+]1=CC=CC(=C1)C.[CI-] 2.4
332 | CCCCCC[N+]1=CC=C(C=C1)C.[CI-] 2.67
333 | [B-](F)(F)(F)F.CCCCCC[N+]1=CC=C(C=C1)C 2.17
334 | CCOC[N+]1=CC=CC=C1.[CI-] 3.32
335 | [B-](F)(F)(F)F.CCCC[N+]1=CC=CC=C1C 3.25
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336 | CCC[N+]1=CC=CC=C1.C(F)(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F 3.2
337 | CCCCC[N+]1=CC=CC=C1.[Br-] 3.15
338 | CCCCIN+]1=CC=CC=C1C.[CI-] 3.75
339 | CCCCCCCCCCCCCCIN+](C)(C)CC1=CC=CC=C1.[CI-] 0.16
340 | CCC[N+]1(CCCCC1)C.C(F)(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F 3.16
341 | C[N+]1(CCCCC1)CCOC.C(F)(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F 3.25
342 | CCCCIN+]1(CCCCC1)C.C(F)(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F 3.41
343 | CCCCCC[N+]1=CC=CC=C1.[CI-] 2.8
344 | C1=CC=[N+](C=C1)CC#N.[C}-] 3.79
345 | CCCCCCCCCCN1C=C[N+](=C1)C.[C}-] 1.34
346 | CCCCCCN1C=C[N+](=C1)C.[CI-] 2.82
347 | CCN1C=C[N+](=C1)C.[C}] 3.86
348 | [B-](F)(F)(F)F.CCCC[N+]1=CN(C=C1)CC 3.26
349 | CCCCN1C=C[N+](=C1)C.C(F)(F)(F)S(=0)(=0)[O-] 3
350 | CCCCCCN1C=C[N+](=C1)C.C(F)(F)(F)S(=0)(=0)[N-]S(=0)(=0)C(F)(F)F 2.24
351 | CCN1C=C[N+](=C1)C.COS(=0)(=0)[0-] 4.2
352 | CCCCCCCCIN+]1=CC=C(C=C1)C.[Cl-] 2.97
353 | CC[N+]1=CC=CC=C1.[CI-] 4.22
354 | CCCCCCCCCCIN+](C)(C)CC1=CC=CC=C1.[CI-] 0.65
355 | [B-](F)(F)(F)F.CCCCN1C=C[N+](=C1)C 3.11

Tabla 3.1 Moléculas y su grado de toxicidad experimental.
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CAPITULO 4. RESULTADOS

4.1 PREDICCION DE TOXICIDAD MEDIANTE XGBOOST Y KERNEL RIDGE
REGRESSION

En esta prediccion utilizando los descriptores SOAP con regresion de Kernel los

datos son los siguientes:

Conjunto de prueba es de 0.8212
Conjunto de entrenamiento es de 0.9417

Donde podemos observar que la prediccion de los datos tiene un error minimo de
acuerdo con los errores cuadraticos medios antes mencionados, donde los valores

nos dan una alta precision de la toxicidad de las sustancias que se utilizaron.

A continuacion, se muestra el codigo computacional y las graficas de regresion

obtenidas.

& § b

ir 3] I pytihan vers 100

import s Klearn

import dscribe
import os

import glob
import gc

import time, copy
import ase

import ase.visualize

import deepchem as dc

import matplotlib.pyplot as plt
import numpy as np

import pandas as pd

import seaborn as sns

import tensorflow as tf

from ase import atoms

from ase import io

from ase.io import read

from ase.build import molecule

from dscribe.descriptors import ACSF
from dscribe.descriptors import ACSF, LMETR, SO0AP
from numpy.linalg import eig

from numpy.linalg import swd

from numpy.random import randint
from sklearn.decomposition import PCA
from tgdm import tgdm notebook, togdm

#from sklearn.linear model import Ridge

from sklearn.kernel_ridge import KernelRidge

from sklearn.model selection import GridSearchCV

from sklearn.ensemble import RandomForestRegressor
from sklearn.gaussian process import GaussianProcessRegressor

from sklearn.gaussian process.kernels import WhiteKernel, ExpSineSquared
from sklearn import preprocessing
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In [4]:

In [23]:

In [26]:

In [27]:

# estableciende el directorio en donde se toman los archivos fuente en formato xyz
#os.chdir{r”/homesarnul fo/88PracticalodigosEntVir/ACSFDescriptorPredictingMullikenChargers/al12218%)
import os

os.chdir (r*/home/aurora/Rika/toxicity/arciXyZ")

# creando una lista con los nombres ordenados mediante la libreria glob
j=R
filenames = [i for i in sorted(glob.glob(“pd*.xyz"))]

# Determinando la cantidad de archivos
for i in filenames:

j+=1

#print(i, end=" \n')
print {"total =', j)

total = 355

# funcion que obtiene sumatoria de gausiannas para generar la variable XX
def calRegMol(filename) :
soap = SOAP(
# species tomados del calculo de las 2218 , y estan ordenadas de acuerdo al peso especifico de 1a tabla
# periodica de elementos
species= ['H*,"B',"'C','N","0" ,'F",'P","'S",'"C', "Co", "Br", 'I'],

reut=12.8,
nmax=6,

Imax=6,
average="inner",
sparse=Falsa

)

mm = io.read(filename)
pD = spoap.create(mm)
arPD = np.array(pDh)

return arPD

#Generando lista de gavsianas por moléculas
cal X=[]
#print(filenames)
#calRegMol( ' pdBes. xyz ")
for ar in filenames:
# printfar)
calRegMoliar)
cal X.append{calRegMol {ar))

df= pd.DataF rame(cal _X)

df
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Out [27] =

B M

350
B4
352
353
354

0
0.030078
0.011973
0.010372
0.027302
0.012709
0.021004
Q.031938
0.018938
0.026451
0.024616

0514672
0.208611
0.232184
0.407571
0.201862
0.365184
0.462357
0.362774
0.384785
0.343248

2
1266474
0481845
0457004
1071282
0478707
0771842
1220768
0.761787
1.008881
0521007

355 rows = 18396 columns

impo:

rt os

3
2186144
0821846
0838788
2139885
0854888

1.043800
2088560
1.120158
2046118
1298584

4
2986853
1.372256
1.500297
2413375
1.223719
1661841
2269158
1.531285
2477822
1.881720

os.chdir {r"/home /aurora/Rika/toxicity/")

! pwd

Shome/aurora/Rika/ toxicity

df.to_csv('soap_dataframe.csv', index=

Extrayendo el valor a calcular

# leyendo datos del archivo de similes

348775
2035100
2581028
4.218538
1. 982620

2203435
3619938
1.570797
4.531766
2432105

False)

B.B0ET1T
3668537
5197743
6.084280
3208274

6.348554
6.693348
6.945380
5892546
4786335

cal y= pd.read csv{ 'datoToxicity2@.csv', delimiter=",")

# eliminande las columnas gue no son necesarias
cal_y= cal_y.drop([ 'SMILES"], axis=1})
cal_y= cal_y.drop(['Id"], axis=l)
#cal_y= cal y.drop([ 'Nombre '], axis=1)
#printical y)

Normalizando los Dataframe

T
21671048
8435374
10230643
15982417
TH0353T
13419882
17672557
14582970
15085171
11.448338

¥ temperaturas de fusidn

8
37.407818
14.387562
18.778827
31.841708
13.578625
18.148386
30.248891
21.458022
30.538534
18.107794

9 .
51106098 ...
24023286 ...
33.586138 ...
36.027243 ..
18.436845 ..

28.895865 ...
32849657 ...
28.333828 ..
36.982854 ..
26378638 ..

18386 18387 18388

a0
a0
a0
an
L]
00
00
a0
a0
an

L]
L]
L]
L]
L]
0.0
0.0
L]
L]
L]

oo
oo
oo
oD
oo

o0
o0
oo
oo
oD

a0
a0
a0
a0
an
a0
a0
a0
a0
a0

e o 2 8 B

e 2 B2 2 P
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In [32]: # normalizando la variable a calcular “cal y"
min_max_scaler = preprocessing.MinMaxScaler()
X_dfNor = pd.DataFrame{min_max_scaler.fit_transform(df))
Fprint(X_dfNor)

In [33]: #normalizando las temperaturas
y_d = cal_y
min_max = preprocessing.MinMaxScaler()
y_dfMor= min_max.fit_transform(y_d)

yNorm = pd.DataF rame(y_dfNor)
# nor

Asignando los valores de y

In [34]: # Asignando la columna de temperatura de fusion al dataframe
# la finalidad es gque cuando se separen 78 38 vaya cada dato con su temp en un solo dataframe
# todos los datos estdn normalizados
dfNor = X _dfNor.assign(Toxicity= yNorm)

dfNor
Out[34]: 0 1 2 3 4 5 L3 7 8 9 .. 18387 18388 18389 18300 1831
0 0495035 0.766883 O0BTIS61 0748147 (740448 0384244 0804928 0861928 (0912857 (7663 10 oo 10 00 1.0
1 Q166550 0248528 0206838 0229765 0283047 Q197217 0274356 0278480 0295894 0316089 . 10 0o 1.0 0o 1.0
2 0137438 0.286884 0192187 0236207 (328531 Q260382 (0432180 Q357601 0413552 Q475288 10 oo 10 00 1.0
3 0444673 0584905 0555973 0731464 0581569 0485878 0523752 Q611597 0766437 0515825 .. 10 0.0 1.0 L] 1.0
4 0179895 0235361 Q205038 0242344 0251884 Q191601 0226510 Q241780 0274211 Q2752 . 10 oo 10 00 1.0
350 030401 0512887 03TBEME 0314262 0ITIVWT (219472 0551150 (488182 Q396703 0387212 . 10 oo 10 00 1.0
351 0528790 Q677988 0644434 0712377 0541803 Q406740 0586657 (BBSG6E3 0721082 Q463028 .. 10 0.0 1.0 L] 1.0
352 0292809 0508785 0372682 0343331 0337121 0135835 0613101 0549905 0485419 0404502 10 0.0 1.0 L] 1.0
353 0428227 0563185 05188 (695839 0.599429 (527288 (503950 0570281 0728851 Q531835 .. 10 0.0 1.0 L] 1.0
354 0395830 0475608 0407752 0411257 0437005 0257636 0389700 0411281 0385616 0355308 .. 10 0.0 1.0 L] 1.0

355 rows = 18397 columns

Preparando los datos de entrenamiento para comparacion del
modelo

Dividiendo los datos entrenamiento y prueba

In [35]: from sklearn.model selection import train_test_split

train, test = train_test_split (dfNor, test size=0.2)

In [36]: # extrayende la variable toxicidad del dataframe de entrenamiento
# para dejar solo la variable X que alimentard al modelo
y_train = train[ 'Toxicity']
X_train = train.drop(['Toxicity'], axis=1)
#train X
y_test = test['Toxicity']
¥_test = test.drop([ 'Toxicity"], axis =1)
#test X

In[]:
Generando el Modelo XGBoost con parametros

In [37]: # create an xgboost regression model

from xgboost import XGBRegressor

mod_ACSF_XGBoost = XGBRegressor(n_estimators=580,
max_depth=7,
eta=h.1,
subsample=0.7,
colsample_bytree=6.8
)



In [38]: mod ACSF XGBoost.fit(X_train, y train)

Out[38]: « XGBRegressor

XGBRegressor{base_score=0.5, booster='gbtree', callbacks=None,
colsample_bylevel=1, colsample bynode=1, colsample bytree=0.8,
early_stopping_rounds=None, enable categorical=False, eta=0.1,
eval_metric=None, feature types=None, gamma=8, gpu id=-1,
grow_policy='depthwise', importance_type=None,
interaction_constraints='', learning_rate=0.100008001, max_bin=256,
max_cat_threshold=64, max_cat to_onehot=4, max_delta_step=08,
max_depth=7, max_leaves=0, min_child_weight=1, missing=nan,
monotone constraints='()}', n_estimators=500, n_jobs=0,
num_parallel tree=1, predictor='auto', ...)

Evaluando métricas del modelo de regresion

In [38]: y_pred
y_pred train
#y pred train

mod_ACSF_XGBoost.predict(X_test)
mod ACSF_X¥GBoost.predict(X train)

In [57]: # Calculamdo el mean cuadratic error
frem sklearn.metrics impert r2_score

print (“Error r2 y test® , r2 score(y test, y pred))
print (“Error r2 y train® , r2_score(y_train, y_pred_train))

Error r2 y_test 8.784326500086626
Error r2 y_train 0.9999982563638234

In [41]: # Calculando el Medioc absolute error
from sklearn.metrics impert mean_absolute error

print (“Mean Absolute Error y test® , mean_absolute error{ y test , y pred))
print (“Mean Absolute Error y_train® , mean_absolute_error( y_train, y_pred_train))

Mean Absolute Error y_test 6.068821886759961652
Mean Absolute Error y_train 6.080821069134587546564

In [42]: # Calculando el mean cuadratic error
from sklearn.metrics impert mean squared error

print (“Mean squared Error y test® ,mean squared_error( y test , y_pred))
print (“Mean squared Error y train® ,mean_sguared error( y_train, y pred train})

Mean squared Error y_test 6.011064012163681969
Mean squared Error y_train 7.098520688752963e-08

Graficando los resultados

In [43]: print{"train X", X_train.shape)
print(“train v", y train.shape)
print(“test X", X test.shape)
print(“test y*, y_test.shape)
print (“pred y*, y pred.shape)

train X (284, 18396)
train y (284,)

test X (71, 18396)
test y (71,)

pred y (71,)

In [46]: # plot impresidn
import matplotlib.pyplot as plt

fig, ax = plt.subplots()
plt.scatter(y test, y pred, color= "blue®)

#plt. scatter (X_test, y test, color= "black”) en el ejemplo de abajo funciona aunqgue no son del mismo t
#plt. plot(y _test, y pred, color=s "bilue”, linewidth=3) 51 se activa crea una line en cada uno de los puntos
plt.xticks()

plt.yticks()

plt.xlabel{"y test™)

plt.ylabel{"y pred”)

ax.axline((8,8), slope=1 )
plt.title(“Predicction SOAP with XGBoost™)
plt.show()



Predicction SOAP with XGBoost

¢ pred

y test

In [ ]:

Guardando el modelo matematico

In [47]: from sklearn import model_selection, datasets
from sklearn.tree import DecisionTreeClassifier
import joblib
import pickle

In [48]: mod = mod ACSF XGBoost

In [48]: fil ¥_train = pd.DataFrame(y train)
fil ¥_train.to csv{"y train.csv", index=False)

fil ¥ train = pd.DataFrame (X _train)
fil X_train.to_csv{"X train.csv", index=False)

Til ¥ _test = pd.DataFrame(y test)
il ¥_test.to_csv("y_test.csv", index=False)

fil X_test = pd.DataFrame(X test)
Til X test.to csv("X test.csv", index=False)

fil X_test = pd.DataFrame(y pred)
fil X test.to csv("y pred.csv”, index=Falsa)

fil ¥_test = pd.DataFrame(y pred train)
fil X_test.to_csv("y_pred_train.csv", index=False)

filename= “respaldo.joblib®
joblib.dump(mod, filename)

outrao] . ['respaldo. joblib']

Calculo con KRR

[58]: from sklearn.model selection import GridSearchCV
from sklearn.svm import SVR
from sklearn.kernel_ridge import KernelRidge

[53]: kr = GridSearchCV{KernelRidge(), param grid={"alpha”: [16, lef, #&.1, 5e-2, le-2, 5e-3, le-3], "kernel™: ["rbf'],
“gamma“: np.logspace(-4, 5, 18)}, cv=5)

[54]: # entrenamiento del metodo KRR
kr.fit(X_train,y train)
print (f*Best KRR with params: {kr.best params_} and R2 score: {kr.best score_:.3f}")
#print("KRR complexity and bandwidth selected and model fitted in %.3f s" % kr_fit)
print (“training”, kr.score(X_train,y_train))

Best KRR with params: {'alpha’: 6.885, 'gamma’: 6.6861, "kernel’': 'rbf'} and R2 score: 8.716
training 0.9417406693349948
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In

In

In

[66] :

[61]:

# Calculo del Coeficiente R2 para el conjunto de prueba
y_pred = kr.predict (X test)

ri=kr.score(X test, y test)

print {“test”, r2)

test 8.8212662385511806
# Grafica de resultados

import matplotlib.pyplot as plt

fig, ax = plt.subplots()

plt.scatter(y test, vy pred, color= “black")
#plt. scatter(X_test, y test, colars "black")
#plt.plot(y test, y pred, color=s "blue”, linewidth=3)
plt.xticks()

plt.yticks()

plt.xlabel{"y test")

plt.ylabel{"y pred")

ax.axline({8,8), slope=1l )
plt.title("Predicction SOAP with KRR™)
plt.show()

Predicction SOAP with KRR

¥ pred

y test

en el ejemplo de abajo funciona aungue no son del mismo t
s5i se activa crea una line en cada uno de los puntos
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CAPITULO 5. CONCLUSIONES

A través de los modelos de Machine Learning podemos predecir las propiedades
fisicoquimicas de las sustancias partir de su estructura molecular tridimensional, por
ejemplo, en este trabajo, se predijo el nivel de toxicidad que tienen las sustancias
seleccionadas basadas en liquidos i6nicos y con que precision nos estamos
acercando a los valores experimentales. Esto nos permite el ahorro de recursos
tanto tiempo, capital humano, recursos monetarios, entre otros, siendo mas eficiente
y amigable con el medio ambiente, asi como eliminando la necesidad de emplear

técnicas experimentales in vivo en animales.

Actualmente los liquidos i6nicos son considerado como solventes verdes, con un
gran namero de aplicaciones industriales, que pueden ser sintetizadas al combinar
cationes organicos con diferentes aniones dando lugar a un ndmero infinito de
posibles combinaciones, las cuales deben evaluarse de forma in silico de forma
eficiente antes de proceder a su uso industrial, ya que se ha encontrado que pueden
tener cierto grado de toxicidad en los distintos ecosistemas, por lo cual las técnicas
de aprendizaje maquina a la par con descriptores moleculares ofrecen una
alternativa confiable para obtener el grado de toxicidad en las diferentes lineas

celulares.
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