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Resumen 
 
El uso de la fotogrametría en los últimos años ha ido en aumento debido a que se ha 
popularizado el uso de drones por su bajo costo y gran versatilidad; sin embargo, para poder 
obtener una buena precisión es necesario contar con varios factores, como por ejemplo una 
buena cámara, un sensor de cinemática en tiempo real (Real Time Kinematic o RTK) y 
varios puntos de control terrestre bien colocados.  
 
La presente tesis plantea una metodología novedosa para fotogrametría basada en técnicas 
de visión artificial para abordar el problema de reducir el error en el eje Z utilizando un dron 
con una cámara binocular.  
 
El presente documento se integra de: 
 
• La implementación de cinco diferentes calibraciones para la cámara binocular Zed 
2. 
• Una comparativa entre combinaciones de algoritmos para detectar, describir puntos 
característicos y algoritmos para su correspondencia. 
• Una propuesta para generar co-correspondencias entre los puntos característicos 
presentes en la imagen monocular como en las imágenes binoculares, adquiridas en el 
mismo escenario. 
• Propuesta para generar puntos de control virtuales mediante el uso de objetos con 
dimensiones conocidas dentro de la reconstrucción. 
• También se presenta una metodología para poder generar los puntos utilizando la 
cámara binocular y evaluándolos a diferentes alturas y horarios, en entornos reales.  
 
La propuesta de solución se evaluó inicialmente con escenarios simulados y posteriormente 
con imágenes adquiridas en tres escenarios reales. Los resultados muestran que la 
propuesta de solución es eficiente y el error disminuye en la mayoría de los casos; pero, el 
resultado está ligado a la posición geográfica de los puntos de control virtuales dentro de la 
reconstrucción, tal y como pasa con los puntos de control terrestre clásicos.  
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Abstract  

Photogrammetry increased as drones gain popularity due to their affordability and versatility. 
However, achieving high accuracy requires several factors, including a quality camera, a 
real-time kinematic sensor (RTK), and strategically placed ground control points.  
This thesis introduces a novel computer vision-based methodology to reduce the Z-axis 
error with a binocular camera.  
The present document comprises the following sections: 

 • The implementation of five different calibrations for the Zed 2 binocular camera. 

• A comparison between combinations of algorithms for detecting, describing minutiae, 
and matching algorithms. 

• A proposal to generate co-correspondences between minutiae in the monocular 
image and in the binocular images acquired in the same scenario. 

• A proposal to generate virtual control points by using objects with known dimensions 
within the reconstruction. 

• A methodology is also presented for generating the points using the binocular 
camera and evaluating them at different heights and times in real environments. 

The proposed solution was initially evaluated with simulated scenarios and subsequently 
with images acquired in three real scenarios. The results demonstrate that the proposed 
solution is efficient and that the error decreases in most cases. However, the result is linked 
to the geographical position of the virtual control points within the reconstruction, as is the 
case with the classic terrestrial control points.  
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1. Introducción  

 
 
 

Capítulo 1: 
Introducción 

 
Existen diversas formas para poder generar un modelo de elevación de un terreno, técnicas 
como las clásicas (un topógrafo con su equipo especial) hasta técnicas más recientes que 
realizan este proceso de manera digital y con mayor precisión como es el uso de drones, 
vehículos aéreos no tripulados (UAV por sus siglas en inglés), avionetas, sensores laser 
terrestres, etc., [1-5]. [1], [2], [3], [4], [5] 
 
 El uso de aviones adicionados con cámaras para generar un modelo digital de elevación 
(DEM por sus siglas en inglés) es unos de los procesos de fotogrametría. 
 
En tareas como la construcción o como en la irrigación de agrocultivos, es necesario tener 
la mayor precisión posible, especialmente en el eje Z, debido a que un pequeño cambio 
puede generar resultados completamente diferentes, para lograr esto con un dron existen 
soluciones, pero son muy costosas y aun así no son capaces de mantener una buena 
precisión en todos los casos.  
Aunque los drones se han vuelto cada vez más populares debido a su accesibilidad y 
versatilidad, es posible que los modelos de elevación obtenidos con drones no alcancen 
consistentemente niveles satisfactorios de precisión. Con la finalidad de aumentar la 
precisión existen técnicas tales como el uso de puntos de control terrestres (GCP) o 
sensores extras tales como un sensor de cinemática en tiempo real (Real Time Kinematic 
o RTK). 
 
En esta tesis se propone el uso de un dron equipado con una cámara binocular, un sistema 
de posicionamiento global (GPS) en combinación con técnicas de estructura a partir del 
movimiento (Structure from Motion o SFM) tanto monoculares y binoculares, para generar 
DEM con un error cuadrático medio (RMSE) menor a 10 cm a 10 m de altura, esto debido 
a que un error menor a 10 cm es aceptable, tal como lo menciona [6], que un buen rango 
es de 5-10 cm en los ejes X, Y, en el eje Z es de 10-15 cm.  
 

1.1 Objetivos  
 

A. Objetivo general 
Proponer, aplicar y evaluar un algoritmo para la generación de modelos digitales de 
elevación, mediante el uso de una cámara binocular montada en un dron, con la finalidad 
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de tener una precisión menor a los 10 cm de RMSE en el eje z, a una altura aproximada de 
10 m. 
 

B. Objetivos específicos 
• Estudiar las técnicas de estructura a partir del movimiento, visión binocular y múltiples 

vistas estéreo más utilizadas. 
• Seleccionar y aplicar varias de estas técnicas para conocer su rendimiento.  
• Proponer y/o modificar un algoritmo para la generación de un modelo digital de 

elevación.  
• Combinar la información de la una cámara binocular (montada en un dron) con la 

proporcionada por sensores GPS, RTK y el uso de técnicas SFM para generar modelos 
digitales de elevación. 

• Evaluar el sistema propuesto. 
• Publicar un artículo índice JCR. 

 

1.2 Alcances y limitaciones 

 
A continuación, se describen los alcances y las limitaciones identificadas para el desarrollo 
de esta tesis: 
 

A. Alcances 
• Se revisan al menos 4 diferentes configuraciones que consideren técnicas de 

estructura a partir del movimiento (SFM), múltiples vistas estéreo (MVS) y visión 
estéreo para la generación de modelos digitales de elevación (DEM).  

• Se compara el modelo propuesto contra las técnicas que mejor rendimiento reporten 
en el estado del arte.  

• El modelo propuesto es capaz de generar un DEM con un error cuadrático medio 
(RMSE) menor a 10 cm. 
 
B. Limitaciones: 

• No se consideran límites de tiempo para el procesamiento. 
• Las imágenes de trabajo son adquiridas mediante una cámara binocular y una 

monocular. 
• La altura máxima del vuelo del dron binocular estará controlada en un rango de 5 m a 

10 m y la altura del dron monocular entre 50 m y 100 m. 
• Las imágenes son tomadas dentro de terrenos de cultivos en los cuales no se 

encuentran vegetación de gran tamaño, sin embargo, en algunos de ellos si contienen 
árboles.  

 
1.3 Estructura del documento 

 
En los próximos capítulos se da una descripción detallada de los procedimientos empleados 
para la realización del presente trabajo de investigación. La estructura del documento está 
conformada de la siguiente manera:  
• Capítulo 1: Contiene la introducción y el análisis del presente trabajo. 
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• Capítulo 2: Contiene los antecedentes del presente trabajo, la revisión del estado del 
arte en temas como modelos digitales de elevaciones y puntos característicos; además 
en el capítulo se presenta el estado de la práctica. 

• Capítulo 3: Contiene el marco teórico en temas como algoritmos para detección y 
correspondencia de puntos característicos, conceptos de fotogrametría, calibración de 
la cámara y las métricas utilizadas. 

• Capítulo 4: Contiene el diseño e implementación de la solución del problema de tesis. 
• Capítulo 5: Contiene el diseño y las pruebas que se realizaron para cada módulo del 

desarrollo de la tesis, además del análisis de los resultados obtenidos. 
• Capítulo 6: Contiene las conclusiones generales, la discusión, trabajos futuros y las 

aportaciones. 
• Anexos: Contiene las experimentaciones adiciones realizadas en el transcurso del 

doctorado, por ejemplo, los pasos para instalar Zed en ROS todo en el sistema 
operativo de Ubuntu; además de los resultados de re-proyección de puntos de la nube 
de puntos monocular.   
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2. Trabajos relacionados  

 
 

Capítulo 2: 
Trabajos 

Relacionados 
El capítulo presenta la revisión de tesis desarrolladas en el CENIDET, relacionadas al tema 
de tesis; se presenta un análisis del estado del arte relacionado a los conceptos de modelos 
digitales de elevación y puntos característicos y, por último, se presenta el estado de la 
práctica y una discusión del capítulo.  
 

2.1 Antecedentes  
 
En el grupo de inteligencia artificial del CENIDET, se han desarrollado algunas tesis sobre 
visión robótica utilizando cámaras binoculares y por lo tanto conforman los antecedentes 
para esta tesis. A continuación, se mencionan los trabajos más relevantes. 
 
• Visión binocular para robot móvil en exteriores simulados [7] 

En esta tesis, el autor desarrolló un robot móvil con piezas de baja precisión, capaz de 
detectar objetos y esquivarlos, en un ambiente de interiores con objetos de exteriores 
(exteriores simulados). Utilizó dos cámaras Logitech para generar una visión binocular. 
Estudia tres algoritmos de correspondencia: BM (Block Matching) [8], [9], SGBM (Semi 
Global Block Matching) [8], [10] y BTM (Birchfield-Tomasi sampling-insensitive intensity 
local matcher) [11], [12]. Menciona que el mejor algoritmo de correspondencia es el BTM, 
como se muestra en la Tabla 2.1. Para el análisis de las imágenes, realiza la calibración de 
la cámara, la rectifica y calcula la triangulación.  

Tabla 2.1 Comparación de algoritmos de correspondencia [7]. 
Algoritmo Rapidez Falsos positivos Falsos negativos Precisión 

BM [8], [9] 94 ms Desaparecen con un 
bloque de 41 
píxeles 

En obstáculos mucho más 
pequeños que el robot (por 
ejemplo: las patas delgadas de las 
sillas) 

Mínima 
precisión 

SGBM [8], 
[10]  

469 ms Son pocos, aparecen y 
desaparecen, no se 
pudieron eliminar 

En obstáculos mucho más 
pequeños que el robot (por 
ejemplo: las patas delgadas de las 
sillas) 

Precisión 
media 

BTM [11], 
[12] 

5922 ms Son muchos, no se 
intentaron eliminar 

No se detectaron Máxima 
precisión 
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• Fusión de Información de Pose en Robots Móviles con Visión [13] 

En esta tesis el autor presenta un sistema capaz de calcular la pose de robots móviles, 
fusionando la odometría visual con la odometría mecánica. La parte relevante de esta tesis 
para el presente proyecto son sus experimentaciones sobre visión binocular y calibración. 
 
• Navegación, Localización y Mapeo de Robots Móviles para Trayectorias 

Preespecificadas por Imágenes [14]. 
En esta tesis se presenta un sistema capaz de generar una trayectoria desde un video de 
entrenamiento, para posteriormente desplazarse dentro de esa trayectoria de modo 
autónomo. Utiliza dos cámaras monoculares montadas en un arreglo binocular como única 
fuente de información y el robot Robotino. El sistema consta de tres fases: entrenamiento, 
localización y navegación autónoma. Realiza una calibración tanto monocular como 
binocular.  
 
Discusión 
Se realizó un estudio sobre los trabajos de tesis ya presentados y se nota que no existe un 
antecedente directo para este tema de tesis. Las tesis detallan información sobre visión 
binocular, apoyando el proceso de entender los conceptos necesarios, el cómo funcionan 
este tipo de cámaras, y cómo llevar a cabo procesos tales como; las calibraciones de las 
cámaras; aspectos principales en el presente trabajo. 
 

2.2 Estado del arte 

 
 La fotogrametría es un conjunto de técnicas que han ido aumentando su demanda en los 
últimos años, debido al auge de los drones comerciales equipados con cámaras 4k a costos 
accesibles.  
 
En la presente sección, se describen los conceptos básicos de fotogrametría con drones, 
así como las metodologías que son mayormente empleadas para dar solución a la 
reconstrucción 3D con imágenes obtenidas de drones. El capítulo se encuentra dividido en 
dos secciones que son: Modelos digitales de elevación y sistemas para detección y 
correspondencia de puntos característicos, en los cuales se incluyen artículos que fueron 
relevantes en el transcurso de la investigación y una recopilación de sistemas que 
actualmente están en el mercado, los cuales están dedicados a la fotogrametría.  
 

2.2.1 Modelos digitales de elevación 

 
Para generar un modelo de elevación de un terreno (DEM por sus siglas en inglés), existen 
dos métodos [15]: a)   los métodos directos que generalmente se llevan a cabo mediante 
un topógrafo con su equipo especial [16] (estación total, por ejemplo). Y b) los métodos 
indirectos, que son herramientas más recientes que realizan este proceso de manera digital 
y con mayor precisión mediante el uso de sensores láser terrestres, drones, vehículos 
aéreos no tripulados, avionetas, satélites, etc., [2], [4], [15], [17]. 
 
Para la presente investigación se utilizaron drones para generar los modelos digitales de 
elevación, con una técnica llamada fotogrametría, que significa literalmente ‘medir de fotos’ 
y se trata de una técnica para determinar las propiedades geométricas de objetos en 
escenas tridimensionales a partir de imágenes fotográficas [18], la cual permite medir con 
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cierta precisión las distancias entre dos puntos dentro de la zona a muestrear. La 
fotogrametría se puede categorizar en 2, las que ocupan técnicas clásicas como estructura 
a partir del movimiento [19-21] y las que ocupan redes neuronales [22-30]. En esta 
investigación, se trabajó con la metodología clásica. [19], [20], [21] [22], [23], [24], [25], [26], 
[27], [28], [29], [30] 
Para generar un modelo digital de elevación existen 5 variables físicas esenciales y 2 
computaciones, las cuales son: a) altura, b) cámara, c) el uso, cantidad y posición de GCPs, 
d) sensores como RTK o Lidar, e) traslape entre fotos f) métricas y g) el algoritmo o 
programa utilizado. 
 
Para una correcta configuración de las variables antes mencionadas, se realizó una 
búsqueda en el estado del arte. Los resultados se muestran en la Tabla 2.2, donde el “*” 
señala que el autor no reportó ese dato. 
 

Tabla 2.2 Artículos que reportan el uso de técnicas de fotogrametría. 

Ref. Altura Cámara GCP Sensores Traslape Métricas Algoritmo RMSE 

[31] 
100-
200 m 4000X3000 4 PPK Y RTK * RMSE Pix4D 6.3-13.9 cm 

[32] 

900-
4500 
m 6600 X4400 0 * * RMSE - MAX E 

PIX4D 
Metashape 1.08-9.77 m 

[33] 
170-
180 m 5472 x 3648 9 PPK Y RTK 80% RMSE  

Metashape 
Photoscan 4-15 cm 

[34] 
120-
300 m 7360 × 4912 43 * 90% RMSE Varios 0.2-2.7 m 

[35] * DJI Phantom 3 Professional   * * RMSE OpenSFM * 

[36] 80 m DJI® spark 0 * 90% RMSE Pix4D 97 cm 

[37] 50 m DJI Phantom 4 Pro 0 * 85% RMSE Pix4D * 

[6] 61 m DJI Mavic 2 Pro 9 * 75% RMSE Pix4D 21-96 cm 

[38] 50 m 4 diferentes cámaras 7 * * RMSE Pix4D 3-88 cm 

[39] 70 m DJI Mavic Pro Platinum 21 * 70% RMSE Pix4D 4.2-6.2 cm 

[40] 
50-
100 m 

DJI Phantom IV y DJI 
Phantom IV RTK 0 RTK 80% RMSE Pix4D 2.8-15.6 cm 

[41] 120 m Sensefly eBee Plus 34 * 75% RMSE Pix4D 0.2-1.1 m 

[42] 4-6 m DJI Mavic Air 15 * 65% MBE RMSE MAPE Pix4D * 

[43] 75 m DJI Phantom4 
15-
20 * 80% RMSE y otras para el pasto PIX4D 8.1-14.6 cm 

[44] 
75-
120 m (DJI Mavic 2 Pro) 9 * 80% RMSE PIX4D 5.5-31.6 cm 

[45] 75 m Phantom 4 Pro 8 * 80% 
RMSE, MEAN MEDIAN STD 
MIN Y MAX Metashape 12.8-43cm 

[46] 
40-50-
60 m DJI Phantom 4 RTK 12 RTK 80% RMSE Metashape  

0.16-0.76 
cm 

[47] 

60, 
70, 80 
m DJI Phantom 4 RTK UAV 10 

PPK, RTK y 
SonarMite 
BTX SBES 80% 

Diferencia entre medido 
por el sonar y lo calculado 
por SFM Pix4D * 

[48] 
40 - 
50 m DJI Phantom 3 Advanced 20   80% RMSE Pix4D 

18.2-11.3 
cm 

[49] 110 m 
FEIMA D2000 Multirotor 
UAV SONY a6000 16 PPK Y RTK * RMSE and M3C2 Photoscan  1.5-8.7 cm 

 
La Tabla 2.2 muestra que los parámetros más comunes son: una altura menor a 100 m, 
con un dron comercial de la marca DJI, utilizando 9 puntos de control terrestre, sin algún 
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sensor extra a menos que el ambiente lo exija (ejemplo [47]), un traslape del 80%, con 
métrica principal RMSE y con el algoritmo de Pix4D. 
 

2.2.2 Puntos característicos 

 
Los puntos característicos son una parte fundamental en el proceso de fotogrametría, 
debido a que estos son la nube de puntos escaza, en otras palabras, son la primera etapa 
del proceso. Estos se dividen en 3 etapas, las cuales son: a) detección, b) descripción y c) 
correspondencia.  
 
a) detección 
 
Es la etapa inicial para localizar los puntos característicos. A pesar de que los métodos 
modernos combinan la detección y la descripción en un solo algoritmo, como por ejemplo 
FAST [50] y Harris [51] los cuales son específicos para esta labor. Esta actividad consiste 
en, en como su nombre lo indica, detectar los puntos característicos, los cuales pueden ser 
por ejemplo una esquina o un cambio de intensidad, ubicándolos dentro de la imagen. 
 
b) descripción 
 

Esta etapa consiste en describir o codificar los puntos detectados en la etapa anterior, este 
proceso varía según el tipo del algoritmo utilizado, por ejemplo, ORB [52] el cual es binario 
y tiene un descriptor con un tamaño de 32 bytes, o utilizando el algoritmo SIFT [53] que 
tiene un descriptor de tamaño 128 bytes. De la misma manera que la etapa anterior, existen 
algoritmos especializados en la descripción como, por ejemplo, BRIEF [54]. 
Sin embargo, la tendencia son algoritmos que realizan las dos etapas, algunos de los 
algoritmos más conocidos son: SIFT [53], ORB [52], SURF [55], BRISK [56] y KAZE [57]. 
En los últimos años se han desarrollado algoritmos para detectar y describir puntos 
característicos en una sola pasada utilizando redes neuronales, algunos de ellos son: 
DetNet [58], SuperPoint [59], TILDE [60], LIFT [61], LF-NET [62], SIP’S [63] y por último la 
primera red neuronal para detectar puntos característicos “A NEURAL NETWORK BASED 
CORNER DETECTION METHOD” [64]. 
 
c) correspondencia 
  
Es la última etapa de los puntos característicos. Su objetivo es a partir de la imagen 1 
encontrar dentro de la otra imagen, el punto característico de consulta. El proceso es un 
reto debido a que no siempre la imagen tiene un movimiento lineal, sino que en muchos 
casos se presenta una combinación de traslación, rotación y cambio de escala, lo que 
aumenta significativamente la complejidad del problema. Los algoritmos para 
correspondencia se pueden dividir en dos subsecciones, los clásicos como Brute Force 
(BF) [65], K-Nearest-Neighbours (KNN) [66] y KD-Tree-based-Nearest-neighbor (KD-
TREE) [67] y los que utilizan redes neuronales. 
 
Los que utilizan redes neuronales, han estado reportando mejores resultados que los 
clásicos, un ejemplo es SuperGlue [68], el cual no solamente toma en cuenta un punto 
característico y lo busca dentro de la otra imagen, sino que, también incluye información de 
sus vecinos para que de esta manera obtener mayor precisión.  
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2.2.3 Estado de la práctica 

 
En el estado de la práctica se localizaron varios sistemas gratuitos que realizan la 
reconstrucción de imágenes adquiridas con drones. Estos son: MESHROOM [21], 
OpenDroneMap [69] y OPENSFM [70]. De los sistemas comerciales más utilizados se 
encuentran: PIX4D [71], METASHAPE [72] y REALITYCAPTURE [73]. 
 
Como entrada mínima a cada sistema se le tienen que dar 3 imágenes en RGB, que tengan 
una superposición deseable del 65-85%. Una superposición más cercana al 85% aumenta 
la precisión, pero aumenta el número de imágenes necesarias para cubrir toda la zona a 
muestrear. A continuación, se detalla brevemente cada sistema: 
 
METASHAPE [72]  
 
Agisoft Metashape [72] (anteriormente conocido como Agisoft Photoscan) es un sistema de 
fotogrametría de pago, el cual está disponible para Windows, MacOS y Linux. Tiene una 
interfaz amigable, de fácil uso y muy completa. Es decir, con una gran cantidad de 
funciones. Sin embargo, no proporciona información sobre qué algoritmo utiliza en cada 
una de sus etapas del procesamiento. La Figura 2.1 muestra un ejemplo de una 
reconstrucción utilizando METASHAPE [72] en el banco de imágenes 4, el cual es 
presentado en la sección 5.1.4. 
 

 
Figura 2.1 Resultado de METASHAPE [72] en el banco de imágenes 4. 
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REALITYCAPTURE [73] 
 
RealityCapture es un software de escaneo 3D/fotogrametría para Windows que permite 
crear modelos 3D hiperrealistas para proyectos a partir de un conjunto de fotos o escáneres 
láser. Es un sistema de fotogrametría de pago, que contiene una interfaz con una mayor 
cantidad de opciones para configurar, pero más complicada que la proporcionada por 
METASHAPE [2] y de la misma forma no comparte información de los algoritmos que utiliza 
en cada momento. La Figura 2.2 muestra un ejemplo de una reconstrucción utilizando 
REALITYCAPTURE [73] en el banco de imágenes 4. 
 

 
Figura 2.2 Resultado de REALITYCAPTURE [73] en el banco de imágenes 4. 

 

MESHROOM [21] 
 
Es un sistema de fotogrametría libre, el cual permite modificar una gran cantidad de 
parámetros. Entre ellos, permite seleccionar los algoritmos a utilizar, sin embargo, no deja 
realizarles modificaciones o añadir más algoritmos. Su interfaz es amigable, no obstante, 
no acepta el uso de GCP, lo cual limita mucho su precisión y por lo tanto su uso en 
fotogrametría. La Figura 2.3 muestra un ejemplo de una reconstrucción utilizando 
MESHROOM [21] en el banco de imágenes 4. 



Reconstrucción 3D de terrenos para agrocultivo  Capítulo 2: Trabajos Relacionados 

10 
 

 
Figura 2.3 Resultado de MESHROOM [21] en el banco de imágenes 4. 

 
PIX4D [71] 
 
En el estado del arte PIX4D es el software más citado además de mencionar que es la 
herramienta que mejor precisión tiene de acuerdo con [74-81]. PIX4D es fácil de utilizar, 
tiene una gran cantidad de herramientas para el usuario final, además de estar optimizado 
para los drones DJI. El sistema PIX4D localiza correctamente el modelo del dron y añade 
todos los parámetros necesarios de la cámara al proceso. La Figura 2.4 muestra un ejemplo 
de una reconstrucción utilizando PIX4D [71] en el banco de imágenes 4. [74], [75], [76], [77], 
[78], [79], [80], [81] 
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Figura 2.4 Resultado PIX4D [71] en el banco de imágenes 4. 

 

OpenDroneMap [69] 
 
Es uno de los sistemas de fotogrametría “opensource” más utilizados, ya que acepta el uso 
de GCP. Tiene una interfaz amigable, pero con muchas opciones y configuraciones de los 
algoritmos a utilizar, es de código abierto y recibe actualizaciones constantemente. 
Además, tiene una opción de realizar todo el proceso por consola. La Figura 2.5 muestra 
un ejemplo de una reconstrucción utilizando OpenDroneMap (ODM) [69] en el banco de 
imágenes 4. 
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Figura 2.5 Resultado de OpenDroneMap [69] en el banco de imágenes 4. 

 

OPENSFM [70] 
 
OPENSFM [70] es un sistema de fotogrametría muy popular de uso libre. Es la base para 
OpenDroneMap (ODM por sus siglas en ingles), sin embargo, no cuenta con tantas 
herramientas visuales y en algunas ocasiones no es capaz de lograr realizar una 
reconstrucción fotogramétrica, como es el caso con en el banco de imágenes 4.  
 
Comentarios del estado de la práctica 

 
Los sistemas de pago no proporcionan información alguna en sus versiones de prueba. La 
información que dejan guardar en otro formato y que ellos comparten es mínima, y no 
mencionan respecto a los algoritmos en cada etapa, tampoco permiten guardar los modelos 
digitales sino se tiene una versión de pago, solo dejan visualizarlo. 
 
En el mercado, se pueden encontrar ya sistemas comerciales para realizar fotogrametría. 
Como se puede observar en la Tabla 2.3, actualmente Pix4D es el mayor referente al 
momento de elegir un programa para realizar fotogrametría con drones. Tiene una precisión 
aproximada de 7.7 cm de RMSE [76] pero este valor varía dependiendo de factores como 
la cámara utilizada, cuantos GCP se utilizaron, la precisión de los GCP, la altura de vuelo, 
la precisión del resto de sensores, etc.  
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Tabla 2.3 Sistemas para fotogrametría. 

Artículo Programa 

3D mapping efficacy of a drone… [1] Pix4D Mapper Pro 

 Accuracy of UAS… [75] Pix4Dmapper Pro 

Aplicación de algoritmos Structure… [82] Photoscan Pro 

Optimising UAV topographic surveys… [83] Photoscan 

A Statistical Examination of Image Stitching… [76] Pix4D 
Suas, sfm-mvs photogrammetry… [77] Pix4D 

Assessing suitability of modified… [78] Pix4D 

3-D uncertainty-based topographic… [84] Photoscan Pro 

Evaluating the accuracy of dem… [79] Pix4UAV Desktop 

The accuracy of automatic… [80] Pix4D 

Multi-temporal UAV data… [81] Pix4D 

Quantifying submerged fluvial… [85]  Photoscan 

Accuracy analysis of a 3D model… [4] Photoscan 

Automated extraction of… [86] Photo Modeler 
Scanner 

 
En la Tabla 2.4 se muestran los precios de algunos programas para fotogrametría, el último 
es ODM, el cual es de licencia libre pero aún está en estado beta [3], [69].  
 

Tabla 2.4 Costos de sistemas para fotogrametría. 
Programa Mensualidad Anualidad 

Pix4D Mapper [87] (Sin complementos) 350 USD 3500 USD 
DroneDeploy [88] (Limitada) 499 y 599 USD 3948 USD 
3DF Zephyr Aerial [89] 250 € + IVA 4200 € + IVA 
Photoscan / Metashape [72] 179 USD 3499 USD 
MESHROOM [21] Licencia libre Licencia libre  
REALITYCAPTURE [73] Lo que se use (créditos) o 3700 USD por licencia perpetua. 
OpenDroneMap [69]  Licencia libre Licencia libre  

 
2.3 Discusión  

 
En las secciones anteriores se revisaron metodologías para la generación de modelos 
digitales de elevación, así como algoritmos para detectar, describir y los que realizan 
correspondencia de puntos característicos. Sin embargo, no se abordó el tema de 
fotogrametría utilizando una cámara binocular como una monocular y menos se explican 
los pasos necesarios para generar puntos de control terrestre con la cámara binocular, para 
añadir información extra a la reconstrucción. Eso se debe a que no se encontró información 
en el estado del arte, lo que más se aproxima es la información proporcionada en los 
artículos [90], [91]. 
 
En [90] se detalla el trabajo de un robot móvil, que utiliza una cámara binocular para generar 
una nube de puntos en tiempo real, pero con una profundidad x máxima y cada cierto 
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número de imágenes las procesa con estructura a partir del movimiento para obtener una 
profundidad o distancia mayor. 
 
En el trabajo [91], el autor combina las ventajas de usar una cámara de luz estructurada 
con un algoritmo de SFM, logrando detectar zonas lejanas, cercanas y la escala. Además 
de explicar los problemas que surgen al unir estas dos técnicas, especialmente, que una 
tiene escala y la otra no, así que se tiene que realizar una transformación. 
 
A pesar de que los dos artículos mencionados no tienen una relación completamente con 
el tema de la presente tesis, son una prueba de que se ha trabajado con la idea de fusionar 
algoritmos para corto y largo alcance. En la presente tesis se trabaja con la idea de añadirle 
información extra, proveniente de la cámara binocular la cual tiene una distancia corta 
detección, a los algoritmos como estructura a partir del movimiento (SFM por sus siglas en 
ingles) que es un algoritmo cuya distancia de detección es mayor. 
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3.0 Marco teórico 

 
 
 
 

Capítulo 3: 
Marco Teórico 

 
En el presente capítulo se describen los conceptos básicos, técnicas y algoritmos 
necesarios para la comprensión de la presente tesis; además de las métricas necesarias 
para la evaluación de los resultados.  
 

3.1 Algoritmos para detección y descripción de puntos característicos  
 

3.1.1 SIFT [53] 
 
The Scale Invariant Feature Transform (SIFT) fue introducido por Lowe [53] en 1999 y la 
idea principal es poder encontrar puntos invariantes a la traslación, el escalado y la rotación, 
dentro del espacio-escala de la imagen. Se realiza en cuatro etapas, la primera es la 
detección de puntos extremos en el espacio escala, la segunda es la localización exacta de 
los puntos destacados, la tercera es la asignación de la orientación y la cuarta es la 
descripción de puntos destacados. En otras palabras, SIFT realiza una diferencia de 
gaussianas (DOG) para la detección de los puntos característicos y realiza la descripción 
de estos puntos mediante un vector de 128 características. Sin embargo, se pueden utilizar 
por separado ambas fases. 
 
 Un ejemplo de su uso se puede encontrar en la tesis titulada “Comparación de Algoritmos 
de Extracción y Asociación de Rasgos Para Visión Robótica” [92] donde comparan el 
desempeño de Hessian affine, Harris affine, MSER y ASIFT para la detección de puntos y 
el algoritmo de SIFT para la descripción de dichos puntos característicos. En la Figura 3.1 
se observa el resultado del algoritmo SIFT aplicado a una imagen del dataset de ODM. 
. 
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Figura 3.1 Resultado de aplicar SIFT [53] en una imagen de ODM [93]. 

 
3.1.2 ORB [52] 

 
Este algoritmo fue propuesto por Rublee en el artículo “ORB: An efficient alternative to SIFT 
or SURF” [52] en el 2011. ORB es una alternativa a los algoritmos de SIFT y SURF. ORB 
básicamente es la combinación de los algoritmos de FAST para la detección y BRIEF para 
la descripción de los puntos. Pero, ORB ofrece mejoras a las limitaciones de sus algoritmos 
base.  Agregando la invarianza a la escala que FAST no tiene y considerando también la 
invarianza a la orientación que BRIEF no considera. 
 
También es importante resaltar que ORB es que es de licencia libre, mientras que si se 
desea utilizar SIFT o SURF para usos comerciales se tiene que pagar por una licencia. En 
la Figura 3.2 se muestra el resultado de la aplicar ORB a una imagen del conjunto ODM. La 
implementación se realizó utilizando OpenCV y Python. 
 
En el CENIDET se han desarrollado numerosas comparaciones de detectores y 
descriptores de puntos característicos, en las cuales han seleccionado a ORB, debido a 
que tiene un buen desempeño y con un menor tiempo de procesamiento [94], [95]. 
 

 
Figura 3.2 Resultado de aplicar ORB [52] en una imagen de ODM [93].  
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3.1.3 SuperPoint [59] 
 
SuperPoint [59] es un algoritmo que utiliza redes neuronales convolucionales para detectar 
y describir puntos de interés (a nivel píxel) en una sola pasada.  
 
Los autores crean un gran conjunto de datos de ubicaciones de puntos de interés en las 
imágenes. Para generar estos puntos primero entrenan una red neuronal convolucional con 
millones de ejemplos de datos sintéticos, creando Syntetic shapes. El conjunto de datos 
sintéticos consta de formas geométricas simples.  
 
Al detector resultante le denominan MagicPoint, y mencionan que obtiene mejores 
resultados que los algoritmos clásicos en zonas donde hay muchas esquinas como en los 
objetos geométricos. Sin embargo, cuando se utiliza en un ambiente real (como en zonas 
de árboles) el rendimiento baja considerablemente.  
 
Para reducir estas diferencias los autores proponen una técnica de múltiples escalas y 
transformaciones. A diferencia de los detectores clásicos que solo se basan en encontrar 
puntos característicos, busca que sean repetibles. Esta Adaptación Homográfica está 
diseñada para permitir el entrenamiento auto-supervisado del detector de puntos de interés. 
Para ello deforman la imagen varias veces para tener muchos puntos de vista y escalas 
para entrenar al modelo. Combinando estas dos técnicas (magic point y la adaptación 
homográfica) se entrena una red convolucional que extrae conjuntamente puntos de interés 
y descriptores de la imagen, logrando mejorar el rendimiento; al algoritmo final de detección 
le llaman SuperPoint. La Figura 3.3 presenta el resultado de aplicar el algoritmo SuperPoint 
en una imagen del dataset ODM. 
 

 
Figura 3.3 Resultado de aplicar SuperPoint [59] en una imagen de ODM [93]. 

 
3.2 Algoritmos para correspondencia de puntos característicos  

 
3.2.1 SuperGlue [68] 

 
SuperGlue [68] es un algoritmo para detectar correspondencias entre puntos 
característicos. Es destacable porque además de buscar los puntos característicos para 
hacer la asociación, como normalmente lo hacen otros algoritmos clásicos que solamente 
consideran la posición y la descripción de un punto característico, SuperGlue busca ese 
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punto característico inicial en el siguiente cuadro y considera a los vecinos del punto. Las 
asignaciones se estiman resolviendo un problema de transporte óptimo diferenciables y 
posteriormente calcula los descriptores coincidentes. 
 
SuperGlue logra una mejora significativa con respecto a los enfoques existentes, lo que 
permite una estimación de pose relativa altamente precisa en pares de imágenes interiores 
y exteriores de línea de base extremadamente amplia. Además, SuperGlue se ejecuta en 
tiempo real, a una tasa de 10 FPS. El esquema de la propuesta y sus etapas se puede 
observar en la Figura 3.4. 
 

 
Figura 3.4 Flujo de trabajo de SuperGlue [4]. 

 
3.2.2  Brute Force (BF) [65] 

 
Los algoritmos de fuerza bruta son exactamente lo que parecen, métodos sencillos para 
resolver un problema, que se basan en poder de cómputo y en probar todas las 
posibilidades, en lugar de técnicas avanzadas para mejorar la eficiencia. 
 
Un ejemplo clásico en ciencias computacionales es el del comerciante, que tiene que visitar 
10 ciudades en el menor tiempo posible, ¿Cómo puede calcular el orden en el que tiene 
que visitar las ciudades?, cuya solución es: primero calcular la distancia entre todos los 
pares de las ciudades y posteriormente seleccionar el par con la distancia más corta. 
En el uso de puntos característicos, compara el descriptor de un punto contra todos los de 
la otra imagen y selecciona el que menor diferencia presente, lo cual lo hace propenso a 
falsos positivos, además de lento. 
 

3.2.3 K-Nearest-Neighbours (KNN) [66] 
 
El K-Nearest-Neighbours es un algoritmo de clasificación cuyo mecanismo de trabajo es 
muy simple: dadas las muestras de prueba, se encuentran las k muestras de entrenamiento 
más cercanas a ellas en el conjunto de entrenamiento, basándose en una cierta métrica de 



Reconstrucción 3D de terrenos para agrocultivo   Capítulo 3: Marco Teórico 
  

19 
 

distancia. Luego, con base en el número de clases de los K vecinos, se hacen las 
predicciones. Una opción para determinar la pertenencia es considerar la decisión por 
votación; es decir, si la mayoría de las K instancias pertenecen a una determinada clase, la 
instancia de entrada se clasifica en esa misma clase. 
 
Puede entenderse aproximadamente como si una muestra de entrada en el espacio de 
características fuera más similar entre las K muestras en el entrenamiento (es decir, el 
vecino más cercano en el espacio de características) perteneciera a una determinada 
categoría, entonces la muestra también pertenece a esta categoría. El entendimiento es 
que los puntos K más cercanos a ellos votan para decidir en qué categoría de datos se 
clasifican. 
 

3.2.4 KD-Tree-based nearest-neighbor (KD-TREE) [67] 
 
Un árbol KD (k-dimensional) es una estructura de datos utilizada principalmente para la 
búsqueda de puntos en un espacio multidimensional, ampliamente utilizada en el 
aprendizaje automático [96].  
 
Nodo del árbol: Cada nodo del árbol KD representa un punto en el espacio k-dimensional. 
El nodo tiene dos hijos: uno representa un punto "a la izquierda" con respecto al plano de 
corte que divide el espacio en dos subespacios, y el otro representa un punto "a la derecha" 
con respecto al plano de corte.  
 
Estructura de árbol:  
Parte de un conjunto de puntos y elige un punto como nodo raíz del árbol. A continuación, 
se elige una dimensión (o eje) para dividir el espacio en dos subespacios. La selección 
puede ser rotacional o considerando algún criterio como la varianza de los puntos en esa 
dimensión. Divide los puntos en dos grupos, uno para cada subespacio, dependiendo de si 
sus coordenadas en la dimensión elegida son menores o mayores que las coordenadas del 
punto de corte. Repite este proceso recursivamente para cada subespacio hasta que solo 
queden unos pocos puntos en cada subdivisión, o hasta que se alcance algún otro criterio 
de parada.  
 
Búsqueda en el árbol: Para buscar un punto en el árbol, comienza en la raíz y desciende 
por el árbol de acuerdo con las divisiones. En cada nodo, compara la coordenada relevante 
del punto buscado con la coordenada de corte del nodo actual para determinar en qué 
subárbol debemos buscar. 
 
Repite este proceso hasta llegar a un nodo hoja, que contiene el punto buscado o está lo 
suficientemente cerca según algún criterio de proximidad. 
 
Aplicaciones: Los árboles KD son útiles en aplicaciones que implican la búsqueda de 
puntos en espacios multidimensionales, como la búsqueda de vecinos más cercanos, 
búsqueda de rango, clustering, entre otros. Son ampliamente utilizados en campos como la 
computación gráfica, minería de datos, reconocimiento de patrones y aprendizaje 
automático. 
Un ejemplo se puede observar en la Figura 3.5. 
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Figura 3.5 Ejemplo KD – TREE [97].  

 
 

3.3 Conceptos de fotogrametría  

 
Modelo digital de elevación (DEM por sus siglas en inglés): 

 
Como su nombre lo indica, un DEM es un modelo digital de elevación de un terreno, un 
DEM se puede obtener de diferentes formas, por ejemplo, fotogrametría satelital [98], 
fotogrametría con drones [3], el uso de sensores laser terrestres [99], [100], etc. 
 
Punto de control terrestre (GCP) 

 
Son puntos del mapa de los cuales se conoce, con precisión, su ubicación global. Para 
generar un GCP, típicamente se utilizan GPS de doble banda. Utilizando algoritmos como 
OPUS [101] se pueden generar GCP con una precisión de 1 cm (Solamente en donde está 
disponible). Algunos GCP apoyan en el proceso de generar DEM ya que proporcionan 
información sobre la verdadera posición de un punto y con esa información, corregir los 
puntos aledaños y, por otro lado, el resto de los GCP son utilizados en el proceso de 
verificación de la precisión final del DEM [75]. 
Existen 2 tipos de GCPs, los estandarizados y los no estandarizados. Los primeros utilizan 
colores contrastantes contra el suelo, como por ejemplo una cuadricula con dos cuadros 
negros y dos blancos intercalados [102], o en algunos otros casos patrones tipo QR 
diferentes para cada GCP [103] los cuales pueden ser detectados mediante software 
especializado. Los no estandarizados se pueden generar utilizando otro tipo de marcas, por 
ejemplo, una barda, un señalamiento de tránsito, etc.  
El enfoque tradicional para detectar los puntos es manual, en donde un usuario busca el 
punto central del GCP en la fotografía y lo señala, para posteriormente buscar ese mismo 
punto en todas las fotografías en las que aparece; el proceso se repite para todos los GCPs. 
En reconstrucciones pequeñas el proceso tiene tiempos aceptables; sin embargo, en 
proyectos de mayor tamaño, los cuales tienen muchos GCPs y miles de imágenes, el 
proceso se vuelve tedioso y propenso a errores humanos por fatiga. [102], [103], [104] 
Existen enfoques automáticos para los GCPs estandarizados ya que tienen menor 
complejidad al momento de buscar patrones [102-104], debido a que ya existe algo 
predeterminado a buscar. Sin embargo, también existen enfoques automáticos para GCPs 
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no estandarizados, los cuales tienen la ventaja de necesitar una menor logística ya que 
objetos estáticos dentro de la misma zona pueden servir como GCPs. Por ejemplo [105] 
utilizó un enfoque de detección de bordes para extraer la línea costera e identificó GCP 
mediante coincidencia de línea. En [106], [107] utilizaron la coincidencia de plantillas para 
lograr la búsqueda automatizada de postes de luz y utilizarlos como GCP. En [108] utilizan 
4 pasos que permiten recuperar la posición de un punto de interés en todas las imágenes 
en los que aparece y la aplica a señales de tránsito tales como pasos peatonales. En [109] 
se utilizó el algoritmo de Harris (el cual es un detector de esquinas de uso general) para 
llevar a cabo una detección automatizada de modo que objetos aislados brillantes 
arbitrarios puedan servir como GCP. 
 
En la Figura 3.6 se muestra un terreno con puntos rojos y azules, los azules son puntos de 
control terrestre utilizados para mejorar la precisión del DEM y los rojos son utilizados para 
evaluar la precisión.  
 

 
Figura 3.6 GCP [75]. 

 
Error de re-proyección  

 
El error de re-proyección es una estimación de cuán exactos son los parámetros 
encontrados en la calibración de una cámara, cuanto más cerca esté del cero, es mayor su 
precisión. Es la distancia entre un punto característico detectado dentro del patrón de 
calibración y el mismo punto del mundo proyectado en la imagen [110]. En el caso de SIFT 
se calcula utilizando la norma L2 para cada punto 2D -3D y se deduce el promedio de todos 
los errores. 
 

3.4 Structure From Motion (SFM) 
 
Estructura desde el movimiento (SFM por sus siglas en inglés) es una técnica que permite 
recuperar, tanto la pose de la cámara como el movimiento de esta [111]. Es ampliamente 
utilizada para reconstrucción 3D ya que se puede usar en bancos de imágenes muy grandes 
y no necesariamente ordenadas o capturadas con la misma cámara [112-114] y entrega 
una nube de puntos dispersa [114]. De manera general, los pasos para realizar SFM son 
los siguientes: [112], [113], [114]  [115] 
 



Reconstrucción 3D de terrenos para agrocultivo   Capítulo 3: Marco Teórico 
  

22 
 

• Preprocesamiento de datos: Se calcula la covarianza de un par de imágenes 
sobrepuestas, calcula un pequeño esqueleto de imágenes y agrega el resto de las 
imágenes que no tienen mucha redundancia (Una distancia mínima).  

• Extracción de características: Se detectan y describen los puntos característicos en las 
imágenes, utilizando por ejemplo ORB, SIFT, SURF.  

• Correspondencia entre imágenes: Crea un árbol de vocabulario, convierte el vector de 
características en una palabra visual y con KNN hace esta correspondencia.  

• Estimación de la matriz fundamental. 
• Calibración de la cámara. 
• Realizar ajuste de paquete para reducir el error de re-proyección. 

 
En la Figura 3.7 se puede observar el esquema que representa el proceso del algoritmo de 
SFM. 
 

 
Figura 3.7 Esquema que representa el proceso de SFM. 

 
A continuación, se detallan algunos conceptos claves para SFM: 
 

3.4.1 Modelo proyectivo de la cámara 
 
Dado un mundo de referencia 3D 𝑊 =  𝑂𝑊 + 𝑋𝑊 + 𝑌𝑊 + 𝑍𝑊 y un sistema de referencia de 
imagen 2D 𝐷 =  𝑜𝑑 + 𝑢𝑑 + 𝑣𝑑 , el cual tiene su origen 𝑜𝑑 en la parte superior izquierda de la 
imagen, la matriz de proyección perspectiva M que tiene dimensiones de 3  4, es la que 
relaciona las coordenadas de los puntos del mundo 3D 𝑞 

𝑤 = [𝑋, 𝑌, 𝑍, 1]𝑇 los cuales están 
relacionados al sistema W, con las coordenadas 2D 𝑝 

 
 

𝑑 = [𝑢, 𝑣, 1]𝑇 los cuales están 
asociados al sistema de referencia D, estos son los píxeles de la imagen, ver Ecuación 3.1. 

𝑞 
 

 
𝑑 = 𝑀𝑤

 
 

𝑑 ∗ 𝑝 
 

 
𝑤  Ecuación 3.1 

Como se puede observar en la Ecuación 3.2, la matriz de proyección perspectiva M se 
puede descomponer en el producto de 3 matrices, las cuales son: la matriz de parámetros 
intrínsecos de la cámara 𝐾𝑝

 
 

𝑑 , la matriz perspectiva 𝑃𝑐
 

 
𝑝 y la matriz de valores extrínsecos de 

la cámara 𝑇𝑤
 

 
𝑐 . 

𝑀𝑤
 

 
𝑑 = 𝐾𝑝

 
 

𝑑 ∗ 𝑃𝑐
 

 
𝑝 ∗ 𝑇𝑤

 
 

𝑐  Ecuación 3.2 

En esta ecuación aparecen 4 sistemas de referencia W, C, P y D: 
El sistema  
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• 𝐶 =  𝑜 + 𝑋𝑐 + 𝑌𝑐 + 𝑍𝑐 es el sistema de referencia de la cámara, tiene su origen en el 
centro óptico O y su eje 𝑍𝑐 coincide con el eje óptico de la cámara. 

• 𝑃 =  𝑂 + 𝑢𝑝 + 𝑣𝑝 es el sistema de referencia asociado al plano de imagen, cuyo 
origen está situado en el punto principal 0 de la imagen. 

• 𝐷 =  𝑜𝑑 + 𝑢𝑑 + 𝑣𝑑  sistema de referencia cuya orientación de sus ejes coinciden con 
la orientación de los ejes de P y tiene su origen en la parte superior izquierda de la 
imagen.  

• El sistema 𝑊 =  𝑂𝑊 + 𝑋𝑊 + 𝑌𝑊 + 𝑍𝑊 es del mundo 3D. 
 
En la Figura 3.8 se ejemplifica en qué parte se encuentra cada sistema.  

 
Figura 3.8 Sistemas de referencia [116]. 

Matriz T 

 
La matriz de valores extrínsecos de la cámara 𝑇𝑤

 
 

𝑐  que tiene una dimensión de 4  4, es la 
que relaciona las coordenadas 3D del mundo con las coordenadas 3D de la cámara, como 
la Ecuación 3.3. En otras palabras, obtiene las coordenadas del punto 𝑞 

 
 

𝑐  expresado con 
respecto a C a partir del mismo punto 𝑝 

 
 

𝑤 , expresado con respecto a W, aplicando la matriz 
de transformación 𝑇𝑤

 
 

𝑐 .  
 

𝑞 
 

 
𝑐 = 𝑇𝑤

 
 

𝑐 ∗ 𝑝 
 

 
𝑤  Ecuación 3.3 

 
La Ecuación 3.4 muestra la forma de la matriz T  
 

𝑇𝑤
 

 
𝑐 = (

𝑅3𝑥3 𝑡3𝑥1

01𝑥3 1
) = (

𝑟11 𝑟12

𝑟21 𝑟22

𝑟13 𝑡1

𝑟23 𝑡2
𝑟31 𝑟32

0 0
𝑟33 𝑡3

0 1

) 

Ecuación 3.4 
 

 
Donde R, es la matriz de rotación 3  3, que define la orientación de W con respecto a C; t 
es el vector columna de traslación 3  1 que define dónde está el origen de W con respecto 
a C y 0 es el vector fila 1  3 nulo, el cual sirve para poder colocar el valor de 1 y volver la 
matriz homogénea. 
 
Matriz P  

 
La matriz de proyección perspectiva 𝑃𝑐

 
 

𝑝 , es una matriz de 3  4 que transforma 
coordenadas del punto 3D 𝑝 

 
 

𝑐 = [𝑋, 𝑌, 𝑍, 𝑤]𝑇 del sistema de referencia de la cámara C, en 
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coordenadas de este punto 2D 𝑞 
 

 
𝑝 = [𝑢′, 𝑣′, 𝑧]𝑇o 𝑞 

 
 

𝑝 = [𝑢, 𝑣, 1]𝑇 proyectado en el sistema 
de referencia del plano de la imagen, el cual tiene su origen en el centro de la imagen, la 
matriz P es una transformación afín de escalamiento por el factor f. 

𝑞 
 

 
𝑝 = 𝑃𝑐

 
 

𝑝 ∗ 𝑝 
 

 
𝑐  Ecuación 3.5 

 
La Ecuación 3.6 muestra la forma de la matriz 𝑃𝑐

 
 

𝑝  

[
𝑢′
𝑣′
𝑧

] = (
𝑓 0
0 𝑓

0 0
0 0

0 0 1 0

) ∗  [

𝑋
𝑌
𝑍
1

] 

Ecuación 3.6 

 

𝑢 =
𝑢′

𝑧
; 𝑣 =

𝑣′

𝑧
 

Ecuación 3.7 

 
Donde f es la distancia focal de la cámara. 
 
Matriz K 

 
La matriz de parámetros intrínsecos de la cámara 𝐾𝑝

 
 

𝑑  relaciona las coordenadas del punto 
2D 𝑞 

 
 

𝑝 = [𝑢, 𝑣, 1]𝑇del sistema de referencia del plano de la imagen P con las coordenadas 
2D del punto 𝑞 

 
 

𝑑 = [𝑢, 𝑣, 1]𝑇 con respecto al sistema de coordenadas del sensor D. La Figura 
3.9 ejemplifica esta relación.  
 

𝑞 
 

 
𝑑 = 𝐾𝑝

 
 

𝑑 ∗ 𝑝 
 

 
𝑝  Ecuación 3.8 

La Ecuación 3.9 muestra la forma de la matriz 𝐾𝑝
 

 
𝑑 . Algunos autores en lugar de utilizar dx, 

colocan 𝑘𝑥haciendo referencia a la cantidad de píxeles por unidad de medida, que es lo 
mismo.  
 

[
𝑢
𝑣
1

] = (
1/𝑑𝑥 𝑠 𝑥0

0 1/𝑑𝑦
0 0

𝑦0

1
) ∗ [

𝑥
𝑦
1

] 
Ecuación 3.9 

 
Figura 3.9 P y sistema D [18]. 

Donde NCol es el número de columnas del sensor de la cámara, NFil es el número de filas 
del sensor de la cámara, dx y dy son las dimensiones de un píxel en milímetros y [𝑥0, 𝑦0]𝑇 
son las coordenadas del punto principal en píxeles y S es el factor de “skew”.  
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Este valor está relacionado con el ángulo que toma el eje Y del sistema de coordenadas 
del plano de la imagen cuando los ejes no son perpendiculares. En los modelos estándar 
los ejes siempre son perpendiculares por lo que S= 0. 
 
Finalmente, la matriz M queda con la forma de la Ecuación 3.10. En la Figura 3.9 se puede 
observar un ejemplo visual del sistema P y el sistema D. 
 

[
𝑢
𝑣
1

] = (
1/𝑑𝑥 𝑠 𝑥0

0 1/𝑑𝑦
0 0

𝑦0

1
) ∗ (

𝑓 0
0 𝑓

0 0
0 0

0 0 1 0

) ∗  (

𝑟11 𝑟12

𝑟21 𝑟22

𝑟13 𝑡1

𝑟23 𝑡2
𝑟31 𝑟32

0 0
𝑟33 𝑡3

0 1

) 

Ecuación 3.10 

 
3.4.2 Geometría de los sistemas estéreo 

 
Se define visión estéreo o estereoscópica como aquella en la que se emplea más de una 
imagen para obtener una idea de tridimensionalidad [18]. Cuando se captura una imagen 
utilizando una cámara convencional se transforma una escena 3D a 2D, perdiendo en este 
proceso la profundidad. Existen varias formas de poder recuperar esa profundidad, como 
lo es un LIDAR, una sola cámara utilizando SFM o el uso de una cámara binocular [117]. 
En el mercado venden varias cámaras binoculares como la ZED 2 que son de bajo costo, 
la cual consta de dos cámaras separas entre sí por una distancia aproximada de 155 mm. 
Es esta distancia la que permite capturar dos imágenes del mismo objetivo, pero con un 
desplazamiento, así como lo hace la visión humana. En la Figura 3.10 se puede observar 
la geometría de una cámara estéreo convergente y algunos de sus componentes, como lo 
son sus centros ópticos de cada cámara. 
 

 
Figura 3.10 Visión estéreo convergente. 

 
Dos imágenes de una misma escena, pero una de ellas con ligero movimiento, por ejemplo, 
con una rotación x, están relacionadas porque son proyecciones de una misma información 
3D. La geometría que relaciona ambas vistas se conoce como geometría epipolar y las 
relaciones de dependencia que se establecen entre las proyecciones de un punto de la 
escena, en ambas imágenes, se denominan restricciones epipolares [118]. 
 
Las entidades geométricas que intervienen están representadas en la Figura 3.11 y son:  
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• Línea base: es el segmento 3D que une los centros de proyección de ambas 
cámaras.  

• Plano epipolar: es el plano que queda definido por un punto de la escena y los 
centros de proyección de ambas cámaras.  

• Epipolo: es el punto en el que la línea base corta al plano imagen asociado a dicha 
vista. Es la proyección en una cámara, del centro de proyección de la otra cámara 
que forma el par estéreo. El epipolo puede caer fuera del trozo del plano imagen 
que devuelve la cámara.  

• Línea epipolar: es la línea de intersección entre el plano de la imagen y el plano 
epipolar.  

 

 
Figura 3.11 Geometría de cámara estéreo paralela o canónica [117]. 

 
 

3.4.3 Matriz Fundamental  
 
La matriz fundamental mapea el plano proyectivo de la imagen 1 (de la Figura 3.11) a la 
recta epipolar de la imagen 2 (de la misma Figura 3.11) considerando que las matrices de 
valores intrínsecos 𝐾𝑝

 
 

𝑑  no están calibradas. En otras palabras, una matriz fundamental es 
la representación algebraica de la geometría epipolar. Solamente depende de los 
parámetros de la cámara [18].  
Sea X un punto 3D del mundo cuyas proyecciones son 𝑥1 y 𝑥2, la restricción epipolar 
determina que el punto 𝑥1 define a la recta 𝑙2 en la segunda imagen en la cual se encuentra 
el punto 𝑥2. En el plano proyectivo, la pertenencia de un punto a una recta se expresa como: 
 

𝑥2
𝑇𝑙2 = 0 Ecuación 3.11 

𝑋(λ) = [
𝐾1

−1𝑥1

0
] +  λ [

03𝑥1

1
] = D +  λ𝑂1  

Ecuación 3.12 
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Donde D es el punto infinito de la recta y 𝑂1 es el centro de proyección de la cámara 1. La 
proyección de dicha recta en la imagen 2 es la recta definida por los puntos resultantes de 
proyectar D y 𝑂1 sobre la imagen 2, con lo que resulta: 
 

𝑒2= 𝑃2𝑂1 = 𝐾2 [𝑅
𝑡⁄ ] [

𝑂3𝑋1

1
] 𝐾2𝑡 

Ecuación 3.13 

𝑑2 = 𝑃2𝐷 = 𝐾2[𝑅
𝑡⁄ ] = 𝐾2𝑅𝐾−1𝑋1 Ecuación 3.14 

𝑙2 = 𝑒2𝑥𝑑2 = (𝑒2)𝑥𝑑2 = (𝑘2−𝑡(𝑡)𝑥𝑅𝐾1−1)𝑋1 = 𝐹𝑋1  Ecuación 3.15 

Sustituyendo en la ecuación 𝑥2
𝑇𝑙2 = 0 , resulta que la restricción epipolar puede expresarse 

algebraicamente como: 
 

𝑥2
𝑇 F 𝑥1 = 0 

 
Ecuación 3.16 

La matriz F se conoce como matriz fundamental y recoge todas las restricciones asociadas 
a la geometría epipolar. 
 
La Figura 3.12 muestra dos imágenes capturadas dentro del motor gráfico UnrealEngine 
[119] utilizando el simulador de drones AirSim [120]. 
 

 
Figura 3.12 Imágenes creadas en UnrealEngine [119] con Airsim [120]. 

 
Un ejemplo del cálculo de la matriz F se muestra en la Figura 3.13, utilizando las dos 
imágenes de la Figura 3.12 y el algoritmo de 8 puntos. 
 

 
Figura 3.13 Ejemplo matriz F. 

 
Matriz Esencial  
 
La matriz fundamental establece una restricción entre dos imágenes sin calibrar debido a 
que relaciona puntos expresados en píxeles [18]. Por lo tanto, incorpora la información tanto 
de la posición relativa de cada cámara como de los parámetros intrínsecos de cada una de 
ellas. Si las cámaras están calibradas se puede trabajar con coordenadas normalizadas: 
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𝑥 = 𝐾 

−1𝑥 
  Ecuación 3.17 

Sustituyendo en la ecuación 3.15 queda expresada como  
𝑥2

𝑇([𝑡]𝑥𝑅)𝑥̂1
 = 𝑥2

𝑇𝐸𝑥1
 , 𝐸 =  𝐾2

𝑇𝐹𝐾1 = [𝑡]𝑥𝑅 
 

Ecuación 3.18 

La matriz E se denomina matriz esencial y también define la restricción epipolar, en unas 
coordenadas de imagen diferentes [18]. Al haber eliminado el efecto de los parámetros 
intrínsecos de las cámaras, la matriz esencial solo depende de la posición relativa de una 
cámara respecto a la otra. Un ejemplo del cálculo de la matriz esencial se muestra en la 
Figura 3.14, utilizando la información de las dos imágenes de la Figura 3.12. 

 
Figura 3.14 Ejemplo matriz E 

Es posible obtener la posición relativa de una cámara respecto de la otra a partir de la 
factorización de la matriz esencial. Se divide en 4 pasos [18]: 

1 Calcular la descomposición en valores singulares de E: 𝐸 = 𝑈𝑑𝑖𝑎𝑔(𝜎, 𝜎, 0)𝑉𝑇 
2 La matriz de proyección de la primera cámara es: 𝑃1 = [𝐼3𝑥3|𝑂3𝑥3] 
3 Entonces las cuatro posibles descomposiciones en R y t son: 

• 𝑃2 =  [𝑈𝑊𝑉𝑇|+ 𝑢_3] 
• 𝑃2 =  [𝑈𝑊𝑉𝑇|− 𝑢_3] 
• 𝑃2 =  [𝑈𝑊𝑇𝑉𝑇|+ 𝑢_3] 
• 𝑃2 =  [𝑈𝑊𝑇𝑉𝑇|− 𝑢_3] 

• Con 𝑊 =  (
0 −1 0 

1 0
0 0

0 

1
) 

 
       4        De las cuatro posibles soluciones se debe seleccionar aquella que sitúe los 
puntos reconstruidos delante de ambas cámaras. En ausencia de información adicional, la 
escala de la traslación no puede ser determinada. Con la solución propuesta, la traslación 
queda normalizada a 1, por lo que todas las medidas posteriores quedarían escaladas por 
la distancia base real [18].  
 
En la Figura 3.15 se pueden observar las 4 posibles soluciones del cálculo de la posición 
de las dos imágenes de la Figura 3.12, para este caso en específico la solución es la 
descomposición 𝑃2 =  [𝑈𝑊𝑉𝑇|+ 𝑢_3], debido a que la mayoría de los valores son positivos.  
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Figura 3.15 Ejemplo del cálculo de la posición. 

 
3.4.4 Cálculo GSD ZED 2  

 
El Ground “Sampling Distance” (GSD) es la distancia entre dos puntos centrales de 
muestras, en el caso de la fotogrametría, como se utilizan cámaras, las muestras son los 
píxeles; en otras palabras, el GSD es la distancia medida en tierra de dos centros de 
píxeles, este valor varía de cámara en cámara, así como de la altura de vuelo. 
 
Es importante conocer este valor debido a que es la precisión máxima que puede alcanzar 
la reconstrucción. El GSD es el valor máximo calculado con las Ecuaciones 3.19 y 3.20 
 

𝐺𝑆𝐷𝐴 =
𝐴𝑙𝑡𝑢𝑟𝑎 𝑑𝑒 𝑣𝑢𝑒𝑙𝑜 ∗ 𝐴𝑛𝑐ℎ𝑜 𝑑𝑒𝑙 𝑠𝑒𝑛𝑠𝑜𝑟 

𝐿𝑜𝑛𝑔𝑖𝑡𝑢𝑑 𝑓𝑜𝑐𝑎𝑙 ∗ 𝐴𝑛𝑐ℎ𝑜 𝑑𝑒 𝑙𝑎 𝑖𝑚𝑎𝑔𝑒𝑛
 

Ecuación 3.19 
 

𝐺𝑆𝐷𝐵 =
𝐴𝑙𝑡𝑢𝑟𝑎 𝑑𝑒 𝑣𝑢𝑒𝑙𝑜 ∗ 𝐿𝑎𝑟𝑔𝑜 𝑑𝑒𝑙 𝑠𝑒𝑛𝑠𝑜𝑟 

𝐿𝑜𝑛𝑔𝑖𝑡𝑢𝑑 𝑓𝑜𝑐𝑎𝑙 ∗ 𝐿𝑎𝑟𝑔𝑜 𝑑𝑒 𝑙𝑎 𝑖𝑚𝑎𝑔𝑒𝑛
 

Ecuación 3.20 

 
La cámara ZED 2 tiene los siguientes valores: Largo y ancho del sensor = 5.98 mm, altura 
de vuelo = 10 m, ancho de la imagen = 2688 px, largo de la imagen = 1520 px, la ecuación 
2 da como resultado GSD= 1.05 cm y la ecuación 3 GSD= 1.86 cm, por lo tanto, en el caso 
de la ZED 2 el GSD mayor esperado es de 1.86 cm. 
 

3.5  Sistemas complementarios  

 
COLMAP [121], [122] 

 
COLMAP [121], [122] es un sistema para la reconstrucción 3D, capaz de realizar desde una 
nube de puntos escasa hasta la texturización con técnicas como POISSON [123]. Fue 
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diseñado por Johannes L. Schönberger en el 2016 y es uno de los más citados en el estado 
del arte [124-127]. Además de su capacidad para generar modelos 3D a partir de nubes de 
puntos dispersas, COLMAP ofrece una serie de funciones y técnicas avanzadas que lo 
hacen destacar en el campo de la reconstrucción 3D: [124], [125], [126], [127]. 
 
Reconstrucción incremental: COLMAP permite la reconstrucción incremental, lo que 
significa que puede agregar nuevas imágenes y ampliar los modelos 3D existentes sin tener 
que reconstruir desde cero cada vez. 
 
Fusionar reconstrucciones parciales: el sistema es capaz de fusionar múltiples 
reconstrucciones parciales en un único modelo coherente. Esto resulta útil cuando se 
trabaja con conjuntos de datos grandes o fragmentados. 
Densificación de nubes de puntos: COLMAP puede densificar nubes de puntos, es decir, 
agregar puntos adicionales entre nubes de puntos existentes, para aumentar la resolución 
del modelo 3D y mejorar su precisión. 
 
Texturización de Modelos 3D: Además de la reconstrucción geométrica, COLMAP ofrece 
herramientas para aplicar texturas a los modelos 3D, lo que los hace visualmente más 
realistas y detallados. 
 
Compatibilidad y Flexibilidad: COLMAP es compatible con una amplia gama de formatos 
de imagen y modelos 3D, lo que facilita su integración en diferentes flujos de trabajo y 
aplicaciones. Además, su código abierto permite a los usuarios personalizar y extender sus 
funcionalidades según sea necesario. 
 
En conjunto, estas características hacen de COLMAP una herramienta versátil y potente 
para la reconstrucción 3D, adecuada para una variedad de aplicaciones que van desde la 
investigación académica hasta el desarrollo comercial en campos como la arqueología, la 
ingeniería, la cinematografía y la realidad virtual. 
 
PyCOLMAP [20]  

 
PyCOLMAP es la versión compilada de COLMAP para Python, la única desventaja que 
posee es su incapacidad de realizar tanto una nube de puntos densa como tampoco la 
texturización, pero debido a que está compilado para funcionar con Python, es capaz de 
utilizar SuperPoint y SuperGlue ya que ambos están diseñados para dicho lenguaje. 
 
UnrealEngine 

 
UnrealEngine es uno de los motores gráficos más reconocidos actualmente creado por la 
compañía de Epic Games y que en la actualidad cuenta con 5 versiones. Es utilizado en su 
mayoría para la creación de videojuegos, pero no es exclusivo de este mundo, también es 
utilizado para generar animaciones, arquitectura, ingeniería, simulaciones de robots, 
estudio de sonido, entre otras muchas funciones [128]. 
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AirSim [120] 

 
Es un simulador para drones, autos y más, fue diseñado para funcionar en UnrealEngine, 
pero actualmente también puede funcionar en Unity. Es de código abierto y es capaz de 
simular algunos de los controladores de vuelo más famosos tal como PX4, ArduPilot, etc., 
para una simulación más realista.  
 
AirSim tiene 3 modos de simulación, “Car”, “Multirotor” y “Computer Vision Mode”, los 
utilizados en este reporte son “Multirotor” y “Computer Vision Mode”, debido a que “Car” es 
utilizado para vehículos de cuatro ruedas. 
 
•  AirSim en modo Multirotor 

Permite la simulación de un dron, el cual consta de 5 cámaras (3 inferiores y dos laterales), 
las cuales son completamente modificables, desde su posición, orientación, distancia entre 
ellas, distancia focal, etc. Además, cuenta con los siguientes sensores, una IMU, un 
barómetro, un GPS, un magnetómetro, un LIDAR y una cámara infrarroja. El dron simulado 
es afectado por la gravedad, por los valores del controlador de vuelo el viento, etc. La Figura 
3.16 muestra un ejemplo de la simulación de Multirotor.  
 

 
Figura 3.16 Ejemplo de un escenario AirSim [120] en modo Multirotor. 

 
•  AirSim en modo Computer Vision Mode 

El modo de Computer Vision Mode, cuenta solamente con las cámaras y deshabilita todos 
los demás sistemas, pero tiene la ventaja de no ser afectado por la gravedad t por lo tanto 
tiene una gran repetibilidad. La Figura 3.17 muestra un ejemplo de la simulación en el modo 
de Computer Vision Mode. 
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Figura 3.17 Ejemplo de un escenario en AirSim [120] en modo Computer Vision. 

 

3.6 Calibración de una cámara 
 
La calibración de una cámara es un proceso fundamental, en el cual se determinan sus 
valores intrínsecos de la misma mediante escenarios conocidos llamados patrones de 
calibración y algoritmos especializados de visión por computador [129]. 
Cualquier objeto debidamente caracterizado podría ser utilizado como un objeto de 
calibración, sin embargo, la opción más práctica es el de un patrón regular, como un tablero 
de ajedrez. En la Figura 3.18 se puede observar un patrón de calibración de tipo tablero de 
ajedrez. 

 
Figura 3.18 Tablero de ajedrez [130]. 
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El procedimiento típico consiste en tener un objeto fijo ya sea la cámara o el tablero y el 
otro realizando movimientos tanto de rotación como traslación, obteniendo fotografías del 
patrón de calibración desde diferentes ángulos, realizando movimientos suaves con el 
objeto móvil, a una distancia entre los 45 cm y 1.5 m. 
 

3.7 Métricas  
 
Un sistema de fotogrametría se enfrenta al problema de que, su reconstrucción debe tener 
precisión tanto relativa cómo absoluta. Es decir, la re-proyección de sus puntos debe tener 
consistencia entre sus puntos locales como coherencia geográfica. Por ejemplo, en la 
Figura 3.19 se ilustra una casa con una buena precisión relativa, porque las dimensiones 
de una casa pueden medirse con exactitud en un sistema de coordenadas arbitrario. Sin 
embargo, la precisión absoluta es escasa o desconocida, porque la casa no está 
representada en el sistema de coordenadas geográficas de referencia correcto. 
 

 
Figura 3.19 Mala precisión absoluta pero buena relativa.  

 
3.7.1 Raíz del error cuadrático medio (RMSE) 

 
RMSE (Root Mean Square Error o Raíz del Error Cuadrático Medio) realiza una diferencia 
entre los valores estimados y los valores reales, estas diferencias se elevan al cuadrado y 
se calcula el promedio de todas ellas. Como su nombre lo dice, a este promedio se le debe 
calcular su raíz cuadrada [131-133] RMSE mide la magnitud de error. En fotogrametría, los 
GCP proporcionan la posición mundial con unos pocos centímetros de error. Algunos se 
utilizan para mejorar la precisión del DEM, mientras que otros sirven para medir el error. 
Estos últimos se calculan mediante SFM y se realiza una comparación entre el valor medido 
del GCP sobre el terreno y el valor calculado para cada eje, utilizando la Ecuación 3.21.  
[131], [132], [133] 
 

𝑅𝑀𝑆𝐸𝑋 = √
∑ (𝑋𝑂𝑖 − 𝑋𝐺𝑁𝑆𝑆𝑖)2𝑛

𝑖=1

𝑛
 

Ecuación 3.21 
 

 
Donde:  

• n es el número de GCP evaluados. 
• 𝑋𝑂𝑖 es la coordenada del eje X, para el i-ésimo GCP dentro del DEM. 
• 𝑋𝐺𝑁𝑆𝑆𝑖 es la coordenada del eje X para el i-ésimo valor del GCP medido por 

el GNSS 
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3.7.2 CE90 y LE90 
 
Otras métricas utilizadas son el CE90 y el LE90. El CE90 es el error circular en el percentil 
90. Esto significa que un mínimo del 90 por ciento de los puntos medidos tiene un error 
horizontal inferior al valor CE90 establecido. LE90 es el error lineal del percentil 90, lo que 
significa que un mínimo del 90 por ciento, de los errores verticales se encuentran dentro del 
valor LE90 establecido. En otras palabras, CE90 y LE90 es lo mismo, pero el primero es 
para el eje X y el segundo es para el eje Y [131] (Ecuación 3.22). 
 

𝐶𝐸90 =
90 ∗ 𝑁

100
 Ecuación 3.22 

• Donde: N= Cantidad de datos.  
 

 

 
Figura 3.20 Ejemplo de CE90 [131]. 
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4.0  Metodología de solución  

 
 
 
 

Capítulo 4: 
Metodología de 

solución 

En el presente capítulo se presenta la metodología empleada para el mejoramiento de la 
precisión en reconstrucciones fotogramétricas. Se divide en las siguientes etapas de 
desarrollo: 
 
• Fotogrametría. 
• Generación de puntos de control terrestre virtuales con cartulinas. 
• Preprocesamiento con COLMAP. 
• Generación de puntos de control terrestre virtuales con la cámara ZED 2. 

 
4.1 Fotogrametría 

 
En la Figura 4.1 se muestra la metodología empleada para fotogrametría en el presente 
trabajo, la cual se integra de las etapas típicas de la fotogrametría. Las figuras con borde 
en color azul son las fases que se proponen, así como la generación de puntos de control 
virtuales (pentágono de fondo amarillo).  
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Figura 4.1 Esquema que representa la metodología de un proceso típico de fotogrametría, las figuras geométricas con borde 
en color azul son las fases que se proponen. 

 
A) El proceso inicia con un banco de imágenes del cual se genera una nube de puntos 

escasa mediante el algoritmo llamado OpenSFM [70]. 
B) Dicha nube se densifica utilizando OpenMVS [35], [112]. 
C) Se eliminan los puntos atípicos utilizando un filtro pasa medias. 
D) Se realiza el proceso de Meshing para obtener la malla de la nube. 
E) Se texturiza utilizando la herramienta poisson [132] para que la reconstrucción tenga 

mayor realismo. 
F) Se realiza la georreferenciación en coordenadas globales de acuerdo con el 

estándar EPSG:4326 WGS 84 [133] (en grados).  
G) Se verifica si la reconstrucción tiene puntos de control terrestre. Si la respuesta es 

afirmativa se genera el modelo digital de elevación, se obtiene una ortofoto de la 
reconstrucción y se realiza un reporte de calidad (proceso clásico). Sin embargo, si 
la reconstrucción no tiene puntos de control terrestre, se verifica si se conoce la 
distancia entre algunos puntos de la imagen, para poder mapearlos dentro de ella y 
con ello generar los puntos de control terrestre virtuales (VGCP por sus siglas en 
inglés) con el método propuesto en la siguiente sección. 

H) Una vez que se tienen los puntos de control terrestre, el proceso se repite para la 
siguiente reconstrucción. 

 
4.2 Generación de puntos de control terrestre virtuales con cartulinas 

 
El algoritmo que se propone para generar puntos de control virtuales utiliza: a) las distancias 
conocidas de cuatro puntos de los objetos de referencia en las imágenes (en este caso 
cartulinas blancas con un tamaño de 65 cm  50 cm) y las distancias calculadas entre los 
mismos cuatro puntos, pero dentro de la reconstrucción en coordenadas geodésicas. Los 
pasos son los siguientes: 

A) Se genera una reconstrucción a partir de un conjunto de imágenes utilizando Web 
OpenDroneMap [69], metodología explicada anteriormente. Las imágenes deben 
contener un objeto visible desde la altura de trabajo, de preferencia un objeto 
geométrico a el cual se le conoce su tamaño, cómo una cartulina. Al objeto se le 
denominará “objeto de distancias conocidas”. 
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B) En la interfaz gráfica de OpenDroneMap [69], seleccionar las 4 esquinas del objeto 
de referencia; además, se conoce la distancia entre los cuatro puntos. La posición 
de las 4 coordenadas se guarda y exportan en formato json. Dicho formato almacena 
los puntos en coordenadas geodésicas globales. 

C) Se realiza la conversión de coordenadas globales EPSG:4326 WGS 84 [133] las 
cuales están dadas en grados, a coordenadas de zona EPSG:32614 WGS 84 / UTM 
zone 14N [134] las cuales están en metros. La conversión se lleva a cabo mediante 
la librería pyproj [135]. 

D) Se calculan las distancias de las 4 esquinas del objeto de referencia a partir de las 
posiciones obtenidas en la imagen. 

E) Se calcula el error con respecto a las distancias físicas del objeto. 
F) Se corrige el error de distancia moviendo los puntos geográficamente manteniendo 

la forma del objeto de referencia. Este proceso se lleva a cabo alineando dos pares 
de puntos de manera vertical y después diagonalmente.  

G) Se calcula el centro del objeto de referencia a partir de las coordenadas rectificadas. 
H) Las coordenadas rectificadas se convierten al estándar EPSG:4326 WGS 84 [133] 

de coordenadas globales en modo grados. 
I) Se guarda la información en el siguiente orden: 1) las coordenadas geodésicas del 

punto central, 2) la posición del punto central en términos espaciales en la imagen, 
3) el nombre de la imagen dentro del banco de imágenes y 4) finalmente, el número 
de punto de control terrestre virtual que represente, considerando a todas las 
imágenes. Este proceso de almacenamiento se realiza para cada imagen que 
contiene al objeto de referencia y para todos los objetos de referencia que se tengan. 

 
4.3 Preprocesamiento con COLMAP 

 
En la Figura 4.2 se puede observar el esquema que representa la metodología para el 
preprocesamiento utilizando tanto COLMAP como la librería de Libimage-exiftool-perl [136], 
la cual permite modificar y o agregar los parámetros EXIF de la imagen. La nube de puntos 
binocular se genera directamente a partir de las dos imágenes de entrada, por lo que no 
requiere ningún tratamiento adicional. 
 

 
Figura 4.2 Preprocesamiento de las imágenes. 

 
Como se puede observar en la Figura 4.2 : 

A) El proceso inicia con un banco de imágenes con el cual se genera una nube de 
puntos escasa utilizando COLMAP. 

B) Se genera una base de datos, con la información de todos los puntos de la nube, 
de puntos, así como la información de las cámaras calculada por COLMAP. 

C) Utilizando la librería Libimage-exiftool-perl [136] se modifica la información EXIF de 
cada imagen, en específico la información GPS de la imagen.  

 
4.4 Re-proyección de nube de puntos a imagen 

 
En la Figura 4.3 se puede observar el proceso para convertir los puntos (de la nube de 
puntos) en coordenadas de una imagen en específico, proceso que sirve para recuperar 



Reconstrucción 3D de terrenos para agrocultivo   Capítulo 4: Metodología de solución 

38 
 

información de la nube de puntos generada por la cámara monocular ya que ODM no 
permite proyectar una imagen dentro de la nube de puntos nativamente, por lo tanto, se 
tiene que hacer el proceso inverso. En el Anexo B: Resultados de re-proyección se pueden 
observar imágenes que sirven de referencia para visualizar los puntos ya re-proyectados.  

 
Figura 4.3 Esquema que representa el proceso de conversión de nube de puntos a imagen y a texto. 

 
Como se puede observar en la Figura 4.3: 
 

A) El proceso inicia con una nube de puntos ya sea binocular o monocular. 
B) Cada punto de la nube de puntos se re-proyecta sobre la imagen de consulta y se 

normaliza. 
C) Se eliminan los puntos que caen fuera de las dimensiones de la imagen, ejemplo 

como al momento de realizar la re-proyección de un punto se puede calcular que 
para la imagen de consulta x se obtiene que las coordenadas deberían ser (5454, 
8799). Sin embargo, la imagen tiene una resolución de 3400  2500, por lo tanto, 
ese punto será eliminado de los puntos encontrados dentro de la imagen de 
consulta ya que no se encuentra dentro de las dimensiones de la imagen.  

D)  Se repite el proceso por cada imagen del banco de imágenes. 
E) Se almacenan los datos en el siguiente formato: a) si es monocular: primero el 

nombre de imagen, seguido por el número de punto y al último las coordenadas 
tanto locales de la imagen como globales; el proceso se realiza para cada imagen 
en un solo archivo. b) En el caso de ser binocular se genera un archivo por cada 
imagen con el siguiente formato, coordenada local seguido por coordenada global. 
La diferencia de formato está dada porque la monocular entrega una menor 
cantidad de puntos que la binocular.  

 
4.5 Algoritmo propuesto para generar puntos de control virtuales para la 

cámara binocular 
 
Se propone un algoritmo para generar puntos de control virtuales utilizando las distancias 
calculadas por la cámara binocular y por SFM, de los mismos puntos dentro de la 
reconstrucción en coordenadas geodésicas. Los pasos para generar los puntos de control 
virtuales son los siguientes: 
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A) Realizar la adquisición de un banco de imágenes, tanto con la cámara binocular 
como la monocular. La adquisición monocular se deberá adquirir de un vuelo de 
mayor altura entre los 50 m y los 100 m de toda la zona a reconstruir, teniendo 
un overlap del 80% (altura y traslape fijado considerando la Tabla 2.2) y, la 
adquisición con la cámara binocular se deberá adquirir en un vuelo de menor 
altura entre los 5 m y los 10 m obteniendo unos cuantos puntos centrados de la 
zona a reconstruir, por ejemplo, unos 4 puntos para un terreno plano de 20 mil 
metros, cada punto separado 20 m entre sí, intentado que los puntos tengan 
conexiones con varias imágenes de la monocular, los datos del vuelo binocular 
se guardan en formato SVO, el cual se descomprime posterior al vuelo. 

B) Aplicar un preprocesamiento con COLMAP para las imágenes monoculares. 
C) Generar una reconstrucción escasa a partir de un conjunto de imágenes 

monoculares utilizando el módulo OpenSFM de Web OpenDroneMap. 
D) Realizar una conversión de coordenadas globales EPSG:4326 WGS 84 [133] 

(las cuales están dadas en grados) a coordenadas de zona EPSG:32614 WGS 
84 / UTM zone 14N [134], las cuales están en metros. La conversión se lleva a 
cabo mediante la librería pyproj [135].  

E) Conversión de nube de puntos a puntos por imagen de la cámara monocular. 
F) Generar una nube de puntos por imagen de consulta de la cámara binocular. 
G) Conversión de nube de puntos a puntos por imagen de la cámara binocular. 
H) Para cada par de imágenes en las cuales se quiere generar un punto de control 

virtual, se realiza el cálculo de las correspondencias. 
I) Eliminar de la lista de correspondencias, todas las que no contengan un punto 

en la nube de puntos tanto binocular como monocular, esto se realiza tomando 
en cuenta queryIdx y trainIdx, que son parámetros del algoritmo de 
correspondencia, así como la matriz Fundamental determinada por el algoritmo 
RANSAC (Random Sample Consensus).  

J) Buscar un punto inicial, considerando la posición del punto y en qué número de 
imágenes parece ese punto. 

K) Buscar los puntos circulantes al punto inicial en un radio de 500 px. 
L) Obtener la diferencia en los ejes X, Y, Z entre las coordenadas binoculares y 

monoculares para cada punto y calcular el error promedio. 
M) Corregir el error de distancia moviendo las coordenadas del punto inicial, 

considerando el error promedio por eje. 
N) Convertirlo a formato EPSG:4326 WGS 84 [133] (coordenadas globales en 

grados). 
O) Se guarda la información en el siguiente orden: 1) las coordenadas geodésicas 

del punto central, 2) la posición del punto central en términos espaciales en la 
imagen, 3) el nombre de la imagen dentro del banco de imágenes y 4) 
finalmente, el número de punto de control terrestre virtual que represente, 
considerando a todas las imágenes. Este proceso de almacenamiento se realiza 
para cada imagen que contenga dicho objeto de referencia y para todos los 
objetos de referencia que se tengan. 

 
En la Figura 4.4 se muestra el preproceso llevado por la cámara monocular para poder 
generar las re-proyecciones guardándolas todas en un solo archivo de texto. En la Figura 
4.5 se muestra el proceso realizado por la cámara binocular para poder generar las re-
proyecciones y guardarlas en un archivo de texto para cada imagen. En la Figura 4.6 se 
puede observar un diagrama de flujo con el algoritmo simplificado para generar 
correspondencias, tomando en cuenta la información generada en las etapas anteriores.  



Reconstrucción 3D de terrenos para agrocultivo   Capítulo 4: Metodología de solución 

40 
 

 

 
Figura 4.4 Esquema que representa el proceso de la cámara monocular para generar el TXT de la nube de puntos. 

 
Figura 4.5 Esquema que representa el proceso de la cámara binocular para generar los TXT de las nubes de puntos. 
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Figura 4.6 Esquema que representa el proceso para realizar las correspondencias entre la imagen monocular y las 

binoculares. 

En resumen, para generar un punto de control terrestre virtual utilizando una cámara 
binocular y una monocular, se realizan los siguientes pasos:  
 
1.- Generar una reconstrucción escasa de las imágenes monoculares. 
2.- Re-proyectar esos puntos dentro de las imágenes originales, guardando la información 
en un archivo de texto. 
3.- Calcular la profundidad para cada par de las imágenes binoculares, utilizando técnicas 
estéreo (SDK de ZED) y guardándolas individualmente. 
4.- Búsqueda de correspondencias entre las imágenes monoculares y binoculares, 
seleccionado las imágenes que más correspondencia tengan. 
5.- Eliminación de puntos que no se encuentren en la nube de puntos monoculares y en la 
binocular (la que fue calculada por la disparidad). 
6.- Selección de un punto que esté en el centro y que se encuentre en la mayor cantidad 
de imágenes monoculares posibles (usando el archivo de texto del paso 2). 
7.- Corregir la posición del punto seleccionado tomando en cuenta la posición de los otros 
puntos encontrados a su alrededor (medidos por la cámara binocular contra la monocular). 
8.- Guardar la información en formato de GCP.  
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4.6 Herramientas utilizadas (software y equipo) 
 
Para el desarrollo del proyecto se contó con las siguientes herramientas: 
 

• Una computadora con los siguientes componentes: INTEL I7 8700k, NVIDIA RTX 
3060, XPG D40 64GB RAM 3200 MHz, XPG S40G 512GBm.2. 

• Docker [137]: Docker es una plataforma de software que permite crear, probar e 
implementar aplicaciones rápidamente. Docker empaqueta software en 
contenedores que incluyen todo lo necesario para que el software se ejecute, 
incluidas bibliotecas, herramientas de sistema, código y tiempo de ejecución [138]. 

• OpenCV [139]: Es una biblioteca de código abierto que contiene implementaciones 
que abarcan más de 2500 algoritmos. Además, está especializada en el sistema de 
visión artificial y machine Learning [140]. 

• PyTorch versión 1.13.1 [141]: PyTorch proporciona un paquete de Python para 
funciones de alto nivel como el cálculo de tensor (como NumPy) con una fuerte 
aceleración de GPU y TorchScript [142]. 

• ODM [19]: OpenDroneMap (ODM) es un kit de herramientas de código abierto para 
procesar imágenes capturadas por drones. OpenDroneMap convierte las imágenes 
simples obtenidas de las cámaras en datos geográficos tridimensionales, fotografías 
que se pueden utilizar, posteriormente, en combinación con otros conjuntos de datos 
geográficos [143]. 

• Ubuntu 20.04 [144]: El sistema operativo Ubuntu es más que una distribución de 
código abierto basada en Debian, otro sistema operativo, cuyo punto común es 
Linux [145]. 

•  Ros Noetic [146]: El sistema operativo de robot (ROS) es un conjunto de bibliotecas 
de software y herramientas de código abierto que ayudan a crear aplicaciones de 
robots. Desde controladores hasta algoritmos de última generación y con potentes 
herramientas de desarrollo. ROS nació en 2007 [147]. 

• CUDA 11.1 [148]: CUDA es una plataforma informática paralela y un modelo de 
programación creado por NVIDIA. CUDA ayuda a los desarrolladores a acelerar sus 
aplicaciones aprovechando el poder de los aceleradores GPU. CUDA fue lanzada 
en el 2006 por NVIDIA [149]. 

• ZED SDK 3.2.2 [150]: Es un SDK el cual permite controlar las cámaras de la 
compañía Stereolabs, entre las cuales se incluye la ZED 2. 

 

4.7 Equipo para adquisición de imágenes 

 
La etapa de adquisición de las imágenes se utilizaron los siguientes dispositivos: 

• Dron Monocular 
• Dron Binocular 

 
Dron Monocular 

 
El dron monocular es el DJI Mavic pro platinum, el cual tiene una cámara equipada con un 
sensor de 12.35 M CMOS de 1/2.3" con un tamaño de imagen de 4000  3000, con 
información EXIF. Se utilizó junto con la aplicación para celulares de DroneDeploy [88], el 
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cual tiene la función de generar las rutas de vuelo, tomando en cuenta la altura y traslape 
deseadas. En la Figura 4.7 se muestra una foto del dron. 

 
Figura 4.7 DJI MAVIC PRO PLATINUM [151]. 

 
Dron Binocular  

 
El dron binocular es un DJI AGRAS T10 (ver Figura 4.8) modificado con una cámara 
binocular (la cual está montada junto con un estabilizador mecánico en la parte inferior a la 
altura del actuador). La cámara binocular es la ZED 2 (ver la Figura 4.9) la cual tiene una 
resolución de 2208  1242 por lente, en formato JPG, con un GSD de 0.5 a 1 cm. La cámara 
ZED 2 no cuenta con información EXIF. Como tarjeta controladora de la ZED 2 se utiliza la 
JETSON NANO (ver la Figura 4.10), la cual se encarga únicamente de adquirir las imágenes 
y guardarlas en un formato SVO, el cual es original de Stereolabs. 

 
Figura 4.8 DJI AGRAS T10 [152]. 

 

 
Figura 4.9 ZED 2 [153]. 
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Figura 4.10 Jetson Nano [154]. 
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5.0 Pruebas y Resultados 

 
 
 
 

Capítulo 5: 
Pruebas y 

Resultados 

En el presente capítulo se presentan los 7 casos de experimentación realizadas para 
evaluar los métodos descritos en el capítulo 4, junto con los bancos de imágenes. 
 

5.1 Adquisición de Bancos de imágenes 

 
Se presentan los 7 bancos de imágenes utilizados en el desarrollo de la presente tesis: 

• Banco de imágenes 1. 
• Banco de imágenes 2. 
• Banco de imágenes 3. 
• Banco de imágenes 4. 
• Banco de imágenes 5. 
• Banco de imágenes de ODM [93]. 
• Banco de imágenes simulado. 

Los bancos de imágenes 1, 2 y 4 son bancos de imágenes capturados con el dron 
monocular, cada banco fue capturado en un terreno diferente. 
Los bancos de imágenes 3 y 5 son binoculares, ya que fueron capturados tanto con una 
cámara monocular como una binocular y a diferentes alturas, cada banco fue capturado en 
un terreno diferente.  
El banco de imágenes de ODM [93] es un banco de imágenes publicado en los foros de 
ODM, fue seleccionado ya que la zona muestreada es una parcela agrícola. 
El último banco de imágenes fue una simulación generada en el entorno de UnrealEngine, 
junto con AirSim. 
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5.1.1 Banco de imágenes 1  
 
Se realizaron 3 vuelos sobre una parcela ubicada en el campo San Pablo en el municipio 
de Jojutla, estado de Morelos, México; variando la altura de cada vuelo, a 50 m, 75 m y a 
100 m (alturas establecidas tomando en cuenta la información de la Tabla 2.2), obteniendo 
147 fotos, 86 fotos y 58 fotos respectivamente. Las fotografías fueron tomadas el día 19 de 
noviembre del 2022, a partir de las 7:00 y hasta las 7:40 a. m. Dentro del terreno se 
distribuyeron 5 cartulinas blancas que tiene un tamaño de 65 cm  50 cm, en la Figura 5.1 
se puede observar un ejemplo. Las fotografías tienen una resolución de 4000  3000 
píxeles, en formato JPG, con un GSD variado por la altura que va desde los 1.6 a 3.0 cm y 
con su geolocalización en el EXIF. Ejemplos de este banco de imágenes se muestran en la 
Figura 5.2. 

 
Figura 5.1 Ejemplo de punto de control del primer vuelo. 

 
Figura 5.2 Tres imágenes de muestra del conjunto de datos propio del primer vuelo adquirido con la cámara monocular. 

  
5.1.2 Banco de imágenes 2 

 
Se realizaron 3 vuelos sobre una parcela ubicada en el campo Higuerón Viejo en el 
municipio de Jojutla, estado de Morelos, México; variando la altura de cada vuelo, a 50 m, 
75 m y a 100 m (alturas establecidas tomando en cuenta la información de la Tabla 2.2), 
obteniendo 142 fotos, 81 fotos y 62 fotos respectivamente. Las fotografías fueron tomadas 
el día 1 de diciembre del 2022, a partir de las 4:00 p. m. y hasta las 4:40 p. m. Dentro del 
terreno se distribuyeron 5 cartulinas verdes que tiene un tamaño de 65 cm  50 cm con un 
punto central de color negro, en la Figura 5.3 se puede observar un ejemplo. Las fotografías 
tienen una resolución de 4000  3000, en formato JPG, con un GSD de variado por la altura 
que va desde los 1.6 a 3.0 cm y con su geolocalización en el EXIF, ejemplos de este banco 
de imágenes se muestran en la Figura 5.4.  
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Figura 5.3 Ejemplo de punto de control del segundo vuelo. 

 
Figura 5.4 Tres imágenes de muestra del conjunto de datos propio del segundo vuelo adquirido con la cámara monocular. 

 
5.1.3 Banco de imágenes 3 

 
Se realizaron 3 vuelos sobre una parcela con caña de dos meses aproximadamente, 
ubicada en el municipio de Tlaltizapán, estado de Morelos, México. 

a) Los dos primeros vuelos fueron realizados con la cámara binocular. En los vuelos el 
dron iba a 4 puntos determinados a una altura de 10 m y poco a poco iba bajando 
la altura hasta los 2 m para posteriormente subir a 10 m y proseguir.  

b) La diferencia principal entre los dos primeros vuelos es que, en el primero se ocupó 
un estabilizador mecánico y en el otro no. Es decir, en el primer vuelo se tiene la 
cámara colocada directamente sobre el chasis y el otro vuelo la cámara está sujeta 
al estabilizador mecánico, esto con la finalidad de ver si las altas frecuencias del 
dron afectan negativamente al estabilizador (ver Figura 5.5). 

c) El tercer vuelo fue realizado por el dron con la cámara monocular a una altura de 
100 m, (el dron fue atacado por aves por esta razón no se pudo volar más bajo).  

 
Las fotografías fueron tomadas el día 20 de mayo del 2023, a partir de las 4:00 p. m. y hasta 
las 4:40 p. m. Dentro del terreno se distribuyeron 4 cartulinas verdes que tienen un tamaño 
de 65 cm  50 cm con un punto central de color negro, en la Figura 5.6 se puede observar 
un ejemplo de estas. Las fotografías tienen una resolución de 4000  3000, en formato JPG, 
con un GSD de 3 cm y con su geolocalización en el EXIF. Se tienen 46 imágenes para el 
vuelo con la cámara monocular y para cada vuelo con la cámara binocular se tienen 2 mil 
imágenes, esto debido a que la cámara binocular no cuenta con una opción de capturar la 
imagen cada cierto tiempo, entonces va adquiriendo fotos de manera constante. La razón 
principal de la diferencia de formato es que la cámara monocular tiene una resolución 4K 
(4000  3000), y la cámara Zed está limitada a 2K (2208  1242 por objetivo). Ejemplos de 
este banco de imágenes se muestran en la Figura 5.7. 
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Figura 5.5 Ejemplo de la imagen del lente izquierdo del tercer vuelo adquirido con la cámara binocular a 10 m. 

 
Figura 5.6 Ejemplo de punto de control en el tercer vuelo. 

   
Figura 5.7 Tres imágenes de muestra del conjunto de datos propio del tercer vuelo adquirido con la cámara monocular. 

 
5.1.4 Banco de imágenes 4 

 
Se adquirieron 96 imágenes con dron DJI mini SPARK de un terreno ubicado en el municipio 
de Jojutla, estado de Morelos, México a una altura de 35 metros. Las fotografías fueron 
tomadas el día 17 de junio del 2020, a partir de las 10:00 a. m. y hasta las 11:00 a. m. En 
el terreno se distribuyeron 12 puntos de control terrestres (GCP por sus siglas en inglés) en 
hojas oficio, en la Figura 5.9 se puede observar un ejemplo de un GCP. Las fotografías 
tienen una resolución de 3968  2976, en formato JPG, con un GSD de 2.60 cm/píxel y con 
su geolocalización en el EXIF, ejemplos de este banco de imágenes se muestran en la 
Figura 5.8. El dron DJI mini SPARK tiene una cámara con un sensor de 12 MP CMOS de 
1/2.3" y con una distancia focal de 2.6. 
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Figura 5.8 Cuatro imágenes de muestra del conjunto de datos propio del cuarto vuelo adquirido con la cámara monocular. 

 

 
Figura 5.9 Ejemplo de punto de control [155]. 

 
5.1.5 Banco de imágenes 5 

 
Con el apoyo del Tecnológico de Monterrey campus Guadalajara, se realizaron 3 vuelos 
sobre una parcela con agave, ubicada en el municipio de Zapopan, estado de Jalisco, 
México. 
• Los dos primeros vuelos fueron realizados con la cámara monocular. Las rutas de vuelo 

fueron definidas por la aplicación de DroneDeploy, donde se fijó un 80% de traslape, 
además de configurar la altura a 100 m y 50 m respectivamente.  

• El tercer vuelo fue realizado con el dron con la cámara binocular, el cual iba siguiendo 
una ruta de vuelo parecida al del dron monocular, pero de forma manual y a una altura 
de 10 m, esto con la finalidad de poder escoger en pos-procesado imágenes donde se 
obtuvieran mejores correspondencias entre imágenes monocular y binocular. En la 
Figura 5.10 se observa un ejemplo. 
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Las fotografías fueron adquiridas el día 1 de diciembre del 2023, a partir de la 1:00 p. m. y 
hasta las 1:30 p. m. Dentro del terreno se distribuyeron 4 cartulinas verdes que tiene un 
tamaño de 65 cm  50 cm con un punto central de color negro, en la Figura 5.11 se puede 
observar un ejemplo. Las fotografías tienen una resolución de 4000  3000, en formato 
JPG, con un GSD de 3 cm y con su geolocalización en el EXIF 
Se obtuvieron 138 imágenes para los vuelos monoculares (algunos ejemplos se pueden ver 
en la Figura 5.12) y para cada vuelo binocular se tienen 2 mil imágenes igual que en el 
banco de imágenes 3. 
 

 
Figura 5.10 Ejemplo de la imagen del lente izquierdo del quinto vuelo adquirido con la cámara binocular a 10 m. 

 

 
Figura 5.11 Ejemplo de punto de control en el quinto vuelo. 

 

   
Figura 5.12 Tres imágenes de muestra del conjunto de datos propio del quinto vuelo adquirido con la cámara monocular. 
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5.1.6 Banco de imágenes de ODM [93] 
 
OpenDroneMap dataset es una página web donde las personas publican los recorridos que 
hacen con sus drones, guardando información que va desde el tipo de cámara, el tipo de 
dron, sensores y el lugar en donde se realizó el recorrido. OpenDroneMap dataset forma 
parte de la comunidad OpenDroneMap, que se especializa en realizar fotogrametría con 
drones de forma gratuita. En la Figura 5.13 se pueden observar 4 imágenes capturadas 
durante el recorrido.  
 
De los foros de OpenDroneMap/dataset [93]. Se seleccionó un conjunto de 96 imágenes 
multiespectrales de un vuelo con el dron Quantix Mapper con una resolución de 608  456 
píxeles, de un terreno de 4 acres en la ciudad de Lathrop, California. Las imágenes tienen 
la información EXIF de la cámara, sin GCP ni RTK y con su geolocalización.  
 

 
Figura 5.13 Dataset Quantix Mapper [93]. 

 
5.1.7 Banco de imágenes simulado 

 
Utilizando UnrealEngine junto con Airsim, se realizaron varios recorridos de 3 diferentes 
escenarios, variando su altura, el modo de simulación. En AirSim se realizó el cambio del 
modo Computer Vision para adquirir las imágenes, al modo de Multirotor para adquirir los 
datos provenientes del LIDAR, para almacenarlos en un archivo de texto. 
 
El primer escenario es Multi-biome de Brushify Environment Shaders Pack [156], el cual 
está compuesto por 3 diferentes montañas y un lago en la parte central. Del escenario se 
seleccionó una parte de 225 m2 de la montaña de color rojo, a una altura variable debido a 
que la montaña tiene una inclinación. En la Figura 5.14 se puede observar todo el escenario.  
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Figura 5.14 Mapa de Multi-biome [156]. 

 
El segundo escenario considerado es el de City Park de SilverTM [157], el cual es un parque 
que consta de varias zonas, como por ejemplo un campo de fútbol, de béisbol, etc. Se 
seleccionó una parte de 225 m2 del campo de béisbol, a una altura de 9.45 m y a 4.45 m 
para el caso estéreo. En la Figura 5.15 se puede observar todo el escenario. 
 

 
Figura 5.15 Mapa de City Park SilverTM [157]. 

  
El último escenario es uno propio, el cual consta de una zona de 225 m2 de desierto con 
piedras de diferente tamaño y diseños; además de algunas ramas para darle más textura 
al escenario, con una altura de 7.5 m y a 5 m para el caso estéreo. En la Figura 5.16 se 
puede observar todo el escenario. 
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Figura 5.16 Escenario simulado propio. 

 
Los bancos de imágenes resultantes cuentan con 100 imágenes de cada una de las 3 
cámaras inferiores del dron, con una resolución de 2560  1440 (simulando la resolución 
de la cámara estéreo Zed 2). Se crean 10 hileras con 10 fotografías por cada una. La 
distancia entre imágenes es de 1.5 m entre una y otra; la imagen estéreo es generada una 
vez por cada hilera (de 10 fotos) de manera aleatoria.  
 

5.2 Calibraciones primer caso de experimentación 
 
En esta sección se revisa el proceso de calibración de la cámara ZED 2, la cual es una 
cámara binocular, por lo tanto, se tienen que calibrar las dos lentes de manera individual. 
Existen algunos algoritmos que son capaces de calibrar considerando las dos lentes, tal 
como ROS CALIBRATION, el cual calibra la cámara binocular en un solo paso. 
 
Para la presente investigación se contó con una calibración de fábrica, la cual se puede 

obtener de la página oficial de Stereolabs, solamente con el identificador de la 
cámara. Además de la calibración de fábrica se generaron 4 calibraciones 
adicionales para la cámara ZED 2, las cuales son:  

I. Calibración con ROS y contar con un objetivo de tamaño de hoja carta (2 cm entre 
cuadros). 

II. Calibración con el sistema de Stereolabs, utilizando un monitor. 
III. Calibración con OpenCV y contar con un objetivo de tamaño de hoja carta (2 cm 

entre cuadros). 
IV. Calibración con OpenCV y contar con un objetivo de 90 cm (13 cm entre cuadros). 

 
5.2.1 Calibración con ROS 

 
Para llevar a cabo la calibración de la cámara ZED 2 en el ambiente de ROS, se realizaron 
los siguientes pasos:  

A. Se imprimió un patrón tipo tablero de ajedrez con unas medidas de 8  6 cm [130], 
el cual se colocó en una superficie plana. 

B. Se instaló el sistema de ROS. 
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C. Se ejecutó el programa llamado ROS binocular camera calibration (Figura 5.17).  
D. Se realizaron movimientos lentos en todos los sentidos hasta que se active el botón 

de calibrar como se muestra en la Figura 5.18.  
E.  El programa realiza la calibración y entrega un resultado como el de la Figura 5.19. 

 

 
Figura 5.17 Ventana del programa de calibración. 

 

 
Figura 5.18 Calibración ZED. 
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Figura 5.19 Valores de calibración para cada lente. 

 
5.2.2 Calibración Stereolabs 

 
Se calibró utilizando el software especializado de Zed, llamado “Zed Calibration”, el proceso 
fue el siguiente: Con la cámara Zed 2 conectada al PC y un monitor plano, se inicializa el 
programa Zed Calibration el cual muestra en la pantalla, un tablero tipo ajedrez de 22  10 
cuadros con un objetivo en el centro (como se muestra en la Figura 5.20). Entonces, se 
sigue el objetivo mostrado por toda la pantalla alejando la cámara Zed tal como el programa 
lo requiere, al finalizar se genera un archivo de calibración ubicado en 
“C:\ProgramData\Stereolabs\settings\SNXXXXXX.conf”. 
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Figura 5.20 Programa Zed Calibration. 

 
5.2.3 Calibración OpenCV tamaño carta 

 
Se calibró utilizando las librerías de OpenCV 4.5.2 que siguen el algoritmo del artículo “A 
flexible new technique for camera calibration” [158]. El proceso fue el siguiente: se 
adquirieron 10 fotografías con cada lente de un patrón tipo tablero de ajedrez, variando 
unos 10 cm de distancia y 10° el ángulo de visión. La Figura 5.21 muestra un ejemplo. 
 

 
Figura 5.21 Patrón tipo tablero de ajedrez tomado por la ZED 2. 

 
Posteriormente, se detectaron las esquinas del tablero en todas las imágenes, como se 
observa en la Figura 5.22, a continuación, con todos los datos obtenidos, se prosiguió con 
la calibración utilizando las librerías de OpenCV 4.5.2. Y se obtuvo un error de re-proyección 
de 0.064 px para el lente izquierdo y de 0.084 px para el derecho.  
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Figura 5.22 Detección de esquinas de ajedrez OpenCV. 

 
5.2.4 Calibración OpenCV 13 cm 

 
De la misma forma que en la calibración de tamaño carta, se calibró utilizando librerías de 
OpenCV 4.5.2 descritas en el algoritmo del artículo “A flexible new technique for camera 
calibration” [158], con la modificación en la distancia de captura y el tamaño del patrón de 
calibración. El proceso seguido fue el siguiente: se adquirieron 20 fotografías con cada lente 
de un patrón tipo tablero de ajedrez con una cuadricula de 8  6 y de tamaño de 13 
centímetros por cada cuadrado, a una distancia de 3 m, variando el ángulo de visión. La 
Figura 5.23 muestra un ejemplo. 
 

 
Figura 5.23 Patrón tipo tablero de ajedrez tomado por la ZED 2. 

 
Posteriormente, se detectaron las esquinas del tablero en todas las imágenes, a 
continuación, con todos los datos obtenidos, se prosiguió con la calibración utilizando las 
librerías de OpenCV 4.5.2, se obtuvo un error de re-proyección de 0.024 px para el lente 
izquierdo y de 0.027 px para el derecho.  
 

5.2.5 Comparación de las diferentes calibraciones  
 
Con la finalidad de medir la presión de la cámara Zed 2, con las 5 diferentes calibraciones 
con las que se cuenta, se realizó una prueba la cual consiste en colocar la cámara a 10 
diferentes distancias (de 1 m a 10 m), midiendo tanto físicamente como utilizando la cámara 
binocular, pero variando la calibración utilizada.  
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El cambio en las calibraciones de la cámara ZED 2 se realiza modificando los valores de 
calibración originales de la cámara, los cuales se encuentran por defecto en el archivo 
“C:\ProgramData\Stereolabs\settings\SNXXXXXX.conf”. 
Los valores fueron reemplazados con los arrojados por las diferentes calibraciones y se 
probaron utilizando el programa ZED Depth Viewer que es nativo de ZED, el cual permite 
conocer la distancia a la cual se encuentra un punto seleccionado. 
 
Las 10 mediciones fueron realizadas variando un metro entre ellas, partiendo de 1 metro 
hasta aproximadamente 10 m. Posteriormente, se compararon los resultados obtenidos con 
las diferentes calibraciones, ver Tabla 5.1, donde los nombres de las columnas indican: 
Distancia medida entre la cámara y el objetivo, ROS menciona la calibración realizada por 
ROS, Original es la calibración de fábrica, PC es la calibración generada por Zed calibration, 
Carta es la calibración de OpenCV con la hoja tamaño carta y 13 cm es la calibración de 
OpenCV con los cuadrados de 13 cm por lado. 
 
Para una mejor visualización de como el error de la medición crece conforme se aleja el 
objetivo de la cámara, en la Figura 5.24 se muestra una gráfica comparativa, donde el eje 
X es la distancia entre el objetivo y la cámara, el eje Y es el error entre la distancia real y la 
medida en metros. 
 

Tabla 5.1 Medición de distancias con la ZED 2 utilizando diferentes calibraciones. 

Distancia ROS Original PC Carta 13 cm 

1.12 1.12 1.08 0.97 1.12 1.13 

2 2.01 1.95 1.7 2.01 2.05 

3.02 2.98 2.87 2.3 3.01 3.07 

4 3.94 3.75 2.84 3.98 4.05 

5 4.9 4.7 3.3 4.89 5.05 

6 5.8 5.56 3.7 5.8 6.06 

7 6.7 6.3 4.04 6.7 7 

8 7.6 7.25 4.46 7.7 7.98 

9 8.55 8 4.7 8.5 9 

9.77 9.47 8.5 4.8 9.2 9.72 
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Figura 5.24 Error Zed 2. 

 
En la Figura 5.24 se puede observar gráficamente el error medido en metros para cada 
calibración (eje Y), dando como resultado que la mejor calibración es la de 13 cm, seguida 
por ROS, Carta, original y la peor calibración fue la realizada por el programa de Zed 
calibration, cabe resaltar que mientras más alejado se encuentre la cámara es menos 
estable su medida y que los valores reportados son valores promedios.  
 

5.3 Caso 2 experimentación con puntos característicos (las 3 etapas) 
 
El objetivo del caso es evaluar el desempeño de las técnicas de detección, descripción de 
puntos característicos combinados con algoritmos de correspondencia. Se realizaron 6 
diferentes combinaciones de algoritmos de la siguiente forma, donde el primero se utiliza 
para detectar y el segundo para realizar las correspondencias entre los puntos: 1) ORB-BF, 
2) ORB-KNN 3) SIFT-BF, 4) SIFT-KNN, 5) SIFT-KD-TREE y 6) SuperPoint-SuperGlue. Se 
evaluaron en dos Datasets. 
 
Las Figuras 5.25, 5.26, 5.27, 5.28, 5.29 y 5.30 muestran un ejemplo del resultado de cada 
combinación en el banco de imágenes de ODM y en las Figuras 5.31, 5.32, 5.33, 5.34, 5.35, 
5.36 y 5.37 se muestra el resultado en Banco de imágenes 4. Para las pruebas se toman 
dos imágenes de cada conjunto y los resultados son específicos para ese par de imágenes, 
sin embargo, en las tablas de resultados se muestra el promedio de todas las imágenes. 
Las fotografías tienen una ligera diferencia entre ellas. 

a) Dataset ODM : 
• Combinación ORB-BF: ORB detectó 500 puntos característicos en cada imagen de los 

cuales 145 consiguieron su correspondencia en la siguiente imagen (lo que equivale al 
29%), en un tiempo de 0.058 segundos en promedio. Entre las correspondencias 
existen un gran número de falsos positivos (80%) como se observa en la Figura 5.25. 
Todas las líneas deberían estar en la misma dirección. 
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Figura 5.25 Ejemplo de aplicación de ORB-BF en una imagen de ODM dataset. 

 
• Combinación ORB-KNN: ORB detecta 500 puntos característicos en ambas imágenes 

en zonas pertenecientes a bordes, de los cuales KNN sólo logra realizar 19 
correspondencias entre ellas (lo que equivale al 3.8%), en un tiempo de 0.056 
segundos en promedio. En este caso en específico se puede observar una precisión 
del 0%, ya que ningún punto tiene una correspondencia correcta debido a que el terreno 
contiene muchas zonas con apariencia visual muy similar, ver Figura 5.26. 

 

 
Figura 5.26 Ejemplo de aplicación de ORB-KNN en una imagen de ODM dataset. 

 
• Combinación SIFT-BF: en este caso, SIFT detectó en la imagen izquierda 3,673 y en 

la derecha 2,785 puntos característicos; de los cuales se encontraron 1,566 
correspondencias (lo que equivale al 42.63%), en un tiempo de 2.261 segundos en 
promedio. En la Figura 5.27 se observa el resultado visual y como en el caso anterior 
se observan un gran número de falsos positivos (21.5%). 

 

 
Figura 5.27 Ejemplo de aplicación de SIFT-BF en una imagen de ODM dataset. 
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• Combinación SIFT-KNN: en este caso, SIFT detectó en la imagen izquierda 3,673 y en 

la derecha 2,785 puntos característicos; de los cuales se encontraron 1,536 
correspondencias (lo que equivale al 41.82%), en un tiempo de 2 segundos en 
promedio. En la Figura 5.28 se observa el resultado visual y como en el caso anterior 
se observan un gran número de falsos positivos (23%). 

 

 
Figura 5.28 Ejemplo de aplicación de SIFT-KNN en una imagen de ODM dataset. 

 
• Combinación SIFT-KD-TREE: SIFT detectó en la imagen izquierda 3,673 y en la 

derecha 2,785 puntos característicos; de los cuales se encontraron 953 
correspondencias (lo que equivale al 25.94%), en un tiempo de 1.947 segundos en 
promedio. En la Figura 5.29 se observa el resultado visual, no obstante, al contrario de 
los casos anteriores, este caso en específico no tiene falso positivos.  

 

 
Figura 5.29 Ejemplo de aplicación de SIFT-KD-TREE en una imagen de ODM dataset. 

 
• Combinación SuperPoint-SuperGlue: SuperPoint detectó en la imagen izquierda 690 

y en la derecha 644 puntos característicos; de los cuales se encontraron 421 
correspondencias (lo que equivale al 61.01%), en un tiempo de 0.062 segundos en 
promedio. En la Figura 5.30 se observa el resultado visual, no tiene falsos positivos. 
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Figura 5.30 Ejemplo de aplicación de SuperPoint en una imagen de ODM dataset. 

 
Resultados 

 
En la Tabla 5.2 se muestran los resultados promedio obtenidos de las 49 imágenes para 
cada combinación de algoritmos antes mostrados, con todas las imágenes del dataset de 
ODM. En este caso: 
• El detector que encuentra un mayor número de puntos característicos es SIFT; sin 

embargo, es bastante lento, le toma 600 milisegundos en promedio para cada imagen.  
• La combinación de SuperPoint-SuperGlue obtiene un promedio de 66.91% de 

correspondencias. Además, lleva a cabo el proceso de detectar los puntos y la 
correspondencia de estos en un tiempo de 61 milisegundos lo cual lo hace bueno para 
aplicaciones en tiempo real, asimismo es estable.  

• ORB tanto con BF como en combinación con KNN no tiene un buen desempeño. El 
detector ORB es el más rápido de todos los evaluados, y también el que reporta un 
menor número de puntos; pero no logra conseguir una buena estabilidad, detectando 
solamente un 6.36% de correspondencias, contando los falsos positivos. 

 
Tabla 5.2 Resultados promedio de los algoritmos de detección y correspondencia con el dataset ODM. 

Nombre puntos detectados correspondencias porcentaje  tiempo  

ORB-BF 495.36 121.96 24.64% 0.058 s 

ORB-KNN 495.36 31.51 6.36% 0.056 s 

SIFT-KNN 7262.87 3391.55 46.69% 2.000 s 

SIFT-KD-TREE 7262.87 2227.45 30.20% 1.947 s 

SIFT-BF 7262.87 2688.60 50.78% 2.261 s 

SP-SG 602.73 407.83 66.91% 0.620 s 
 

b) Banco de imágenes 4 
Se realizó la evaluación de las combinaciones de las técnicas ya vistas pero ahora con el 
banco de imágenes 4. Es importante hacer notar que se realizaron 2 modificaciones. 
 
•  El primer cambio consistió en solo considerar los primeros 50 mil puntos que ORB 

encuentra. 
• El segundo cambio consistió en realizar nuevamente el experimento con SuperPoint-

SuperGlue, pero modificando las dimensiones de las imágenes, ya que no fue posible 
aplicar dichas técnicas con la resolución de origen debido a limitaciones de Hardware. 
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Entonces, se redimensionaron a una cuarta parte (1,984 1488) y a 608  456 qué son 
los valores de defecto de SuperPoint. 

 
• Combinación ORB-BF: Se obtuvieron los siguientes resultados, se configuró ORB para 

que detectara 50 mil puntos como máximo. Sin embargo, que a pesar de detectar 
10,584 correspondencias (lo que equivale al 21.168%), en un tiempo de 23.505 
segundos en promedio, el algoritmo BF que no tiene una buena precisión (5% de 
correspondencias verdaderas), como se muestra en la Figura 5.31. 

 

 
Figura 5.31 Ejemplo de aplicación de ORB-BF en una imagen del banco de imágenes 4. 

 
• Combinación ORB-KNN: En este caso, se obtuvieron 50 mil puntos detectados por 

ORB; sin embargo, KNN no obtiene buenos resultados, al contrario, detecta un menor 
número de correspondencias (1,816 correspondencias, lo que equivale al 3.63%, en 
un tiempo de 15.783 segundos en promedio), como se puede observar en la Figura 
5.32. 

 

 
Figura 5.32 Ejemplo de aplicación de ORB-KNN en una imagen del banco de imágenes 4. 

 
• Combinación SIFT-BF: SIFT detectó en la imagen izquierda 71,111 y en la derecha 

74,417 puntos característicos; de los cuales se encontraron 30,708 correspondencias 
(lo que equivale al 41.26%), en un tiempo de 46.16 segundos en promedio. En la Figura 
5.33 se observa el resultado visual, se observan un gran número de falsos positivos 
(21.5% de correspondencias verdaderas). 
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Figura 5.33 Ejemplo de aplicación de SIFT- BF en una imagen del banco de imágenes 4. 

 
• Combinación SIFT-KNN: en este caso, SIFT detectó en la imagen izquierda 71,111 y 

en la derecha 74,417 puntos característicos; de los cuales se encontraron 21,425 
correspondencias (lo que equivale al 28.79%), en un tiempo de 31.626 segundos en 
promedio. En la Figura 5.34 se observa el resultado visual y como en el caso anterior 
se observan un gran número de falsos positivos (12% de correspondencias 
verdaderas). 

 

 
Figura 5.34 Ejemplo de aplicación de SIFT- KNN en una imagen del banco de imágenes 4. 

 
• Combinación SIFT-KD-TREE: SIFT detectó en la imagen izquierda 71,111 y en la 

derecha 74,417 puntos característicos; de los cuales se encontraron 11,986 
correspondencias (lo que equivale al 16.10%), en un tiempo de 10.3 segundos en 
promedio. En la Figura 5.35 se observa el resultado visual, el cual no tiene falsos 
positivos visibles. 
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Figura 5.35 Ejemplo de aplicación de SIFT-KD-TREE en una imagen del banco de imágenes 4. 

 

• Combinación SuperPoint-SuperGlue 1/4 tamaño de la imagen: SuperPoint detectó 
en la imagen izquierda 8,540 y en la derecha 8,559 puntos característicos; de los cuales 
se encontraron 7,121 correspondencias (lo que equivale al 83.19%), en un tiempo 
promedio de 3.011 segundos. En la Figura 5.36 se observa el resultado visual, el cual 
no tiene falsos positivos visibles. 

 

 
Figura 5.36 Ejemplo de aplicación de SuperPoint-SuperGlue 1/4 en una imagen del banco de imágenes 4. 

 
• Combinación SuperPoint-SuperGlue tamaño de imagen de 608  456: SuperPoint 

detectó en la imagen izquierda 690 y en la derecha 644 puntos característicos; de los 
cuales se encontraron 421 correspondencias (lo que equivale al 61.01%), en un tiempo 
de 0.062 segundos en promedio. En la Figura 5.37 se observa el resultado visual, el 
cual no tiene falsos positivos. 
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Figura 5.37 Ejemplo de aplicación de SuperPoint-SuperGlue en una imagen del banco de imágenes 4. 

 
Resultados 
 
Considerando las 96 imágenes del banco de imágenes 4, los resultados fueron semejantes 
a los obtenidos en el caso anterior. 
  
•  A pesar de que ORB obtiene un mayor número de puntos característicos, los 

resultados en la correspondencia con ambos algoritmos son malos al relacionar pocos 
de ellos. 

• El detector SIFT es el detector que mayor número de puntos encuentra y en 
combinación con KD-TREE tienen una buena relación entre el tiempo de detección y 
el número de correspondencias realizadas.  

• SuperPoint-SuperGlue esta combinación entrega el mejor porcentaje de 
correspondencias, pero el detector localiza una menor cantidad de puntos 
característicos en comparación con ORB o SIFT. 

 
La Tabla 5.3 muestra el detalle de los puntos detectados, las correspondencias logradas y 
el tiempo para llevar a cabo ambos procesos. 
 

Tabla 5.3 Resultados promedio de los algoritmos de detección y correspondencia con el banco de imágenes 4. 

Nombre puntos detectados correspondencias porcentaje  tiempo  

ORB-BF 50000 11629.75 23.26% 23.5050 s 

ORB-KNN 50000 1913.61 3.83% 15.7830 s 

SIFT-KNN 75307.22 28945.32 38.45% 31.6260 s 
SIFT-KD-
TREE 75307.22 20667.38 26.88% 10.3040 s 

SIFT-BF 75307.22 32512.80 47.30% 46.1660 s 

SP-SG r 602.7292 407.83 66.91% 0.0620 s 

SP-SG 1/4 8131.649 5194.02 62.76% 3.0110 s 
 
De los resultados obtenidos, podemos sacar las siguientes conclusiones: 
 

• SIFT es un detector que encuentra un alto número de puntos característicos, pero 
es lento en comparación con otros detectores. 

• Aunque SIFT es eficaz en la detección de puntos, su velocidad puede limitar su 
utilidad en aplicaciones que requieren procesamiento en tiempo real. 
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• La combinación de SuperPoint-SuperGlue es destacable por su buen rendimiento 
en la correspondencia, con un promedio del 66.91% de correspondencias. Además, 
logra este rendimiento en un tiempo relativamente corto de 61 milisegundos por 
imagen, lo que lo hace adecuado para aplicaciones en tiempo real. Sin embargo, el 
número de puntos característicos detectados por SuperPoint es menor en 
comparación con ORB o SIFT. 

• ORB, aunque es el detector más rápido evaluado y encuentra un mayor número de 
puntos característicos que SuperPoint, su desempeño en la correspondencia es 
pobre, con solo un 6.36% de correspondencias, incluyendo falsos positivos. Esto 
sugiere que ORB puede no ser adecuado para aplicaciones que requieren una 
correspondencia precisa de puntos. 

• En resumen, cada detector tiene sus ventajas y desventajas. SIFT destaca en la 
detección de puntos, pero es lento, SuperPoint-SuperGlue ofrece una buena 
combinación de velocidad y rendimiento en correspondencias, mientras que ORB 
es rápido, pero tiene un rendimiento deficiente en la correspondencia. La elección 
del detector depende de las necesidades específicas de la aplicación, priorizando 
entre velocidad, precisión y cantidad de puntos detectados. 

 
5.4 Caso 3 Co-correspondencias 

 
Con el objetivo de reducir el error de SFM y de acuerdo con [159] se utiliza uno de los 
beneficios de las cámaras binoculares el cual consiste en que; se puede estimar el error en 
la medición tomando en consideración la distancia medida.  
 
Por lo tanto, conociendo el error de medición a varias alturas, es favorable el realizar una 
doble búsqueda de puntos característicos y correspondencias entre 2 pares de imágenes 
binoculares, de las cuales en el primer par de imágenes se utiliza la imagen del lente 
izquierdo (como una cámara monocular) y las dos imágenes del segundo par, las cuales 
son adquiridas a una altura menor, para poder comparar las mediciones entre puntos.  
 
La Figura 5.38 muestra las 3 imágenes utilizadas para este proceso para cada escenario, 
la imagen izquierda corresponde al lente izquierdo del primer par binocular, la imagen 
central y derecha corresponden al segundo par binocular para cada escenario, el primer 
escenario es el de Multi-biome, seguido por City Park y al ultimó el escenario propio.  
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Figura 5.38 La imagen izquierda corresponde al lente izquierdo del primer par binocular, la imagen central y derecha 
corresponden al segundo par binocular para cada escenario, el primer renglón presenta al escenario de Multi-biome, el 
segundo renglón muestra a City Park y el ultimó renglón contiene el escenario propio. 

 
Entonces, el proceso que se sigue es el siguiente: 
 

• Se detectan y describen los puntos característicos utilizando la transformada SIFT 
para cada una de las imágenes; 

• Se realiza la primera búsqueda de correspondencia entre dos pares de imágenes 
utilizando el algoritmo de KD-TREE [67]. El primer par de imágenes este compuesto 
por la imagen izquierda y la imagen central de la  Figura 5.38, el segundo par está 
compuesto por la imagen central con la imagen derecha de la Figura 5.38, tal y como 
se observa en la  Figura 5.39. 

• Finalmente se realiza una segunda búsqueda de correspondencias entre los dos 
vectores de correspondencias, utilizando la distancia Euclidiana junto con el 
resultado obtenido del par de imágenes: la imagen izquierda y la imagen derecha 
de la Figura 5.38, obteniendo los resultados mostrados en la Figura 5.40.  
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Figura 5.39 Correspondencias de dos pares de imágenes para cada escenario, el primer renglón presenta el escenario de 
Multi-biome, el segundo renglón muestra a City Park y el ultimó renglón contiene el escenario propio simulado. 

 

 

 
Figura 5.40 Correspondencias en común entre las 3 imágenes para cada escenario, primer escenario es el de Multi-biome, 
seguido por City Park y al ultimó el escenario propio simulado todos del banco de imágenes simulado. 
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Esto permite el obtener la posición calculada por la cámara binocular de un punto x a una 
altura menor y utilizarla como un punto de control terrestre para mejorar la precisión de 
SFM, disminuyendo la necesidad de colocar físicamente puntos de control terrestres.  
 

5.5 Caso 4: Generación de puntos de control terrestre virtuales con 
cartulinas 

 
El objetivo de este caso fue evaluar la precisión obtenida al incorporar los puntos de control 
terrestre virtuales, para ello se realizaron dos casos de prueba. Se generó una 
reconstrucción para cada una de las tres alturas de los bancos de imágenes 1 y 2: a) 
considerando los puntos de control terrestres virtuales y, b) sin ellos. Para poder calcular 
una diferencia en porcentaje y facilitar la comprensión de los datos, se utilizó la Ecuación 
5.1, donde un resultado positivo significa que la precisión de la reconstrucción aumentó con 
el uso de los puntos de control terrestre virtuales. 
 

𝐷𝑖𝑓𝑒𝑟𝑒𝑛𝑐𝑖𝑎 = (
𝑜𝑟𝑖𝑔𝑖𝑛𝑎𝑙 − 𝑚𝑜𝑑𝑖𝑓𝑖𝑐𝑎𝑑𝑜

𝑜𝑟𝑖𝑔𝑖𝑛𝑎𝑙
) ∗ 100 

 

Ecuación 5.1 

Donde:  
Original= Valor de la métrica en la reconstrucción sin puntos de control terrestre virtuales. 
Modificado= Valor de la métrica en la reconstrucción con puntos de control terrestre 
virtuales. 
 

5.5.1 Lectura de las tablas de resultados 
 
Una parte crucial en los próximos puntos es entender las tablas de resultados, estas tablas 
fueron generadas del informe de calidad proporcionado por OpenDroneMap, los datos son 
los siguientes: 
• RMSE Absoluto: Se refiera al valor resultante de utilizar la Ecuación 3.21 sobre todos 

los ejes de la reconstrucción en formato global.  
• RMSE Relativo Se refiera al valor resultante de utilizar la Ecuación 3.21 sobre todos 

los ejes de la reconstrucción en formato local.  
•  CE90: Se refiere al valor resultante de la métrica CE90 sobre los valores Relativos y 

Absolutos. 
•  LE90: Se refiere al valor resultante de la métrica LE90 sobre los valores Relativos y 

Absolutos. 
 

5.5.2 Resultados con el banco de imágenes 1 
 
Los resultados obtenidos se presentan en la Tabla 5.4, donde RMSE Absoluto se refiere al 
RMSE del GPS y RMSE relativo a la re-proyección local. La Tabla 5.4 presenta la 
información de los vuelos a sus diferentes alturas; donde S = sin puntos de control, C = con 
puntos de control y Dif= diferencia en porcentajes. Los resultados están dados en metros y 
el signo negativo significa que el utilizar puntos de control terrestre virtuales añade ruido a 
la reconstrucción resultante.  
 
Los valores del RMSE relativo para el caso de 100 m pasa de tener 12.5 cm a 3.6 cm con 
el uso de puntos de control terrestres virtuales, lo que se traduce a una mejora del 71.277%. 
Con 75 m pasa de tener 3.9 cm a 3.6 cm lo que equivale al 6.89% de mejora, sin embargo, 
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a 50 m pasa de 2.8 a 3.1 cm lo que significa un aumento en el error del 9.5%. Concluyendo, 
evaluando la metodología con el banco de imágenes 1 se obtuvo que el utilizar puntos de 
control virtuales mejora los resultados en 2 de los 3 casos de prueba. las mejoras van desde 
el 16.5% hasta el 35.8%. 
 

Tabla 5.4 Resultados de utilizar puntos de control terrestre en banco de imágenes 1, DONDE S significa sin puntos de 
control, C significa considerando puntos de control y la columna DIF presenta la diferencia entre ambos. 

 100 m 75 m 50 m 

S C Dif S C Dif S C Dif 

RMSE Absoluto 0.637 m 0.637 m 0% 0.544 m 0.377 m 30.656% 0.462 m 0.619 m -33.95% 

RMSE Relativo 0.125 m 0.036 m 71.277% 0.039 m 0.036 m 6.897% 0.028 m 0.031 m -9.524% 

CE90 1.087 m 1.05 m 3.359% 0.963 m 0.642 m 33.385% 0.964 m 1.261 m -30.8% 

LE90 0.232 m 0.073 m 68.683% 0.061 m 0.064 m -4.918% 0.044 m 0.057 m -29.54% 

Promedio   35.887%   16.505%   -25.95% 

 
5.5.3 Resultados con el banco de imágenes 2 

 
Como ya se mencionó, el segundo banco de imágenes se integra de 3 vuelos a diferentes 
alturas (100, 75 y 50 metros). Primero, sin utilizar ningún punto de control virtual (resultados 
en la primera columna de la Tabla 5.5) y posteriormente, considerando en la reconstrucción 
los puntos de control virtuales (resultados en la segunda columna de la Tabla 5.5). 
 
Como se puede observar en el Tabla 5.5, los valores del RMSE relativo para el caso de 100 
m pasa de tener 4.4 cm a 4.6 cm con el uso de puntos de control terrestres virtuales, lo que 
se traduce en un ligero aumento del error en 5.34%. A 75 m pasa de tener 5.3 cm a 3.6 cm 
lo que equivale al 34.44% de mejora y a 50 m pasa de 1.9 a 2.1 cm lo que significa un 
aumento en el error del 10.5%. El utilizar puntos de control virtuales mejora los resultados 
el RMSE absoluto en 3 de los vuelos, logrando en promedio mejoras que van desde el 
0.56% hasta el 10.407%. 
 

Tabla 5.5 Resultados de utilizar puntos de control terrestre en banco de imágenes 2. 

 100 m 75 m 50 m 
S C Dif S C Dif S C Dif 

RMSE Absoluto 0.704 m 0.691 m 1.847% 0.558 m 0.485 m 13.09% 0.517 m 0.383 m 25.983% 
RMSE Relativo 0.044 m 0.046 m -5.34% 0.053 m 0.036 m 31.447% 0.019 m 0.021 m -10.52% 

CE90 1.222 m 1.111 m 9.124% 0.975 m 0.887 m 9.03% 0.98 m 0.644 m 34.252% 
LE90 0.075 m 0.077 m -3.35% 0.067 m 0.075 m -11.94% 0.038 m 0.043 m -13.15% 

Promedio   0.568%   10.407%   9.138% 
 
Los tiempos de procesamiento para las reconstrucciones, varían dependiendo del número 
de imágenes que contenga cada una, ya que cada una participa en procesos tanto 
individuales como grupales, tales como detectar puntos característicos hasta la 
reconstrucción densa. Los tiempos totales de la reconstrucción van desde los 30 minutos 
hasta 1 hora y media sin el uso de los puntos de control terrestres virtuales y con su uso, el 
tiempo de procesamiento sube desde los 50 minutos hasta las dos horas. 
 
Sin embargo, las diferencias en el tiempo de procesamiento se ven compensadas 
considerando los tiempos de trabajo de campo para los puntos de control terrestre clásicos, 
los cuales necesitan de un proceso especial para cada uno de ellos. Es decir, cada punto 
se tiene que realizar con una estación total o en su defecto al no contar con el equipo 
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especial o experiencia, se necesitaría el apoyo de un topógrafo. La diferencia principal entre 
el trabajo de campo y utilizar los puntos de control virtuales radica en que, el poner objetos 
con distancias conocidas (en este caso las cartulinas) solo se colocan en el lugar planeado 
para un punto de control terrestre y ya se puede proceder a la captura de fotografías, no es 
necesario ningún proceso adicional. 
 

5.5.4 Discusión 
 
Después de la revisión de los resultados se puede concluir lo siguiente:  

• Los experimentos realizados en las diferentes condiciones (altura, hora y uso de 
diferente número de puntos de control virtuales) muestran que el utilizar puntos de 
control virtuales puede ayudar a reducir el error medio cuadrático tanto local como 
global en la mayoría de los casos.  

• El experimento en el cual no se logra una mejoría podría deberse a errores humanos 
tales cómo en el etiquetado de los puntos en los objetos de referencia en las 
imágenes y la distribución de las cartulinas en el cultivo. Los aspectos mencionados 
son manuales e introducen ruido a la metodología propuesta, por tal motivo se 
propone el generar tanto la detección de los puntos dentro de las imágenes cómo el 
cálculo de las distancias conocidas utilizando un dispositivo para medir distancias 
cómo puede ser un Lidar o una cámara binocular.  

• Los resultados a las diferentes alturas señalan que se obtiene un menor RMSE 
conforme el dron vuela más bajo; sin embargo, esto también implica un mayor 
número de fotografías y tiempo de procesamiento, por lo tanto, la altura óptima para 
un trabajo está dada por la precisión requerida y el tiempo disponible.  

 
Recapitulando el trabajo tiene como objetivo el reducir el RMSE calculado al realizar una 
reconstrucción 3D utilizando fotogrametría con drones, sin utilizar un GPS profesional en 
los puntos de control terrestres, manteniendo un RMSE relativo menor a 10 cm a 100 m de 
altura. Como puede observarse, el objetivo se cumple en casi todos los casos que se utilizan 
puntos de control terrestre virtuales. En la experimentación se puede observar la mejora al 
utilizarlos, sobre todo en el banco de imágenes 1 a 100 m, donde al utilizarlos pasa de tener 
un RMSE de 12.5 cm a 3.6 cm. 
 

5.6 Caso 5: Preprocesamiento con COLMAP 
 
El objetivo de este caso es evaluar si existen diferencias entre utilizar el preprocesamiento 
de las imágenes con COLMAP o no para mejorar la precisión de las reconstrucciones. Se 
generaron 12 reconstrucciones, de los bancos de imágenes 1 y 2 detallados en la sección 
5.2: 6 experimentos sin el preprocesamiento y 6 con el preprocesamiento que consiste en 
generar una reconstrucción escasa con COLMAP para posteriormente, modificar los 
valores EXIF de las imágenes con las posiciones calculadas por COLMAP. Para estas 
pruebas no se generan puntos de control virtuales.  
Como ya se mencionó, para cada altura (a 100, 75 y 50 m) de los bancos de imágenes 1 y 
2 (que son 269 imágenes en total). 
La Tabla 5.6 y la Tabla 5.7 presentan los resultados obtenidos de los experimentos 
mencionados en el banco de imágenes 1 y el banco de imágenes 2 respectivamente. 
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Tabla 5.6 Resultados de las reconstrucciones con preprocesamiento de COLMAP en el banco de imágenes 1.  

 100 m 75 m 50 m 
S C Dif S C Dif S C Dif 

RMSE Absoluto 0.636 m 0.655 m -2.984% 0.550 m 0.547 m 0.665%  0.463 m 0.466 m -0.575% 
RMSE Relativo 0.125 m 0.121 m 3.191% 0.0433 m 0.0277 m 36.153% 0.0253 m 0.022 m 13.157% 

CE90 0.659 m 0.695 m -5.53% 0.633 m 0.453 m 28.436% 0.345 m 0.356 m -3.188% 
LE90 0.659 m 0.665 m -0.986% 0.578 m 0.567 m 1.901% 0.345 m 0.356 m 4.484% 

Promedio   -1.579%   16.78%   3.469% 
Tabla 5.7 Resultados de las reconstrucciones con preprocesamiento de COLMAP en el banco de imágenes 2. 

 100 m 75 m 50 m 
S C Dif S C Dif S C Dif 

RMSE Absoluto 0.689 m 0.691 m -0.241% 0.557667 m 0.566 m -1.550% 0.514 m 0.530 m -3.044% 
RMSE Relativo 0.107 m 0.0416 m 61.059% 0.053 m 0.0523 m 1.252% 0.027 m 0.025 m 8.536% 

CE90 0.709 m 0.826 m -16.572% 0.3755 m 0.384 m -2.265% 0.358 m 0.376 m -5.020% 
LE90 0.539 m 0.413 m 23.447% 0.666 m 0.6785 m -1.876% 0.67 m 0.64 m 4.690% 

Promedio   16.923%   -1.10%   1.296% 
 
El utilizar COLMAP para un preprocesamiento de los datos, en la mayoría de los casos si 
generó un aumento en la precisión. Sin embargo, si se desea realizar una reconstrucción 
de manera rápida sin importar tanto la calidad no sería recomendada ya que el aumento es 
del 5.96% en promedio, por otro lado, si el tiempo de procesamiento no es una limitante, el 
uso del preprocesamiento con COLMAP es eficaz.  
 

5.7 Caso 6 Estabilidad de los puntos de control ante vibraciones y 
vegetación 

 
El objetivo de la prueba es verificar el funcionamiento del estabilizador mecánico con el 
banco de imágenes 3 que se integra de 3 vuelos: dos con el dron con cámara binocular 
(uno con la cámara Zed colocada directamente sobre el chasis y la otra sobre un 
estabilizador mecánico) y el tercero con el dron con cámara monocular; sobre una parcela 
que tiene caña de azúcar de aproximante 2 meses de edad.  
 
Sin embargo, no fue posible realizar la correspondencia de puntos en las imágenes que 
tienen mayor presencia de vegetación debido a que el dron es grande y potente, 
ocasionando que las hojas se muevan, y el movimiento es mayor conforme el dron va 
descendiendo, incluso volando las cartulinas. Los resultados obtenidos se pueden observar 
en el Anexo A: Resultados de correspondencias en una parcela con caña en el cual se 
encuentran los resultados de correspondencias en la parcela con caña, la Figura 
A.1muestra un resultado promedio, la Figura A.2 detalla uno de los mejores resultados de 
correspondencias entre monocular y binocular y, la Figura A.3 tiene un ejemplo de cómo el 
viento generado por el dron movía los objetos. 
 
Continuando con la prueba para medir si el estabilizador es funcional en un dron de este 
tipo (con motores excesivamente grandes que podrían generar una especie de vibración 
que desestabilizara el estabilizador), se realizó una prueba tomando en cuenta la etapa de 
correspondencias entre imágenes, comparando cada imagen binocular con todas las 
monoculares. 
 
Cada imagen tiene un re-escalado a una cuarta parte de su tamaño original para agilizar el 
proceso ya que la cámara binocular por vuelo tiene más de 2 mil imágenes, y reportando la 
imagen que tenga mayor número de correspondencias contra una imagen de referencia 
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monocular (proceso repetido para cada imagen monocular), esto para los dos vuelos, 
además de almacenar la cantidad de correspondencias encontradas por imágenes. En la 
Tabla 5.8 se pueden observar los resultados obtenidos de promediar los resultados para 
cada vuelo, con y sin el uso del estabilizador mecánico. 
 

Tabla 5.8 Resultados de correspondencias con y sin estabilizador mecánico. 
Correspondencias Sin estabilizador Con estabilizador 

Promedio 43.26 45 
Mínimo 7 18 
Máximo 63 72 

 
El uso del estabilizador mecánico no se ve afectado por las altas frecuencias del dron y es 
capaz de ayudar a estabilizar la cámara ante movimientos bruscos, esto se ve reflejado en 
los resultados de la Tabla 5.8. 
 

5.8 Caso 7 Re-proyección de nube de puntos a imagen 
 
La finalidad del caso es probar que es posible la generación de puntos de control virtuales 
a partir de las imágenes de la cámara binocular. Para ello, se realizaron a) 7 
reconstrucciones utilizando el conjunto de imágenes 3 y b) 4 reconstrucciones con el 
conjunto de imágenes 5.  
 
Las reconstrucciones para el conjunto de imágenes 3 son las siguientes: 
 
• Reconstrucción con las imágenes puras. 
• Reconstrucción con las imágenes de preprocesamiento de COLMAP.  
• Reconstrucción con las imágenes puras utilizando los puntos de control virtuales. 
• Reconstrucción con las imágenes de preprocesamiento de COLMAP, utilizando los 

puntos de control virtuales.  
• Reconstrucción con las imágenes puras, pero con GCPs generados con el GPS de un 

celular. 
• Reconstrucción con las imágenes puras, pero con GCPs generados con las cartulinas. 
• Reconstrucción con las imágenes de preprocesamiento de COLMAP, pero con GCPs 

generados con las cartulinas. 
 
En la Tabla 5.9 se pueden observar los resultados obtenidos con las experimentaciones 
antes mencionadas del conjunto de imágenes 3.  
 
Las reconstrucciones para el conjunto de imágenes 5 son las siguientes: 
• Reconstrucción con las imágenes a 50 m. 
• Reconstrucción con las imágenes utilizando los puntos de control virtuales a 50 m.  
• Reconstrucción con las imágenes a 100 m. 
• Reconstrucción con las imágenes utilizando los puntos de control virtuales a 100 m.  

 
En la Tabla 5.10 se pueden observar los resultados obtenidos con las experimentaciones 
del conjunto de imágenes 5. 
De los experimentos anteriores se obtiene el resultado de que es posible utilizar la cámara 
binocular para poder generar puntos de control terrestre virtuales, los cuales tienen 
múltiples beneficios, entre los cuales destacan: 
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• No requieren que se pongan marcas sobre la tierra como típicamente se realiza, por lo 
tanto, conlleva un ahorro de tiempo, ya que cada marca para que sean de calidad (10-
1 cm de error), se necesita que se deje el receptor GPS en un rango de 15 minutos a 
48 horas por punto [101], esto dependiendo del clima, si esta despejado o nublado y 
de la precisión deseada.  

•  No requiere que, para cada GCP se le localice dentro de todas las imágenes del banco 
de imágenes manualmente. El proceso lo realiza de forma automática, entregando un 
archivo donde indica en que imágenes se encuentra el VGCP y sus coordenadas dentro 
de la misma.  

• Evita poner en riesgo al usuario, en zonas de difícil acceso como una pendiente muy 
pronunciada o un risco, donde sería necesario colocar un punto de control terrestre 
típico, realizando todo el proceso que con el conlleva, el dron lo genera de forma 
automática, sin que el usuario tenga que ir a esas zonas. 

 
  

Tabla 5.10 Resultados VGCP'S conjunto de imágenes 5. 

 

Tabla 5.9 Resultados VGCP'S conjunto de imágenes 3. 

Proceso Original Original-
VGCP 

COLMAP COLMAP-
VGCP 

GCPs CEL VGCP CAR 
ORIGINAL 

VGCP CAR 
MODIFI 

RMSE Absoluto 0.7226 
m 

0.5223 m 0.7450 m 0.7106 m 6.4741 m 0.6936 m 0.6066 m 

RMSE Relativo 0.0966 
m 

0.0983 m 0.0966 m 0.0936 m 0.2953 m 0.0996 m 0.1060 m 

CE90 0.7930 
m 

0.5905 m 0.7950 m 0.5720 m 2.7320 m 0.8195 m 0.7340 m 

LE90 0.7930 
m 

0.5905 m 0.4390 m 0.2255 m 1.8095 m 0.4820 m 0.5015 m 

Diferencia promedio 
 

21.9204% -0.5541% 20.4611% -388.3620% -2.7477% 0.2215% 

Proceso Sin VGCP Con 
VGCP 

Diferencia Sin VGCP Con VGCP Diferencia 

RMSE Absoluto 0.4123 m 0.4356 m -5.6588% 0.4260 m 0.2686 m 36.9327 % 

RMSE Relativo 0.0440 m 0.0393 m 10.6060 % 0.1036 m 0.0646 m 37.6205 % 

CE90 0.4200 m 0.2105 m 49.8809 % 0.1990 m 0.0390 m 80.4020 % 

LE90 0.4100 m 0.1350 m 67.0731 % 0.8870 m 0.0940 m 89.4024 % 

Diferencia promedio 
  

30.4753 %   61.0894 % 
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Se puede observar en la Tabla 5.9 en este caso el uso de los GCPs generados con las 
cartulinas ya sean con el GPS del celular o de manera virtual no fue el mejor y esto junto 
con los experimentos de la sección 5.5 llevan a la conclusión de que el buen funcionamiento 
de los puntos de control terrestres ya sean reales o virtuales esta dado por la correcta 
colocación en tierra depende de varios factores, como la forma de la parcela a reconstruir, 
así como sus proporciones, además de la cantidad de puntos utilizados.  
 
Existen algunos estudios, que buscan encontrar el mejor patrón de colocación de los puntos 
[49], [83], [160], [161], [162], [163], no obstante, sería interesante realizar una 
experimentación utilizando redes neuronales, un sensor Lidar, fotografías de la zona a 
trabajar, además del modelo generado por Google Earth.  
 
El objetivo se cumple ya que en todos los casos en donde se utilizan los VGCP generados 
por la cámara binocular se ve una reducción del error de 33.45% en promedio.
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6.0  Conclusiones 

 
 
 

Capítulo 6:  
Conclusiones 

6.1 Conclusiones 

 
En este trabajo se presentó un método para generar puntos de control terrestre mediante 
el uso de una cámara binocular montada en un dron, el cual vuela a una altura de 10 m.  
Se presentan cuatro formas para poder realizar la calibración para la cámara binocular Zed 
2. El estudio comparativo de esas diferentes formas da como resultado que, para el fin 
deseado de la cámara, la mejor forma de calibrarla es mediante un patrón de calibración y 
una distancia mayor a las comunes (de 30 cm se pasó a 3 m), esto utilizando las librerías 
de OpenCV. 
Se presenta una comparativa entre diferentes combinaciones de algoritmos para detectar, 
describir puntos característicos y algoritmos para realizar las correspondencias. De la 
experimentación realizada se puede concluir que dependiendo del objetivo que se tenga se 
debe seleccionar la combinación a utilizar. Por ejemplo, el uso de la combinación de SIFT-
KD-TREE, es la que mayor número de puntos característicos detecta, la segunda en 
precisión y una que tiene los mayores tiempos de procesamiento. Estas características 
vuelven ideal la combinación en trabajos donde es necesaria una gran cantidad de puntos, 
con buena precisión, como, por ejemplo, en la tarea de generar la nube de puntos, ya que 
el mayor número de puntos es mejor, claro sin sacrificar la precisión. 
Por otra parte, la combinación de SuperPoint con SuperGlue, es la que mejor precisión tiene 
para el problema aquí presentado. Sin embargo, no logra detectar una gran cantidad de 
puntos característicos, esto la vuelve ideal para trabajos donde la precisión es fundamental, 
como, por ejemplo, en la tarea de calcular las posiciones de las cámaras.  
Se presenta una forma de realizar la correspondencia entre puntos característicos 
presentes en 3 imágenes: las imágenes de la cámara binocular y la imagen monocular, 
utilizando una doble búsqueda de los puntos, tomando como base sus vectores de 
correspondencias de KD-TREE. 
Se presenta una forma de generar puntos de control terrestres virtuales, utilizando 
distancias conocidas. En la presente tesis se utilizaron cartulinas para obtener esas 
distancias dentro de la reconstrucción, dando como resultado una mejora del 7.7% en 
promedio. 
Se presenta un método para generar puntos de control terrestres de forma virtual tomando 
en cuenta la información proveniente de un dron binocular junto con la información 
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generada por SFM de las imágenes monoculares de un dron comercial, esto con la 
intención de reducir el uso de los GCPs típicos. Se propuso una metodología de co-
correspondencias entre dos nubes de puntos una binocular y la otra monoculares, las 
cuales contienen diferentes sistemas de medidas, utilizando puntos característicos que 
tienen en común. Adicionalmente se propuso un preprocesamiento con COLMAP para 
refinar las posiciones calculadas por el GPS.  
Se muestra que el uso de COLMAP para preprocesamiento en la mayoría de los casos 
mejora la precisión hasta en un 16%. Sin embargo, en algunos casos tiene un efecto 
contrario, pero solamente de hasta un 1.5%, por lo que el utilizar COLMAP como 
preprocesamiento es factible. 
Se muestra que el uso de co-correspondencias es viable para generar GCPs virtuales los 
cuales se pueden añadir a las reconstrucciones como GCPs típicos y estos ayudan a 
disminuir el RMSE, dando como resultado una mejora en la precisión en 21.92%.   
Además, el uso de GPS virtuales apoyan a reducir tiempos de adquisición de datos en 
campo, ya que no es necesario colocar marcas en el suelo ni medirlas globalmente, así 
como el tiempo de preprocesamiento humano de las imágenes, ya que no se tienen que 
buscar los GPS en todas las imágenes y marcarlos uno por uno, esto lo realiza el sistema 
de forma automática.  
En conclusión, en el presente trabajo se presenta una metodología para mejorar la precisión 
al momento de generar una reconstrucción fotogramétrica, desde el proceso de calibración 
de la cámara binocular hasta el punto de generar puntos de control terrestres virtuales, 
mediante una cámara binocular.  
 

6.2 Objetivos logrados 

 
En la Tabla 6.1 se muestra una breve descripción de cómo se cumplieron con los objetivos 
tanto el general como los específicos del proyecto de tesis.  

Tabla 6.1 Solución por objetivo. 

Objetivo general Solución del objetivo 

Proponer, aplicar y evaluar un algoritmo 
para la generación de modelos digitales de 
elevación, mediante el uso de una cámara 
binocular montada en un dron, con la 
finalidad de tener una precisión menor a los 
10 cm de RMSE en el eje Z, a una altura 
aproximada de 10 m. 

Se implementó una forma para generar 
VGCP, utilizando una cámara binocular 
montada en un dron que vuela a 10 m de 
altura, lo cual ayuda a reducir el error de la 
reconstrucción, sin importar a que altura 
vuele el dron monocular (puede volar 
desde los 7 m hasta los 100 m), en los 
vuelos menores a 100 m siempre obtiene 
un RMSE en el eje Z menor a los 10 cm. 

Estudiar las técnicas de estructura a partir 
del movimiento, visión binocular y múltiples 
vistas estéreo más utilizadas. 

Se estudiaron los sistemas más populares 
en el estado del arte, dando como resultado 
que OpenDroneMap y COLMAP, son los 
sistemas más completos que incluyen 
técnicas de estructura a partir del 
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movimiento, visión binocular y múltiples 
vistas estéreo. 

Objetivo general Solución del objetivo 
Seleccionar y aplicar varias de estas 
técnicas para conocer su rendimiento.  

Se implementaron varias técnicas, dando 
como resultado que COLMAP tiene mayor 
precisión; sin embargo, OpenDroneMap 
tiene un mayor número de herramientas, 
además de permitir la incorporación de 
puntos de control terrestre. 

Proponer y/o modificar un algoritmo para la 
generación de un modelo digital de 
elevación.  

Se seleccionó a COLMAP junto con 
SuperPoint y SuperGlue para la etapa de 
detectar y calcular las posiciones de las 
cámaras, añadiendo la información 
resultante a la reconstrucción de 
OpenDroneMap. 

Combinar la información de la una cámara 
binocular (montada en un dron) con la 
proporcionada por sensores GPS, RTK y el 
uso de técnicas SFM para generar modelos 
digitales de elevación. 

Se le incorpora a la reconstrucción de 
OpenDroneMap (SFM) puntos de control 
terrestres virtuales, generados por la 
cámara binocular, además de los datos del 
GPS. No se utilizó un sensor RTK, el 
sensor aumenta mucho el precio del 
dispositivo.  

Evaluar el sistema propuesto. Se evaluó el sistema propuesto en 
diferentes ambientes, así como en 
diferentes alturas, de los cuales en 11 de 
los 12 casos presentados existe una 
disminución del RMSE.  

Publicar un artículo índice JCR. Se publicó un artículo titulado “Generation 
of Virtual Ground Control Points Using a 
Binocular Camera” en Drones 2024, 
Volume 8, Issue 5, 195. 

 

6.3 Aportaciones 
 
Las aportaciones obtenidas con esta investigación son: 
 

• Bancos de imágenes: 
Se presentan 6 diferentes bancos de imágenes, los cuales van desde entornos 
reales hasta simulados. Lo destacable es que se utiliza un dron fumigador 
modificado con una cámara Zed 2 para poder recopilar información extra 
proveniente de esa cámara, además proponemos que idealmente sería generar un 
dron binocular, con una cámara monocular con gimbal y la otra cámara la cual 
estaría ubicada en la parte trasera del dron pero siempre viendo a nadir, esto con la 
finalidad de utilizar un solo dron, el cual pueda realizar la ruta de vuelo completa, 
tanto la monocular que va entre 50 m a 100 m, hasta la binocular que descendería 
entre 5 m a 10 m, para más información revisar la sección 5.1. 

• Se implementó un sistema para detección y co-correspondencias de puntos 
característicos entre una cámara binocular y una monocular: 
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Se propone un algoritmo que busca puntos característicos que se encuentren 
presentes tanto en una imagen monocular, como en la binocular, tomando en cuenta 
las dos nubes de puntos, esto con la finalidad de encontrar puntos de referencia en 
la nube binocular que se puedan incorporar en la reconstrucción monocular y de 
esta forma se reduce el error relativo. 

• Se implementó un sistema para generar puntos de control virtuales utilizando 
distancias conocidas: 
Se propone el uso de una cartulina o de una cámara binocular para introducir 
información de comprobación a la reconstrucción monocular, utilizando el sistema 
del punto anterior. 

• Preprocesamiento con COLMAP: 
Se propone el uso de COLMAP para rectificar las coordenadas GPS de las 
imágenes, el uso de COLMAP para el preprocesamiento de datos generalmente 
aumenta la precisión. Sin embargo, si la velocidad de reconstrucción es prioridad 
sobre la calidad no es recomendable, ya que el aumento medio es sólo del 5,96%. 
Por el contrario, si el tiempo de procesamiento no es una preocupación, el 
preprocesamiento con COLMAP resulta eficaz. 

 

6.4 Trabajo futuro 
 
Como trabajo futuro se contempla el siguiente listado:  

• Realizar una comparativa contra el uso de sensores RTK y Lidar. 
• Entrenar una red neuronal para predecir, las mejores ubicaciones para generar los 

puntos de control terrestres virtuales.  
• Probar la super resolución binocular (se intentó, pero es necesario una tarjeta gráfica 

de mayor poder computacional). 
• Realizar pruebas en entornos de mayor tamaño, como pudiera ser un bosque o un 

cañón.  
 

6.5 Productos 
 

•  Poster en “Escuela de Inteligencia Computacional y Robótica 2023” realizada del 
10 al 14 de octubre en la UTEZ (producto del octavo semestre). 

• Poster en “2022 IEEE School an Computational Intelligence and Robotics” el 16 de 
agosto en la UTEZ (producto del quinto semestre). 

• Publicación de un artículo titulado “Comparison of detection and matching 
Techniques for aerial photogrammetry” en el congreso “2021 IEEE International 
Autumn meeting on Power, Electronics and Computing (ROPEC 2021) con índice 
SCOPUS en Ixtapa, México” (producto del cuarto semestre). 

• Publicación de un artículo titulado “Generation of Virtual Ground Control Points 
Using a Binocular Camera” en Drones 2024, Volume 8, Issue 5, 195. 
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Anexos 
Anexo A: Resultados de correspondencias en una parcela con caña 
 
Resultados de búsqueda de correspondencias entre dos imágenes de diferentes cámaras, utilizando SIFT como detector y descriptor 
de puntos característicos y KD-TREE como algoritmo de correspondencia. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 Figura A.1 Resultado promedio de correspondencia binocular monocular 

 



Reconstrucción 3D de terrenos para agrocultivo   Anexos 
 

94 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Figura A.2 Uno de los mejores resultados de correspondencia binocular monocular 
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Figura A.3 Ejemplo de la fuerza del viento generado por el DJI T10
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Anexo B: Resultados de re-proyección  
En la Figura B.1, la Figura B.2 y en la Figura B.2 se pueden observar los puntos de la nube 
de puntos re-proyectados en cada imagen en el banco de imágenes 1, estos puntos tienen 
la misma ubicación espacial entre imágenes (en el terreno). En las zonas de solapamiento 
se observan las mismas características, y es interesante observar cómo pasan de una 
imagen a otra. Las zonas de solapamiento permiten al sistema detectar automáticamente 
características comunes (puntos clave) mediante el análisis del sistema, que selecciona las 
características óptimas. En cambio, los métodos manuales requieren que el usuario 
proponga los puntos de interés en las imágenes. 
 

 
Figura B.1 Ejemplo de re-proyección 1.a 0.4 
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Figura B.2 Ejemplo de re-proyección 2. Figura 0.5 
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Figura B.3 Ejemplo de re-proyección 3. Figura 0.6 

 

 
 
 
 
 


